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ABSTRAK

Nama Mahasiswa : Dhiaul Ma’ruf
Judul Tugas Akhir : Pengembangan Modul Ponsel-Box

Detection menggunakan Convolutional
Neural Network untuk Identifikasi Stock
Smartphone

Pembimbing : 1. Dr. Eko Mulyanto, S.T., M.T.
2. Reza Fuad Rachmadi ST., MT., PhD.

Penentuan presentase penyebaran produk dari suatu perusahaan
dibandingkan produk perusahaan kompetitornya merupakan suatu
hal yang penting untuk diketahui oleh perusahaan. Melalui riset ter-
sebut tersebut perusahaan dapat melakukan riset pasar akan produk
yang dijualnya. Dengan berkembangnya sistem kecerdasan buatan
yang ada sekarang ini, dimungkinkan dalam menentukan sebaran
produk tersebut dapat dilakukan dengan menggunakan Deep Lear-
ning, dalam kesempatan ini akan dicoba dengan membuat modul
menggunakan Object Detection berbasis Convolutional Neural Ne-
towrk untuk mendeteksi kotak telepon genggam yang tersebar pada
suatu konter telepon genggam. Melalui terdetesksinya kotak tele-
pon genggam tersebut, akan di ketahui juga jumlah tiap-tiap item
atau kotak telepon genggam yang terdeteksi, baik dari produk sen-
diri maupun produk kompetitor, sehingga di dapatkan juga sebaran
produk perusahan tersebut dibandingkan dengan kompetitor lain-
nya. Adapun arsitektur model yang digunakan dalam penelitian ini
EfficientDet dengan feature Extractor EffciientNet-B0, EffciientNet-
B1, EffciientNet-B2, dan EffciientNet-B3, dari beberapa arsitek-
tur model tersebut kita lakukan evaluasi. Hasil evaluasinya adalah
EfficientDet-D0 dengan mAP sebesar 66 %, EfficientDet-D1 dengan
mAP sebesar 72.5 %, EffcientDet-D2 denagn mAP sebesar 73.8 %,
EffcientDet-D3 dengan mAP 72.7 %. Melihat dari hasi evaluasi
tersebut sehingga model dan juga arsitektur yang dipilih untuk di-
gunakan pada sistem ini adalah EffcientDet-D0, karena akurasi yang
diberikan tidak terlalu jauh dengan arsitektur yang lainnya, selain
itu EfficientDet-D0 juga memiliki inference time yang paling cepat
dibandingkan dengan yang lainnya, yakni 7 ms pada GPU RTX
2080 Ti, cocok untuk digunakan pada diproduksi dengan pengguna
yang banyak.
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Kata Kunci : Deep Learning, Object Detection, Kotak Telepon
Genggam, Arsitektur Model, EfficientDet
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ABSTRACT

Name : Dhiaul Ma’ruf
Title : Development Of Mobile Phone-Box

Detection Modul Using Convolutional
Neural Network for Identification Of
Stock Smartphone

Advisors : 1. Dr. Eko Mulyanto, S.T., M.T.
2. Reza Fuad Rachmadi ST., MT., PhD.

Determining the percentage of product distribution of a company
compared to the products of its competitors is an important thing to
know by the company. Through this research the company can con-
duct market research on the products it sells. With the development
of existing artificial intelligence systems, it is possible to determine
the distribution of these products can be done using Deep Learning,
on this occasion will be tried using Convolutional Neural Netowrk-
based Object Detection to detect cell phone boxes that are scattered
on a cellphone counter, through the dropping of the mobile phone
box will also be known the number of each item or mobile phone
box that is detected, both from its own products and competitors’
products, so that the company’s product distribution is also compa-
red to other competitors. The model architecture used in this study
is EfficientDet with the Extractor EffciientNet-B0, EffciientNet-B1,
EffciientNet-B2, and EffciientNet-B3 features. The evaluation re-
sults are EfficientDet-D0 with mAP of 66 %, EfficientDet-D1 with
mAP of 72.5 %, EffcientDet-D2 with mAP of 73.8 %, EffcientDet-
D3 with mAP of 72.7 %. Judging from the results of the evaluation
so that the model and architecture chosen for use in this system is
EffcientDet-D2, because it has an average level of accuracy that is
quite high compared to other models, and also has infernce time that
is not so long, which is 35 ms when tested using an Nvidia GeForce
RTX 2080 Ti GPU.

Keywords: : Deep Learning, Object Detection, Ponsel Box, Model
Architecture
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BAB 1

PENDAHULUAN

Penelitian ini di latar belakangi oleh berbagai kondisi yang
menjadi acuan. Selain itu juga terdapat beberapa permasalahan
yang akan dijawab sebagai luaran dari penelitian.

1.1 Latar belakang

Salah satu upaya yang dapat dilakukan oleh suatu perusahaa
dalam melakukan riset pasar akan produk yang mereka jual adalah
dengan mengetahui sebaran produk tersebut dibandingkan dengan
produk yang dihasilkan oleh kompetitornya itu seperti apa, apakah
mereka lebih unggul dalam segi jumlah sebaran produk mereka atau
malah sebaliknya. Melalui data tersebut perusahaan dapat menen-
tukan strategi pasar apa yang dapat mereka lakukan untuk menga-
tasi kondisi tersebut agar produk yang mereka jual dapat bersaing
di pasaran.

Dalam upaya mendapatkan data sebaran tersebut, perusahaan
biasanya hanya mendata berapa jumlah produk yang mereka jual
atau mereka kirimkan pada suatu wilayah tersebut, dari situ mereka
menyimpulkan bahwa sebaran produk mereka pada wilayah terse-
but adalah sebanyak jumlah produk yang mereka kirimkan atau
jual pada wilayah tersebut. Hal ini tidak dapat menggambarkan
ataupun merepresentasikan seberapa bersaingnya produk mereka di
pasaran dibandingkan dengan produk dari perusahan kompetirtor-
nya, karena mereka tidak mendapatkan jumlah sebaran dari produk
lainnya selain produk dari perusahaannya. Menangani hal tersebut
biasanya suatu perusahaan menggunakan jasa orang untuk menda-
ta tiap-tiap gerai handphone untuk melakukan pendataan produk
yang dijual dari gerai tersebut, sehingga didapatkan juga sebaran
produk dari kompetitor, akan tetapi hal itu akan memakan waktu
yang lama dan tidak akan memberikan bukti otentik bahwasannya
data yang diberikan adalah data asli yang benar-banar terjadi di
lapangan, karena tidak ada bukti yang dapat menjelaskan asal data
tersebut

Disisi lain, di era ini dunia menunjukkan perkembangan teknologi
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yang sangat pesat, tidak terkecuali perkembangan mengenai Arti-
ficial Inteligence, khusunya dibidang Deep Learning, seperti hal-
nya dibidang pengolahan citra digital yang telah menunjukkan ba-
nyak terobosan-terobosan teknologi, salah satunya adalah pengenal-
an serta lokalisasi banyak objek pada suatu citra digital atau yang
biasa disebut sebagai Object Detection. Melalui object detection da-
pat diketahui objek tertentu yang terkandung atau terdeteksi pada
suatu citra digital, serta mengetahui posisi object yang terdeteksi
pada citra digital tersebut pada kordinat berapa.

Menanggapi pesatnya perkembangan teknologi yang ada, uta-
manya dibidang Deep Learning, maka upaya pendataan sebaran pro-
duk handphone dapat menggunakan teknologi tersebut, tepatnya
teknologi Object Detection. Dengan mendeteksi objek kotak hand-
phone yang ada pada foto yang kita dapatkan dengan mengambil
foto suatu garai maka kita akan mendapatkan estimasi sebaran pro-
duk yang ada pada gerai tersebut.

1.2 Permasalahan

Berawal dari permasalahan mengenai pentingnya bagi perusa-
haan Samsung mengetahui sebaran produk telepon genggam mereka
di pasaran, sehingga dibangunlah modul untuk membantu perusa-
haan dalam medapatkan data tersebut. Modul sistem yang diguna-
kan disini yakni deteksi ponsel box pada suatu gambar dan meng-
klasifikasikan ponsel box yang terdeteksi berdasarkan tipe dan juga
merknya. Dengan menggunakan modul tersebut. maka kita dapat
menghitung jumlahnya berdasarkan merek dan juga tipe telepon
genggam yang terdeteksi.

1.3 Tujuan

Tujuan utama dari penelitian ini adalah membuat suatu sistem
deteksi object pada suatu citra digital yang dapat membantu dalam
menentukan sebaran produk Samsung dibandingkan dengan produk
yang lainnya yang beredar di pasaran melalui hasil foto terhadap
gerai handphone, serta mengukur performa yang didapatkan oleh
sistem dekteksi objek yang dibuat.
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1.4 Manfaat

Manfaat dari hasil penelitian tugas akhir ini yakni perusahaan
dapat menggunakan modul atau sistem yang telah dibuat untuk
mendeteksi kotak telepon genggam yang ada pada konter telepon
genggam. Melalui data tersebut pesusahaan dapat mengidentifikasi
persebaran produk telepon genggam yang ada dipasaran, dengan
disertai bukti foto dilapangan dan juga hasil prediksi kandungan
produk yang ada pada foto tersebut.

1.5 Batasan masalah

Batasan masalah yang timbul dari permasalahan Tugas Akhir
ini adalah :

1. Komputasi yang dlakukan adalah server site
2. Varian objek yang dideteksi terbatas dengan kotak handphone

yang ditentukan
3. Sistem mendeteksi semua jenis gambar yang dapat di katego-

rikan sebagai box handphone pada sebuah gerai
4. Sistem dilatih hanya menggunakan beberapa merk dagang sa-

ja
5. Evaluasi Sistem yang dilakukan menggunakan metrix Mean

Average Precission (mAP)

1.6 Sistematika Penulisan

Laporan penelitian Tugas akhir ini tersusun dalam sistematika
dan terstruktur sehingga mudah dipahami dan dipelajari oleh pem-
baca maupun seseorang yang ingin melanjutkan penelitian ini. Alur
sistematika penulisan laporan penelitian ini yaitu :

1. BAB I Pendahuluan
Bab ini berisi uraian tentang latar belakang permasalahan,
penegasan dan alasan pemilihan judul, sistematika laporan,
tujuan dan metodologi penelitian.

2. BAB II Dasar Teori
Pada bab ini berisi tentang uraian secara sistematis teori-teori
yang berhubungan dengan permasalahan yang dibahas pada
penelitian ini. Teori-teori ini digunakan sebagai dasar dalam
penelitian, yaitu informasi terkait Deep Learning, Machine Le-
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arning, Object Detection Aarchitecture, dan teori-teori penun-
jang lainnya.

3. BAB III Desain Sistem dan Implementasi
Bab ini berisi tentang penjelasan-penjelasan terkait sistem
yang akan dibuat. Guna mendukung itu digunakanlah blok
diagram atau work flow agar sistem yang akan dibuat dapat
terlihat dan mudah dibaca untuk implentasi pada pelaksanaan
tugas akhir.

4. BAB IV Pengujian dan Analisa
Bab ini menjelaskan tentang pengujian yang dilakukan ter-
hadap sistem dalam penelitian ini dan menganalisa sistem.
Spesifikasi perangkat keras dan perangkat lunak yang diuji
juga disebutkan dalam bab ini. Sehingga ketika akan dikem-
bangkan lebih jauh, spesifikasi perlengkapannya bisa dipenuhi
dengan mudah tanpa harus melakukan ujicoba perangkat lu-
nak maupun perangkat keras lagi.

5. BAB V Penutup
Bab ini merupakan penutup yang berisi kesimpulan yang di-
ambil dari penelitian dan pengujian yang telah dilakukan. Sar-
an dan kritik yang membangun untuk pengembangkan lebih
lanjut juga dituliskan pada bab ini.
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BAB 2

TINJAUAN PUSTAKA

Demi mendukung penelitian ini, dibutuhkan beberapa teori pe-
nunjang sebagai bahan acuan dan refrensi dalam melakukan peneli-
tian. Dengan demikian, diharapkan nantinya penelitian ini menjadi
lebih terarah.

2.1 Machine Learning

Machine Learning merupakan sebuah cabang dari Artificial
Intelligence (kecerdasan buatan) yang memungkinkan sistem kom-
puter untuk belajar langsung dari contoh, data, dan pengalaman
yang didapatkannya. Dengan membuat komputer mampu menja-
lankan tugas yang spesifik secara cerdas, Machine Learning dapat
melakukan algoritma yang kompleks dengan cara mempelajari data
yang diberikan tanpa perlu mengikuti program yang dibuat atau
diinstruksikan secara manual oleh pengguna[1].

Ciri khas dari Machine Learning adalah adanya proses pem-
belajaran(training). Oleh karena itu, Machine Learning membu-
tuhkan data untuk dipelajari yang disebut sebagai data training.
Setelah berhasil melakukan training, maka Machine Learning da-
pat melakukan proses klasifikasi dan prediksi terhadap data baru
yang diberikan sesuai dengan hasil training yang telah dilakukan
sebelumnya. Klasifikasi adalah metode dalam Machine Learning
yang digunakan oleh mesin untuk memilah atau mengklasifikasik-
an objek berdasarkan ciri tertentu sebagaimana manusia mencoba
membedakan benda satu dengan yang lain, nilai keluaran dar kla-
sifikasi biasanya berbentuk logits. Sedangkan prediksi atau regresi
digunakan oleh mesin untuk menerka keluaran yang dihasilkan dari
suatu data masukan[2], nilai keluaran yang diberikan oleh regresi
biasanya berbentuk discrete. Beberapa contoh implementasi dari
Machine Learning antara lain adalah image processing, search re-
commendation, text and speech recognition, dan health diagnosis.

Di dalam Machine Learning, terdapat tiga kategori pembelajaran[3],
yaitu:

1. Supervised Learning
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Supervised learning merupakan metode pembelajaran dimana
data yang akan dipelajari oleh komputer sudah diberikan label
yang menunjukkan klasifikasi atau kelas data tersebut berada.
Model yang dihasilkan adalah model prediksi dari data yang
telah diberi label.

2. Unsupervised Learning
Unsupervised learning merupakan metode pembelajaran di-
mana data yang akan dipelajari tidak memiliki label, sehingga
komputer perlu melakukan analisis dan klasifikasi berdasarkan
data yang ada. Sehingga didapatkan kelompok data.

3. Reinforcement Learning
Reinforcement learning merupakan metode pembelajaran di-
mana diberlakukan reward jika hasil pembelajarannya mem-
berikan nilai yang sesuai dan juga punishment jika hasil pem-
belajarannya tidak sesua. Komputer tidak diberitahu data
apapun sebelumnya. Sehingga mereka belajar dari apa yang
dilakukan secara langsung, dengan tujuan untuk mendapatkan
reward yang maksimal, sehingga sistem akan memaksa kom-
puter untuk belajar secara terus-menerus.

2.2 Artificial Neural Network

Artificial Neural Network atau jaringan syaraf tiruan merupak-
an suatu teknik dalam Machine Learning dengan algoritma yang di-
adopsi dari cara saraf manusia bekerja dalam otak. Struktur Neural
Network terdiri atas lapisan masukan (input layer) dan lapisan ke-
luaran (output layer). Setiap layer terdiri atas satu atau beberapa
unit neuron (node) yang mempunyai sebuah fungsi aktivasi tertentu
yang dapat menentukan output yang nantinya dikeluarkan oleh no-
de tersebut. Kita bisa menambahkan lapisan tersembunyi (hidden
layer) untuk menambah kemampuan dari Neural Network tersebut.
Neuron merupakan suatu unit pengolahan informasi dasar bagi ope-
rasi Neural Network [2]. Pada tahun 1958, Frank Rosenblatt melalui
penelitiannya mengenalkan algoritma Neural Network ini sebagai
perceptron. Gambar 2.1 memperlihatkan detail dari operasi yang
dilakukan perceptron.
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Gambar 2.1: Operasi Perceptron pada Neural Network [4].

Pada Gambar 2.1, terdapat tiga elemen dasar dari neuron atau
perceptron[4] yaitu:

1. Synapses atau penghubung yang dikategorikan berdasarkan
bobot atau kekuatan dari Neural Network.

2. Adder yang berfungsi untuk menjumlahkan sinyal input yang
telah diberikan bobot oleh synapses sebelumnya.

3. Activation function yang berfungsi untuk membatasi am-
plitudo yang dikeluarkan oleh output dari sebuah neuron. Bia-
sanya, batas amplitudo normal dari output ditulis dalam ben-
tuk interval satuan tertutup [0, 1] atau [-1, 1].

Secara matematis, neuron k yang terdapat di Gambar 2.1 da-
pat dijelaskan pada Persamaan 2.1 dan juga Persamaan 2.2.

uk =

m∑
j=1

wkj · xj (2.1)

dan

yk = ϕ(uk + bk) (2.2)

dimana:
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x1, x2, ..., xm = sinyal input
wk1, wk2, ..., wkm = bobot synapses dari neuron k
uk = kombinasi linier output yang disebabkan oleh sinyal input
yk = sinyal output dari neuron
bk = bias
ϕ(·) = fungsi aktivasi

Penggunaan bias bk bertujuan untuk menambahkan sebuah
input dummy yang bernilai satu yang mana perhitungannya direp-
resentasikan dengan Persamaan 2.3.

vk = uk + bk (2.3)

Bias bk memberikan efek affine transformation kepada output
uk sehingga dihasilkan activation potential vk. Dari kombinasi Per-
samaan 2.1 dan 2.2 maka didapatkan Persamaan 2.4 dan Persamaan
2.5.

vk =

m∑
j=0

wkj · xj (2.4)

yk = ϕ(vk) (2.5)

NN bisa dilatih dengan menggunakan data training. Semakin
banyak data training maka akan semakin bagus performa dari NN
tersebut. Namun, kemampuan NN juga terbatas pada jumlah layer,
semakin banyak jumlah layer semakin tinggi kapasitas NN tersebut.
Semakin banyak layer juga membawa kekurangan yaitu semakin
banyaknya jumlah iterasi atau training yang dibutuhkan. Untuk
mengatasi hal ini, dikembangkanlah teknik deep learning [2].

2.3 Deep Learning

Deep Learning [2] merupakan kelanjutan dari perkembangan
Artificial Neural Network [4]. Pada Deep Learning arsitektur Neural
Network yang digunakan biasanya menggunakan banyak lapisan ter-
sembunyi (hidden layer). Hidden layer yang digunakan pun memi-
liki banyak variasi, tergantung dengan tujuan dari pelatihan (trai-
ning) yang akan dilakukan.
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Masalah yang biasa kita dapati ketika kita menggunakan Ma-
chine Learning yakni banyaknya faktor yang mempengaruhi suatu
sistem dalam menemukan sebuah solusi, dan solusi yang sama tidak
dapat digunakan pada permasalahan yang berbeda, maka dari itu
Deep Learning dibutuhkan agar dapat menyelesaikan permsalahan-
permasalahan tersebut dengan cara menggunakan algoritma yang
menentukan sendiri fitur yang harus diambil berdasarkan data yang
ada [5], maka dari itu algoritma Neural Network ini dinilai sebagao
algoritma terbaik untuk menanganni kasus Image Recognition, Spe-
ech Recognition dan juga Natural Language Processing. Permasa-
lahan yang biasa di selesaikan dengan menggunakan Deep Learning
adalah permasalahan classification dan Regression. Classification
merupakan permasalahan yang output prediksinya merupakan bi-
langan discrete sedangkan Regression merupakan permasalahan ya-
ngoutput prediksinya merupakan bilangan continuous, dengan dua
permasalahan ini dapat dikembangkan banyak sekali arsitektur De-
ep Learning [5].

Pada dasarnya arsitektur utama dari Deep Learning adalah
Multi Layer Perceptron (MLP). MLP merupakan sekumpulan layer
yang tiap layernya memiliki beberapa simpul sehingga dari tiap-
tiap layer tersebut dapat membantu algoritma dalam menentukan
output yang sesuai [5]. Pada awalnya MLP tidak bisa mempredik-
si output yang sesuai. Untuk itu harus dilakukan pelatihan atau
training dari data-data yang ada menggunakan algoritma backpro-
pagation.

Backpropagation merupakan algoritma inti dari Neural Ne-
twork. Algoritma ini pertama kali ditemukan pada tahun 1970, akan
tetapi pada waktu itu algoritma ini belum begitu terkena, hingga
pada tahun 1986 melalui paper ilmiah yang ditulis oleh David Ru-
melhart, Geoffrey Hinton, dan juga Ronald Williams [6]. Adapun
algoritma dari backpropagation itu sendiri adalah sebagai berikut.

1. Input Layer : Masukkan atau input yang diberikan untuk
dipelajari oleh komputer

2. Feedforward : Menghitung nilai yang dihasilkan oleh tiap
fungsi untuk menentukan keluaran yang dihasilkan

3. Error : Menghitung selisih dari hasil output Feedforward de-
ngan target keluaran
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4. Backpropagate : Mengubah nilai dari tiap-tiap variabel fung-
si dengan menyesuaikannya sesuai output error yang dihasilk-
an

5. Output : Nilai output yang dihasilkan setelah terjadi pro-
ses perubahan variabel-variabel fungsi yang ada pada langkah
backpropagate

6. Ulangi semua proses hingga dihasilkan output yang mendekati
nilai target

Proses traning pada Deep Learning merupakan proses untuk
memperkecil nilai error output yang dikeluarkan. Untuk meminima-
lisir nilai error yang dikeluarkan, maka diperlukan algoritma atau
fungsi yang biasa disebut Loss Function. Beberapa Loss Function
yang biasa digunakan dalam Deep Learning yakni Square Error
yang biasa digunakan untuk permasalahan regresi, adapun rumus
dari Square Error dapat dilihat pada Persamaan 2.6, selain Square
Error, ada juga cross entrophy yang biasa digunakan dalam perma-
salahan classification, untuk mendapatkan nilanya dapat digukanan
Persamaan 2.7. Saat berusaha untuk menurunkan nilai error, terka-
dang model dapat menurunkan nilai error pada data pelatihan atau
training, akan tetapi pada data vallidation atau data test model
mendapati error yang dihasilkan cukup tinggi, sehingga data hanya
baik atau bagus pada data training saja, akan tetapi buruk pada
saat digunakan pada data validation ataupun data testing. Per-
masalahan ini biasa disebut sebagai overfitting [7]. Ada beberapa
strategi dalam menghadapi masalah ini, strategi tersebut biasanya
disebut sebagai regularization [8].

Regularization [8] yang sering digunakan saat ini yakni L1, L2,
dan juga dropout. Adapun L1 Regularization atau List Absolute
Deviation dan juga L2 Regularization atau Least Square Error cara
kerjanya dalam mengurangi overfitting adalah dengan menambahk-
an suatu nilai absolut pada loss function yang digunakan, sedangk-
an Dropout memiliki cara kerja yang berbeda, yakni memodifikasi
jaringan dengan cara menonaktifkan layer secara random, tujuan-
nya adalah memaksa agar network yang dilatih untuk mencari pola
baru.

Loss = (output− target)2 (2.6)
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Hy′(y) := −
∑
i

y′i log(yi) (2.7)

2.4 Convolutional Neural Network

CNN (Convolutional Neural Network) meruapakan suatu to-
pologi Neural Network yang biasa digunakan untuk mengenali pola-
pola visual pada suatu citra digital secara langsung. CNN me-
merlukan pelatihan menggunakan algoritma backpropagation untuk
menghasilkan output yang memiliki error seminimal mungkin, hal
ini serupa dengan Neural Network yang lainnya, yang menjadi pem-
beda adalah arsitektur yang digunakannya [9].

CNN terinspirasi oleh penelitian yang dilakukan oleh D. H.
Hubel and T. N. Wiesel. Mereka mengajukan penjelasan dimana
mama- lia melihat sekitar mereka menggunakan lapisan arsitektur
di otak. Teori ini adalah teori yang menginspirasi insinyur untuk
membuat pola yang serupa dalam Visi Komputer [10].

2.4.1 Proses Convolution

Pada saat menggunakan Convolutional Neural Network ada
beberapa parameter yang harus ditentukan terlebih dahulu yaitu
filter, stride, dan juga padding. Filter merupakan matrik yang di-
gunakan untuk mengambil fitur-fitur yang ada pada sebuah gambar,
semakin banyak filter yang digunakan, maka akan semakin banyak
juga informasi yang dapat diserap melalui gambar tersebut. Stri-
de merupakan banyaknya langkah yang harus dilakukan oleh fil-
ter dalam melakukan pergeseran saat proses konvolusi, sedangkana
padding merupakan border atau matrik tambahan yang diberikan
mengelilingi gambar. jenis padding yang paling sering digunakan
adalah Zero Padding, pada Zero Padding sekeliling gambar akan
diberikan nilai nol. Adapun tujuan dari penambahan padding itu
sendiri yakni untuk mempertahankan konvolusi dengan ukuran ma-
trik awal, karena jika tidak menggunakan padding, maka output
matrik yang diberikan akan mengecil.

Pada Gambar 2.2 menunjukkan bagaimana proses konvolusi
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dilakukan. Untuk menghitung Output yang akan dihasilkan setelah
proses konvolusi maka dapat kita gunakan Persamaan 2.8

Gambar 2.2: Proses Konvolusi

Output =
W −N + 2P

S
+ 1 (2.8)

Pada Persamaan 2.8, W merupakan pajang/tinggi input, N
merupakan panjang/tinggi filter, P merupakan Padding, dan S ada-
lah Stride.
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2.4.2 Jenis-jenis Convolution

Adapun jenis dari konvolusi ada dua tahap, yakni Feature Le-
arning dan juga Classification. Pada Feature Learning Network
akan terdiri dari beberapa tingkatan layer, yakni Convolutional La-
yer, Non-linearity Layer, dan juga Feature Pooling Layer sedangkan
pada tahap Classification tingkatan layer yang menyusunnya yakni
Flatten, Fully Connected Layer dan jugaActivation Layer.

Convolutional Layer adalah proses mengambil fitur penting
yang terdapat pada gambar dan membuatnya menjadi lebih kecil,
proses ini dilakukan dengan cara menggeser filter ke setiap pixel
yang ada pada gambar sehingga didapatkan feature map dari gam-
bar tersebut.

ReLU (Rectified Linear Unit) atau Non-linearity Layer meru-
pakan suatu fungsi aktivasi yang memiliki fungsi merubah output
yang memiliki nila minus setelah proses konvolusi menjadi nol. Ini
semua dilakukan agar tidak terjadi error setelah proses konvolusi
karena harus melakuakan operasi matematika dengan nilai minus,
disisi lain juga agar menyesuaikan dengan data asli dari gambar
yang hanya dapat bernilai 0 hingga 255. Nilai keluaran ReLU da-
pat dihitung dengan menggunakan Persamaan 2.9.

f(x) =

{
x x > 0

0 othterwise
(2.9)

Feature Pooling Layer merupakan metode yang digunakan un-
tuk melakukan pengurangan panjang dan juga lebar dari gambar
yang terlalu besar. Pooling yang biasa digunakan dalam Feature
Pooling Layer diantaranya adalah max pooling dan juga averege po-
oling. Cara kerja dari mat pooling yakni dengan mencari nilai mak-
simal yang didapatkan oleh filter, sedangkan cara kerja dari average
pooling yakni dengan mencari rata-rata dari filter. tujuan dari ada-
nya filter layer pada CNN yakni agar nilai yang didapat adalah
fitur dominan yang ditangkap oleh filter dalam diantara kumpulan
angka matriks dam memperoleh ukuran matriks baru yang leboh
kecil. Visualisasi dari max pooling dapat dilihat pada Gambar 2.3
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sedangkan average pooling dapat dilihat pada Gambar 2.4

Gambar 2.3: Visualisasi Max Pooling

Gambar 2.4: Visualisasi Average Pooling

Setelah feature telah diambil, maka selanjutnya akan dilakukan
proses Classification. Tahap pertama yang dilakukan pada proses
ini adalah flatten. Flatten merupakan proses menjadikan output fe-
ature tadi menjad matrik satu dimensi, setelah itu matrik tersebut
akan masuk pada layer fully connected layer. Pada fully connected
layer, feature yang didapatkan tadi akan diproses agar dapat meng-
hasilkan klasifikasi yang diinginkan. Nilai yang keluar dari fully
connected layer pada dasarnya masih nilai mentah atau nilai logi-
ts, maka diperlukan proses lebih lanjut. Proses tersebut dilakukan
pada activation layer.

Activation layer merupakan layer yang berfungsi untuk me-
normalisasikan hasil output dari fully connected layer menjadi nilai
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probabilitas. Jenis activation layer yang biasa digunakan antara
lain softmax dan juga sigmoid. Pada activation layer softmax ni-
lai logits yang dihasilkan dari fully connected layer akan dijadikan
nilai probabilitas dengan rentang 0 sampai 1, serta jumlah semua
probabilitas output yang dihasilkan adalah 1, sedangkan pada acti-
vation layer sigmoid nilai logits yang dihasilkan akan dirubah men-
jadi nilai probabilitas dengan rentang 0 hingga 1, akan tetapi jumlah
semua probabilitas tidak bernilai 1. Softmax sangat cocok untuk di-
gunakan pada permasalahan classification banyak objek, sedangkan
sigmoid cocok untuk classification dengan 2 objek saja. Fungsi sof-
tmax dapat dilihat pada Persamaan 2.10 dan sigmoid dapat dilihat
pada Persamaan 2.11

Softmax(xi) =
exp(xi)∑
j exp(xj)

(2.10)

Sigmoid(xi) =
1

1 + exp(−zi)
(2.11)

2.5 EfficientDet

EfficientDet merupakan arsitektur Convolutional Neural Ne-
twork yang digunakan dalam kasus object detection pada suatu citra
digital. arsitektur ini secara resmi dikenalkan oleh tim automl Go-
ogle pada akhir bulan 2019 dan paper mengenai penelitian ini juga
terus di updated dan dikembangkan, paper yang menjadi rujukan
dalam penulisan buku ini merupakan paper hasil pembaruan pada
tangga 3 April 2020, melalui paper EfficientDet : Scalable and Effi-
cient object Detection [11] mereka mencoba untuk membuat suatu
arsitektur yang tidak hanya berfokus pada akurasi saja, akan tetapi
juga memiliki komputasi efisien jika dibandingkan dengan arsitektur
lainnya yang memiliki akurasi yang sama.

Pada arsitektur Object Detection yang sebelum-sebelumnya
hanya mengejar akurasi saja, sedangkan untuk mengejar akurasi ter-
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sebut komputasi yang digunakan akan cukup berat, misalnya saja
pada arsitektur AmoebaNet-based NAS-FPN detector [12] itu mem-
butuhkan 167 parameter dan juga 3045B FLOPs (30 kali lipat dari
RetinaNet [13]). Arsitektur-arsitektur yang membutuhkan kompu-
tasi yang berat semacam itu kurang cocok untuk diaplikasikan pada
kehidupan nyata seperti halnya pada bidang robotika dan juga self-
driveing car dimana besar model dan juga latensi saat melakukan
inference sangatlah penting, kerena itu model yang efisien sangat
dibutuhkan.

Banyak sekali upaya yang dilakukan untuk membuat arsitektur
detector yang efisien, misalnya pada beberapa arsitektur one-stage
detector seperti Single Shot Detector [14], Focal loss for dense ob-
ject detection[13], YOLO9000 [15], dan juga YOLOv3 [16]. Selain
one-stage detector ada juga yang menggunakan anchor-free dete-
ctor ([17], [18],[19]) atau compress axisting model ([20], [21]). Mes-
kipun dari arsitektur-arsitektur tersebut cenderung dapat membe-
rikan efisiensi yang baik, akan tetapi arsitektur-arsitektur tersebut
mengabaikan akurasi yang diperoleh, padahal dalam pelaksanaan-
nya didunia nyata, mulai dari pemanfaatannya dalam mobile device
hingga pada sebuah data center memiliki banyak keperluan, tidak
hanya pada efisiensi, akan tetapi pada akurasi juga.

Guna memenuhi kebutuhan akan model yang memiliki efisiensi
yang baik dalam membuat arsitektur object detection, maka Tim
Google AutoML membuat sebuah arsitektur EfficientDet.

2.5.1 Network Architecture

Network Architecture atau Arsitektur jaringan yang digunakan
oleh EfficientDet dalam mendeteksi objek yakni terdiri dari backbone
feature extractor EfficientNet [22] serta detector BiFPN [11] sesuai
dengan Gambar 2.5.

2.5.2 EfficientNet

EfficientNet merupakan suatu arsitektur backbone yang di-
gunakan pada arsitektur EfficientDet sebagai feature extractor pa-
da arsitektur tersebut. Pada EfficientNet [22], tujuan yang ingin
dicapai oleh penulis melalui EfficientNet adalah mencari komposisi
arsitektur yang paling efisien dan scalable untuk diterapkan pada
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bermacam-macam dimensi lebar jaringan, kedalaman jaringan, dan
juga resolusi input dari arsitektur yang nantinya akan dibuat. Ma-
ka dari itu diusulkan sebuah rumus atau persamaan yang dapat
digunakan untuk menentukan seberapa besar lebar jaringan, keda-
laman jaringan dan juga resolusi jaringan yang bisa digunakan agar
dihasilkan model yang efisien. Rumus atau formula itu sesuai de-
ngan Persamaan 2.12.

depth: d = αφ

width: w = βφ

resolution: r = γφ

s.t. α · β2 · γ2 ≈ 2

α ≥ 1, β ≥ 1, γ ≥ 1

(2.12)

Pada Persamaan 2.12, nilai φ merupakan variabel bebas yang
bisa dirubah-rubah nilainya, untuk melakukan model scaling, se-
dangkan α merupakan variabel yang nantinya akan digunakan un-
tuk mencari nilai kedalaman suatu jaringan, β merupakan variabel
yang akan digunakan untuk mencari lebar jaringan, dan γ merupak-
an variabel yang nantinya akan digunakan untuk mencari resolusi
dari input jaringan.

Jika melihat Persamaan 2.12, akan muncul sebuah pertanyaan,
mengapa persamaannya seperti itu?, dan mengapa nilai dari α tidak
dikuadratkan juga?, lalu mengapa hanya membatasi nilai perkalian
α, β, dan juga γ dengan nilai mendekati 2?. Itu semua, karena da-
lam arsitektur Convolutional Neural Network, FLOPs dari operasi
konvolusi hampir sebanding dengan d, w2, r2, yaitu menggandakan
kedalaman akan menggandakan FLOPS sementara menggandakan
lebar atau resolusi meningkatkan FLOPS hampir empat kali. Ka-
renanya, untuk memastikan bahwa total FLOPS tidak melebihi 2φ,
batasan yang diterapkan adalah α · β2 · γ2 ≈ 2.

Persamaan 2.12 tidak mengubag layer yang akan digunakan
nantinya, akan tetapi hanya merubah kedalaman, lebar, dan juga
besar input suatu network saja. Oleh karena itu ditetapkan terle-
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bih dahulu network dasar yang baik. jika sudah ditemukan network
dasar yang baik, baru dilakukan model scaling menggunakan Per-
samaan 2.12. Untuk memperoleh jaringan dasar, dilakukan Neural
Architecture Search (NAS) yang mengoptimalkan akurasi dan FLO-
PS. Arsitektur yang dihasilkan seperti pada Gambar 2.6.

Gambar 2.6: Arsitektur Dasar EfficientNet

Arsitekturnya yang dihasilkan oleh Neural Architectur Sear-
ch (NAS)[23] mirip dengan M-NASNet [23] karena arsitektur dasar
ini juga ditemukan menggunakan algoritma yang sama dengan M-
NASNet [23].

Setelah memiliki network dasar, maka dapat dilakukan model
scaling dengan menggunakan Persamaan 2.12. Pada Persamaan
2.12 ada 4 parameter atau variabel yang harus ditemukan nilainya
untuk menentukan kedalaman, lebar, dan besar input yang akan
digunakan pada network, yakni α, β, dan juga γ. Nilai-nilai tersebut
dapat ditemukan dengan dua tahap berikut.

1. Misalkan φ = 1, maka kita dapat melakukan grid search untuk
menentukan nilai α, β, dan juga γ agar memenuhi Persamaan
2.12. Untuk EfficientNet-B0 (nama arsitektur untuk φ = 1)
nilai optimal yang didapatkan setelah dilakukan grid search
yakni α = 1.2, β = 1.1, dan juga γ = 1.15.

2. Jika nilai α, β, dan juga γ sudah ditemukan, maka dapat dihi-
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tung kedalaman, lebar, dan besar input dari network yang le-
bih besar dengan mengganti nilai φ. Sehingga didapatkan nilai
kedalaman, lebar, dan juga besar input untuk EfficientNet-B1
hingga EfficientNet-B7.

2.5.3 BiFPN

Tujuan dari BiFPN adalah untuk menggabungkan fitur multi-
skala dengan cara top-down. Gambar 2.7 menunjukkan perban-
dingan berbagai metode detector berbasis Feature Piramid Network.
Mulai dari (a) jaringan FPN yang menggabungkan fitur multi-skala
dari level 3 hingga 7. Sedangkan pada (b) Arsitektur PAN menam-
bahkan jalur bottom-up tambahan diatas FPN untuk memanfaatk-
an fitur-fitur level bawah secara efisien. Koneksi antar node dapat
ditemukan dengan menggunakan pencarian arsitektur Neural. Pada
(c)NAS-FPN menggunakan pencarian arsitektur untuk menemukan
topologi feature network yang tidak teratur dan kemudian dilakukan
berulang kali pada blok yang sama. Berdasarkan ketiga arsitektur
Feature Piramid Network, yakni FPN, PANet, dan juga NAS-FPN,
dapat diamati bahwa PANet mencapai akurasi lebih baik daripa-
da FPN dan NAS-FPN, tetapi dengan dengan komputasi yang cu-
kup besar, karena akan lebih banyak parameter dan perhitungan
yang dilakukan pada arsitektur tersebut. Dengan menggunakan ar-
sitektur PANet, untuk meningkatkan efisiensi model, langkah yang
dilakukan EfficientDet pertama[11] adalah menghapus node yang
hanya memiliki satu tepi input dan membuat versi sederhana dari
PANet yang ditunjukkan pada Gambar (e). Jika sebuah node hanya
memiliki satu sisi input tanpa memadukan fitur lainnya, maka akan
memiliki kontribusi sedikit ke feature network yang bertujuan un-
tuk menggabungkan berbagai fitur. Maka dari itu EfficientDet[11]
menambahkan tepi ekstra dari input asli ke node output jika node
berada pada level yang sama. Ini dilakukan untuk memadukan lebih
banyak fitur tanpa menambah komputasi. Dan upaya terakhir yang
dilakukan oleh EfficientDet[11] yakni membuat arsitekturnya tidak
seperti PANet yang hanya memiliki satu jalur top-down dan satu
bottom-up, akan tetapi dua arah (top-down & bottom-up) diberla-
kukan sebagai satu layer feature network dan mengulang layer yang
sama beberapa kali untuk mengaktifkan high-level feature fusion.
BiFPN akhir dapat dilihat pada Gambar (f).
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2.6 IoU (Intersection Of Union)

Iou (Intersection Over Union) merupakan matrik evaluasi yang
biasa digunakan untuk mengukur keakuratan pendeteksian objek.
IoU mengukur besaran intersection atau overlap dari bounding box
prediksi dan bounding box target.Semakin tinggi nilai dari IoU maka
semakin baik juga hasil prediksi. IoU dapat diperoleh dengan meng-
gunakan Persamaan 2.13 dan dapat diilustrasikan seperti Gambar
2.8

IoU =
AreaOfOverlap

AreaOfUnion
(2.13)

Gambar 2.8: Visualisasi IoU

2.7 mAP (Mean Average Precission)

Untuk menentukan seberapa akurat model dapat menemukan
objek pada suatu gambar dengan benar, maka dapat dilakukan de-
ngan menghitung metrix berupa mAP (Mean Average Precission).
mAP merupakan rata-rata dari AP (Average Precission) dari tiap
objek. AP sendiri dapat kita tentukan nilainya dengan cara menghi-
tung nilai precission dari tiap recall. Precission merupakan metrix
pengukuran keakuratan deteksi, sedangkan recall merupakan me-
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trix untuk mengukur seberapa banyak nilai positif yang ditemukan.
Precission 2.14 dan Recall 2.15.

Precission =
TP

TP + FP
(2.14)

Recall =
TP

TP + FN
(2.15)

Setelah didapatkan nilai precission dan juga recall, maka dihi-
tung AP dengan menggunakan Persamaan 2.16.

AP = Σ(rn+1 − rn)pinterp(rn+1)

pinterp(rn+1) = max
r̃≥r

p ˜(r)
(2.16)
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BAB 3

DESAIN DAN IMPLEMENTASI
SISTEM

Penelitian ini dilaksanakan sesuai dengan desain sistem beri-
kut dengan implementasinya. Desain sistem merupakan konsep dari
pembuatan dan perancangan infrastruktur dan kemudian diwujud-
kan dalam bentuk blok-blok alur yang harus dikerjakan. Pada ba-
gian implementasi merupakan pelaksanaan teknis untuk setiap blok
pada desain sistem.

3.1 Desain Sistem

Penelitian ini bertujuan untuk menciptakan sebuah sistem de-
teksi objek pada citra digital yang dapat membantu dalam penen-
tuan sebaran produk samsung dibandingkan dengan produk lainnya
yang beredar di pasaran melalui hasil foto terhadap gerai handpho-
ne. Proses dasar dari Sistem ditunjukkan pada Gambar 3.1.

Sesuai dengan sistem pada Gambar 3.1 proses yang pertama
kali dilakukan adalah pembuatan dataset objek yang akan dideteksi
dengan menggunakan gambar sintetis yang akan dihasilkan seca-
ra otomatis dengan generator atau composer yang nantinya akan
dibuat, setelah dataset diihasilkan oleh generator, maka dilakukan
pemilihan arsitektur CNN yang akan digunakan nantinya, setelah
arsitektur terpilih langkah yang berikutnya adalah pelatihan da-
taset yang telah dibuat dengan menggunakan arsitektur yang su-
dah dipilih sebelumnya, pada saat pelatihan tersebut akan diten-
tukan beberapa parameter, sehingga didapatkan model yang baik
dalam mendeteksi objek yang ada pada gambar, bobot atau model
yang dihasilkan dari proses pelatihan akan dievaluasi performanya
menggunakan Mean Average Precission, jika model yang dihasilkan
baik maka akan dilanjutkan dengan proses deteksi objek dan juga
pembuatan API, jika model yang di hasilkan kurang baik pilihan
yang pertama kali adalah perbaikan model dengan mengatur ulang
hyperparameter yang bisa diatur lebih lanjut atau pemilihan mo-
del lainnya, jika setelah pemilihan model masih kurang baik, maka
dilakukan perbaikan pada dataset, dan proses kembali ke training.
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Gambar 3.1: Gambaran Umum Sistem
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3.2 Pembuatan Dataset

Alasan yang mendasari kami dalam membuat dataset secara
sintetis adalah pesatnya perkembangan teknologi smartphone, se-
hingga produk-produk baru akan terus bermunculan dalam waktu
dekat. Jika kita melakukan labelling secara manual, maka akan ba-
nyak resource yang dibutuhkan. Mulai dari orang untuk mengambil
foto dilapangan, hingga orang yang akan melabeli ratusan bahk-
an ribuan gambar yang diambil sebelumnya, dengan tempo waktu
yang sangat dekat, mengikuti produk smartphone yang bermuncul-
an. Maka dari itu dalam penelitian ini dataset yang digunakan da-
lam fase training adalah dataset yang dibuat secara sintetis dengan
hanya mencari gambar depan dari kotak handphone yang akan di-
deteksi seperti Gambar 3.2 dan juga background secara acak seperti
Gambar 3.3. Metode yang digunakan dapat dilihat pada Gambar
3.4

Gambar 3.2: Tampak Depan Box Handphone

Gambar 3.3: Contoh Gambar Background
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Gambar 3.4: Metode Pembuatan Dataset Sintetis

Sesuai dengan metodologi yang ada pada Gambar 3.4, gambar
kotak telepon genggam dari masing - masing kotak smartphone yang
ingin dideteksi kita proses sedemikian rupa menggunakan bebera-
pa teknik augmentasi citra digital, agar dataset bisa mendapatkan
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berbagai kondisi yang mungkin dapat terjadi terhadap objek ko-
tak smartphone pada sebuah gambar atau foto yang nantinya akan
diambil langsung dari sebuah konter smartphone. Adapun teknik
yang augmentasi yang digunakan adalah sebagai berikut.

1. Skew Image adalah teknik augmentasi yang menjadikan gam-
bar dari kotak telepon genggam original tampak depan men-
jadi condong atau miring dan tidak simetris. Hasil dari skew
image dapat dilihat pada Gambar 3.5.

Gambar 3.5: Augmentasi menggunakan skew image

Ladasan yang mendasari digunakannya teknik augmentasi ini
yakni karena pada pengambilan gambar yang dilakukan di la-
pangan nantinya kemungkinan besar gambar kotak telepon
yang diambil akan berbentuk skew atau condong. Maka dari
itu teknik augmentasi ini digunakan agar dataset yang dibuat
nantinya dapat mewakili kondisi tersebut.

2. Blur Image adalah teknik augmentasi yang digunakan untuk
membuat gambar yang awalnya jelas menjadi blur, adapun
teknik blur yang digunakan adalah Gausian Blur. Hasil dari
Gausian Blur dapat dilihat pada Gambar 3.6.

Landasan yang mendasari penggunaan teknik augmentasi ini
karena pada saat pengambilan gambar di lapangan, akan ke-
rap terjadi blur pada gambar kotak telepon, baik itu karena
kualitas kamera dari perangkat yang digunakan atau pengam-
bilan gambar yang dilakukan dengan kondisi tangan bergetar,
maka dari itu teknik augmentasi ini digunakan.
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Gambar 3.6: Augmentasi Blur Image

menggunakan teknik Gausian Blur dengan kernel filter 10

3. Rotate Image adalah teknik augmentasi yang digunakan un-
tuk membuat gambar asli menjadi terotasi pada sudut terten-
tu. Pada penelitian ini sudut yang digunakan pada proses
augmentasi diambil secara random dengan interval nilai ran-
dom yang digunanakan mulai dari 0 hingga 360 derajat dengan
step 15 derajat. Hasil dari proses augmentasi Rotate Image
dapat dilihat pada Gambar 3.7.

Gambar 3.7: Augmentasi Rotate Image

sebesar 45 derajat clockwise.

Landasan yang mendasari penggunaan teknik augmentasi ini
karena pada saat pengambilan gambar yang dilakukan di la-
pangan, tidak jarang gambar kotak handphone yang diambil
akan terotasi gambarnya, maka dari itu teknik augmentasi ini
digunakan.

4. Resize Image adalah teknik augmentasi yang mengubah ukur-
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an gambar asli menjadi lebih kecil atau lebih besar dari gam-
bar semula. Pada penelitian ini proses resize yang digunakan
bergantung pada jenis atau banyak gambar kotak smartphone
pada sebuah citra sintetis yang dihasilkan. Semakin banyak
gambar kotak smartphone yang ditampilkan, semakin kecil
gambar yang dihasilkan. Hasil dari resize image dapat dilihat
pada Gambar 3.8.

Gambar 3.8: Augmentasi resize image

sebesar 70% dari gambar asli.

Landasan yang mendasari teknik augmentasi ini digunakan
yakni karena pada saat pengambilan gambar yang dilakukan
di lapangan akan kerap terjadi perubahan ukuran terhadap
gambar yang dihasilkan, itu semua karena jarak pengambilan
foto yang terkadang ada yang yang diambil dengan dekat dan
juga ada yang diambil dengan jarak yang cukup jauh, maka
dari itu untuk menangani kasus tersebut, pada dataset akan
dibuat berbagai ukuran kotak handphone.

Pada proses pembuatan dataset, kita melakukan kombinasi da-
ri semua metode augmentasi. Proses kombinasi dilakukan secara
otomatis dan random. Satu gambar kotak smartphone minimal
mendapatkan 0 proses augmentasi dan maksimal mendapatkan 4
proses augmentasi.

Setelah dilakukan proses augmentasi pada kotak smartphone,
proses yang dilakukan adalah pemilihan background secara ran-
dom. Adapun contoh background yang digunakan dapat dilihat pa-
da Gambar 3.3. Background yang dipilih memiliki beragam jenis,
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mulai dari background yang polos, hingga background yang crowded
atau rame. Pemilihan backgroud dengan banyak macam agar model
dapat belajar mengenali objek dengan keadaan kotak telepon bera-
da pada background yang polos, maupun yang rame atau crowded.

Proses yang dilakukan setelah pemilihan background adalah
proses pemilihan penataan gambar. Pada proses penataan gambar,
ada dua jenis penataan yang dilakukan yakni tersebar dan juga ber-
dempetan. Alasan pemilihan penataan tersebar dan juga berdem-
petan yakni agar model bisa memprediksi kedua kondisi tersebut,
utamanya yang berdempetan, agar model tidak memprediksi se-
bagai sebuah objek saja, akan tertapi bisa menjadi banyak objek.
Contoh hasil penataan tersebar dan juga berdempetan dapat dilihat
pada Gambar 3.9.

(a) Pentataan tersebar (b) Penataan berdempetan

Gambar 3.9: Macam-macam penataan kotak smartphone

Selain dihasilkan gambar sintetis, Dataset Generator juga meng-
hasilkan file dengan ekstensi .xml yang merupakan annotation (ke-
terangan kordinat objek kotak smartphone pada gambar sintetis).
Annotation tersebut mengikuti format PASCAL VOC dataset.

3.3 Pemilihan Arsitektur CNN

Untuk mempercepat penelitian, maka dipilihlah model arsi-
tektur yang sudah ada. Dalam pemilihannya penulis menggunakan
model dari EfficientDet, dengan Feature Ectractor EfficientNet dan
juga Detector BiFPN. Alasan menggunakan arsitektur ini karena de-
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ngan akurasi yang sama yang didapatkan ketika model yang meng-
gunakan arsitektur ini dilakukan pelatihan terhadap data COCO[24],
EfficientDet memiliki komputasi yang lebih ringan dibandingkan de-
ngan arsitektur lainnya. Kurva mengenai komparasi AP (Average
Precission) yang didapatkan dan juga FLOPs yang diperlukan da-
pat dilihat pada Gambar 3.10.

Gambar 3.10: Perbandingan FLOPs dan AP EfficientDet dengan be-
berapa model lainnya

Penulis mecoba untuk menggunakan data yang dibuatnya un-
tuk dilakukan training terhadap model-model tersebut, setelah di-
hasilkan model dari training, lalu dilakukan evaluasi dengan meli-
hat seberapa baik model tersebut dalam menangani data est yang
diberikan dengan cara melakukan perhitungan mAP(Mean Avarage
Precission) dari tiap-tiap model yang diberikan, lalu memilih model
tersebut untuk dijadikan model yang akan digunakan dalam sistem.
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3.4 Training

Pada fase ini akan dilakukan pelatihan tehadap model yang
dipilih guna menghasilkan bobot yang sesuai ditiap layer, sehingga
dapat memprediksi jenis dan lokasi objek pada sebuah gambar. Pa-
da fase ini juga akan dilakukan pengaturan pada Hyperparameter
dari model yang dipilih, sehingga dihasilkan model yang optimum.
Dataset yang digunakan dalam proses training adalah dataset yang

dibuat secara sintetis, akan tetapi untuk data validasi dan juga da-
ta test, data yang kami gunakan menggunakan foto asli. Itu se-
mua dilakukan agar dapat mengetahui performa model yang dilatih
menggunakan dataset sintetis dalam memprediksi foto asli.

3.5 Ponsel Box Detection
Setelah ditemukan model yang paling baik, maka model akan

digunakan untuk mendeteksi kotak telepon genggam yang ada pada
suatu gambar 3.11.

Gambar 3.11: Hasil inference model

Output dari model berupa bounding box dengan format (Xmin,
Ymin, Xmax, Ymax), label, dan juga confidence score (derajat ke-
percayaan) dari masing-masing objek terdeteksi.

3.6 Pembuatan API

Agar model hasil training yang dihasilkan dapat digunakan
pada berbagai jenis platform, maka dibuatlah sebuah API server
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yang dapat menghasilkan keluaran berupa file berformat json ber-
isi informasi mengenai objek yang tekandung pada gambar yang
dikirimkan, serta alamat untuk akses atau download gambar yang
telah dilakukan proses visualisasi bounding box dan juga objek dari
bounding box tersebut.

Adapun method HTTP yang dilakukan untuk mengakses API
yang telah dibuat yakni menggunakan POST Method pada alamat
server API yang dibuat, dengan konfigurasi key body = image dan
melampirkan file gambar yang ingin diprediksi.

Pembuatan API menggunakan django web framework. Alasan
menggunakan web framework ini karena basis bahasa pemograman
yang digunakan sesuai dengan bahasa pemograman yang diguna-
kan pada program object detection yang juga menggunakan python
(tensorflow).
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BAB 4

PENGUJIAN DAN ANALISA
Pada penelitian ini, dilakukan pengujian serta analisa dari desain
sistem dan implementasinya. Percobaan dilakukan dengan menggu-
nakan arsitektur model dari EfficientDet. Proses training terhadap
arsitektur yang digunakan menggunakan dataset sintesis yang ki-
ta buat sendiri menggunakan program generator dataset yang kita
buat, sehingga proses labelling juga dapat dilakukan secara otoma-
tis terhadap tiap data. Hasil model dari pelatihan akan diujikan
dengan data test yang kita buat yang langsung diambil secara lang-
sung menggunakan kamera.

Adapun perangkat yang akan digunakan adalah GPU Server
yang ada di Laboratorium Telematika B201 dengan spesifikasi kom-
puter seperti pada Tabel 4.1 dan juga laptop pribadi dengan spesi-
fikasi seperti Tabel 4.2.

Tabel 4.1: Spesifikasi perangkat pengujian pada laboratorium Telema-
tika B201 Teknik Komputer ITS

Hardware/Software Specification
CPU Core i7-9700F 3.00GHz
GPU Nvidia GeForce RTX 2080 Ti
Memory 32 GB
Operating System Ubuntu 18.04
Deep Learning Framework Tensorflow-GPU 1.15
CUDA Runtime CUDA 10.0

Tabel 4.2: Spesifikasi perangkat pengujian menggunakan laptop pribadi

Hardware/Software Specification
CPU AMD Ryzen 7 3750H
GPU Nvidia GeForce RTX 2060 Mobile
Memory 2 GB DDR4
Operating System Ubuntu 18.04
Deep Learning Framework Tensorflow-GPU 2.2.0
CUDA Runtime CUDA 10.1
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Tahapan pengujian yang nantinya akan dilakukan adalah se-
bagai berikut

1. Pengujian dengan menggunakan beberapa arsitektur model.
2. Pengujian dengan dataset sintesis
3. Pengujian dengan menggunakan GPU
4. Pengujian dengan menggunakan CPU
5. Pengujian dengan data test dari berbagai sudut pandang
6. Pengujian dengan berbagai macam ukuran gambar

4.1 Pengujian dengan menggunakan beberapa Ar-
sitektur Model
Pengujian pada beberapa jenis model, dimaksudkan untuk mem-

bandingkan keunggulan dan juga kelemahan dari tiap-tiap model
yang diuji, serta mencoba mengetahui seberapa cepat inference ti-
me dari tiap model. Pengujian ini dimaksudkan untuk menimbang
seberapa efisien model ini untuk proses deployment nantinya, serta
apakah komputer yang kita miliki dapat memproduksi ulang meng-
gunakan dataset kita. Parameter yang akan dicari nilainya dan
dibandingkan untuk setiap model yakni akurasi mAP menggunakan
dataset COCO[24], FLOPs, Inference Time, jumlah parameter.

Hasil yang didapatkan untuk FLOPs, jumlah parameter, dan
juga mAP berdsarkan dari [11] seperti pada Tabel 4.3.

Tabel 4.3: Tabel Perbandingan Size, Params, FLOPSs, mAP

Model Jumlah Parameter FLOPs mAP
EfficientDet-D0 3.9M 2.5B 33.8
EfficientDet-D1 6.6M 6.1B 39.6
EfficientDet-D2 8.1M 11B 43.0
EfficientDet-D3 12.0M 25B 45.8
EfficientDet-D4 20.7M 55B 49.4
EfficientDet-D5 33.7M 235B 50.7
EfficientDet-D6 51.9M 235B 50.7
EfficientDet-D7 51.9M 235B 50.7

Pada Tabel 4.3 tersebut dapat dilihat bahwsannya EfficientDet-
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D0 memiliki ukuran bobot yang paling kecil jika ditinjau dari jum-
lah parameternya, sedangkan EfficientDet-D5 memiliki ukuran bo-
bot yang paling besar, begitu juga dengan nilai FLOPs (Floating
Point Operations per Second). Pengujian selanjutnya yang akan ki-
ta coba untuk membandingkan model-model arsitektur pada Tabel
4.3 yakni perhitungan inference Time jika menggunakan perangkat
pengujian sesuai dengan Tabel 4.1 dan perangkat lain sesuai dengan
Tabel 4.2.

Ketika dicoba untuk menghitung performa pretrain model yang
sudah dilakukan pelatihan terhadap dataset COCO[24] dengan meng-
hitung inference time dari model, model dengan mAP tertinggi di-
dapatkan oleh EfficientDet-D7 dengan mAP sebesar 50.7 %, na-
mun memiliki nilai Inference Time yang cukup lama yakni 261 ms
saat menggunakan GPU RTX 2080 Ti dan 500 ms saat menggunak-
an RTX 2060 Mobile, sedangkan untuk model dengan mAP paling
rendah yakni EfficientDet-D0 dengan nilai mAP sebesar 33.8 %,
mendapatkan inference time paling cepat yakni sebesar 12 ms pada
GPU RTX 2080 Ti dan 21 ms pada RTX 2060 Mobile. Pengujian
tersebut dilakukan dengan menggunakan Gambar 4.1.

Gambar 4.1: Image Uji Inference Time

Hasil pengujian inference time yang dihasilkan ketika menco-
ba inference terhadap Gambar 4.1 secara detail dapat dilihat pada
Tabel 4.4.
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Tabel 4.4: Inference time komputer Lab. Telematika dan laptop pribadi

Model
Inference Time

Pribadi
(RTX 2060)

Laboratorium
(RTX 2080 Ti)

EfficientDet-D0 21 ms 12.48 ms
EfficientDet-D1 31 ms 21.23 ms
EfficientDet-D2 44 ms 28.74 ms
EfficientDet-D3 74 ms 44.06 ms
EfficientDet-D4 127 ms 70.22 ms
EfficientDet-D5 259 ms 136.90 ms
EfficientDet-D6 347 ms 181.64 ms
EfficientDet-D7 500 ms 261.19 ms

Dari data yang ada pada tabel 4.4, inference time pada model
EfficientDet-D4 hingga EfficientDet-D7 terlalu lama, sehingga ku-
rang efisien untuk kita gunakan pada produksi, serta ketika hendak
dicoba untuk pelatihan, memory GPU yang dimiliki tidak mama-
dai, sehingga memuncul error out of memory, maka dari itu untuk
pengujian-pengujian berikutnya, model tersebut tidak digunakan.

4.2 Pengujian menggunakan Dataset Sintesis
Pada pengujian menggunakan dataset sintesis yang telah di-

buat sebelumnya, kita akan melakukan pengujian yang bertujuan
untuk mencari nilai akurasi mAP yang didapatkan jika kita meng-
gunakan model-model tersebut untuk dilatih dengan menggunakan
dataset sintesis yang dibuat menggunakan generator dataset sin-
tesis yang juga dibuat sebelumnya, serta dievaluasi dengan foto
yang diambil langsung dari kamera. Model yang digunakan untuk
uji coba adalah model yang terpilih pada pengujian sebelumnya,
yakni EfficientDet-D0, EfficientDet-D1, EfficientDet-D2, dan juga
EfficientDet-D3.

Adapun langkah-langkah pengujian yang dilakukan adalah se-
bagai berikut.

4.2.1 Pembuatan Dataset

Pada pembuatan dataset kita menggunakan metode yang telah
dirancang sesuai alur pada Gambar 3.4, dan hasil gambar sintesis

40



yang dihasilkan ada 3 macam gambar, yang pertama adalah gambar
dengan susunan box secara acak dengan jumlah 4 box (2 kesamping
dan 2 kebawah), yang kedua adalah gambar dengan susunan box
secara acak dengan jumlah 9 box (3 kesamping dan 3 kebawah), dan
yang ketiga adalah gambar dengan susunan box secara berdempetan
dengan jumlah box 15 box Gambar 4.2.

(a) Box acak 3 x 3 (b) Box acak 2 x 2 (c) Box berdempetan

Gambar 4.2: komposisi hasil generate dataset yang dihasilkan dan di-
gunakan pada data train

Dataset yang digunakan dalam proses training terbagi menja-
di 3, yakni data untuk train, validation dan juga data untuk tes-
ting. Adapun data train yang digunakan komposisinya menggu-
nakan Gambar 4.2a sebanyak 500 gambar, Gambar 4.2b sebanyak
300 gambar, Gambar 4.2c sebanyak 100 gambar, serta gambar yang
diambil menggunakan kamera sebanyak 45 gambar, sesuai dengan
Tabel 4.5, sedangkan untuk data validation adalah gambar yang di-
dapatkan dari hasil foto secara langsung menggunakan kamera yang
jumlahnya 67 gambar, serta data untuk testing sebanyak 100 gam-
bar.

Tabel 4.5: Kompoisi data train

Ukuran Gambar
(Panjang x Lebar)

Jenis Gambar Jumlah

900 x 900 Pixel Acak 2 x 2 300 Gambar
900 x 900 Pixel Acak 3 x 3 500 Gambar
900 x 900 Pixel Berdempetan 3 x 3 100 Gambar
4128 x 3096 Pixel Hasil Kamera 45 Gambar
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4.2.2 Pelatihan atau Training

Output ataupun prediksi dari model yang sudah dilakukan pe-
latihan nantinya adalah objek apa saja yang terdeteksi pada gam-
bar, kordinat dari objek tersebut pada gambar berupa bounding box,
serta Confidence Score dari hasil prediksinya. Maka dari itu pada
proses pelatihannya model akan di kenalkan pada objek-objek terse-
but, adapun kelas/objek yang akan kenalkan adalah kotak telepon
dari dua merk dagang, yakni OPPO dan juga SAMSUNG. Untuk
detail tipe pada merk SAMSUNG yang akan dikenalkan pada model
dapat dilihat pada Tabel 4.6. Sedangkan untuk merk OPPO dapat
akan dikenalkan pada model dilihat pada Tabel 4.7.

Tabel 4.6: Kelas pada merk SAMSUNG yang akan dideteksi

SAMSUNG SERIES
A M S NOTE TAB J

A10 M10 S10 note10+ TABA.10 J5
A20s M20 S10+ note2 TABA.8 J7Prime

A2Core M30s S10e J7Pro
A30 S7Edge
A30s S8+
A50 S9+
A50s
A51
A70
A80

Tabel 4.7: Kelas pada merk OPPO yang akan dideteksi

OPPO SERIES
A F

A37 F1
A3S F9
A5
A9
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Proses pelatihan yang nantinya akan dilakukan tidak menggu-
nakan nilai random untuk tiap bobotnya, akan tetapi menggunakan
pretrain model ImageNet [25] sebagai inisialisasi bobot pada layer
EfficientNet sebagai backbone atau feature extractor dari model.

Hyperparameter yang nantinya akan digunakan dan akan di-
lakukan tuning agar mendapatkan model yang efisien dalam memp-
rediksi output dari gambar input adalah.

1. Learning Rate.
2. Batchsize
3. Epoch.

Pada percobaan pertama, akan dicoba untuk mengaktifkan le-
arning rate yang berubah setiap waktu dengan menggunakan pe-
ngaturan bawaan dari code yang diberikan oleh [11] yakni Cyclical
learning rates[26], sedangkan untuk batchsize yang digunakan agar
bisa dijalankan oleh komputer dengan spesifikasi sesuai dengan Ta-
bel 4.1 dapat dilihat pada Tabel 4.8.

Tabel 4.8: Batchsize yang digunakan pada masing-masing model

Model Batchsize
EfficientDet-D0 16
EfficientDet-D1 6
EfficientDet-D2 4
EfficientDet-D3 2

4.2.3 Evaluasi Model

Setelah dilakukan training, tahap selanjutnya adalah mengeva-
luasi hasil training yang telah dilakukan. Adapun matrik evaluasi
yang digunakan adalah matri evaluasi yang biasa digunakan un-
tuk mengukur presisi dari suatu model object detction oleh COCO
DATASET[24], yakni mAP (Mean Average Precission) untuk men-
dapatkan nilai betapa presisi model dalam memprediksi data test
dan juga mAR (Mean Average Recall) untuk mengukur nilai sensi-
tifitas model terhadap data test, hasilnya seperti Tabel 4.9 untuk
nilai mAP yang didapatkan, sedangkan untuk mAR yang didapatk-
an dapat dilihat pada Tabel 4.10.

Dari tabel tersebut, dapat dilihat, bahwasannya nilai mAP te-
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Tabel 4.9: Tabel mAP Pengujian dengan dataset sintesis

Model mAP mAP@50 mAP@75
EfficientDet-D0 0.66268295 0.81089980 0.78025794
EfficientDet-D1 0.72554260 0.86176616 0.83191300
EfficientDet-D2 0.73825127 0.87323930 0.85412955
EfficientDet-D3 0.72778870 0.85879860 0.84472880

Tabel 4.10: Tabel mAR Pengujian dengan dataset sintesis

Model mAR
EfficientDet-D0 0.80120030
EfficientDet-D1 0.83889470
EfficientDet-D2 0.84959847
EfficientDet-D3 0.84577197

besar didapatkan ketika menggunakan model EfficientDet-D3, dan
paling rendah didapatkan pada model EfficientDet-D0. Sedangkan
untuk recall yang didapatkan nilai tertingginya adalah EfficientDet-
D3 dan nilai terkecilnya didapatkan oleh EfficientDet-D0. akan te-
tapi seusai dengan Tabel 4.4 bahwasannya EfficientDet-D3 memiliki
nilai FLOPs yang cukup tinggi yakni sebesar 84,6 ms, 4 kali lebih la-
ma dari EfficientDet-D0, sedangkan perbedaan mAP (Mean Average
Precission) dan juga mAR (Mean Average Recall) yang didapatkan
tidak terpaut jauh.

4.3 Pengujian Inference Time menggunakan GPU
Pada pengujian ini dimaksudkan untuk mengetahui waktu yang

dibutuhkan untuk model dapat mengenali object yang akan dide-
teksi pada subuah gambar input. Adapun proses pengujian terbagi
akan 2 skenario sebagai berikut.

1. List of BBox merupakan pengujian yang dilakukan untuk
mengukur infrence time dari input gambar sampai mengha-
silkan daftar objek yang terdeteksi pada sebuah gambar input.

2. End to end merupakan pengujian yang dilakukan utnuk meng-
ukur inference time dari input gambar sampai menghasilkan
daftar objek yang terdeteksi, serta menggambarkannya pada
gambar input.
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Adapun ukuran gambar yang digunakan adalah 1920x1080 pixel dan
hasilnya dapat dilihat pada Grafik 4.3.

Gambar 4.3: Inference Time menggunakan GPU RTX 2080 Ti kompu-
ter Lab B201

Dari Gambar 4.3 dapat kita ketahui bahwasannya untuk meng-
gambarkan dari dari bounding box yang dihasilkan membuatuhkan
waktu yang lebih, yakni sebesar 9.18 ms untuk menggambarkannya.
Untuk data yang lebih detail mengenai inference time yang diha-
silkan ketika kita menggunakan komputer Lab B201 yang memiliki
spesifikasi seperti Tabel 4.1 dapat dilihat pada Tabel 4.11

Tabel 4.11: Inference Time menggunakan RTX 2080 Ti

Model
Inference Time (ms)

List of BBOX End to End
EfficientDet-D0 7.2241915011546 12.4874561995966
EfficientDet-D1 12.6142288005212 21.2307881010929
EfficientDet-D2 18.6523725016741 28.7416246981593
EfficientDet-D3 33.3418188005453 44.0636494022328

Berbeda dengan hasil yang didapatkan ketika kita menggunak-
an komputer Laboratorium B201, ketika dilakukan pengujian meng-
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Tabel 4.12: Inference Time menggunakan RTX 2060

Model
Inference Time (ms)

List of BBOX End to End
EfficientDet-D0 15.3099178998673 21.0360479999508
EfficientDet-D1 25.8091685995169 31.6362813995511
EfficientDet-D2 38.2646958998521 44.2190977999417
EfficientDet-D3 67.4299719998089 74.8881927000184

gunakan komputer pribadi yang memiliki spesifikasi seperti Tabel
4.2, hasilnya seperti pada Grafik 4.4.

Gambar 4.4: Inference Time menggunakan GPU RTX 2060

Pada Grafik 4.4 dapat dilihat, bahwasannya jarak antara infe-
rence time List of BBox dan juga End to end tidak begitu jauh, itu
karena rata-rata waktu untuk menggambarkan daftar objek yang
ditemukan pada gambar relatif lebih rendah, yakni 4 ms. Untuk
hasil lebih jelasnya bisa dilihat pada Tabel 4.12

Dari Tabel 4.11 dan juga 4.12 tersebut dapat disimpulkan bah-
wasannya ketika kita menggunakan GPU untuk melakukan infe-
rence model, maka model yang memiliki inference time tercepat
baik menggunakan GTX 2080 Ti ataupun RTX 2060 mobile ada-

46



lah EfficientDet-D0 dan model yang memiliki inference time telama
adalah EfficientDet-B5, nilai ini sebanding dengan nilai FLOPs da-
ri masing-masing model, serta jika kita ingin menggambarkan hasil
dari bounding box yang dihasilkan itu akan memerlukan waktu tam-
bahan.

4.4 Pengujian Inference Time menggunakan CPU
Pengujian menggunakan CPU dilakukan untuk mengetahui se-

berapa cepat CPU yang digunakan dengan spesifikasi sesuai Tabel
4.1 dan juga Tabel 4.2 dapat melakukan komputasi, serta memban-
dingkan performa tiap model dalam melakukan inference menggu-
nakan CPU, agar kita mengetahui bagaimana performa model jika
nantinya kita lakukan deployment pada server yang tidak memili-
ki GPU, hasilnya dapat dilihat pada Grafik 4.5 untuk hasil pada
komputer lab, sedangkan untuk hasil pada komputer pribadi da-
pat dilihat pada 4.6. Skenario pengujian yang dilakukan juga sama
seperti pengujian pada GPU.

Gambar 4.5: Inference Time menggunakan CPU Core i7 9700F

Dari sini kita dapat disimpulkan bahwasannya ketika kita meng-
gunakan CPU untuk melakukan inference, model yang memiliki in-
ference time tercepat adalah EfficientDet-D0, dengan waktu untuk
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Gambar 4.6: Inference Time menggunakan CPU Ryzen 7 3750H

Tabel 4.13: Tabel Inference Time menggunakan CPU Core i7 9700F
komputer lab

Model
Inference Time (ms)

List of BBOX End to End
EfficientDet-D0 51.739200903 83.900949900
EfficientDet-D1 115.157457197 163.188505295
EfficientDet-D2 191.629171203 259.421817894
EfficientDet-D3 387.980001594 501.045086596

Tabel 4.14: Tabel Inference Time menggunakan CPU Ryzen 7 3750H
komputer pribadi

Model
Inference Time (ms)

List of BBOX End to End
EfficientDet-D0 181.252821400 233.160485300
EfficientDet-D1 420.396914300 495.940191500
EfficientDet-D2 686.450547300 812.437900100
EfficientDet-D3 1,371.226094800 1,581.084402700

pengujian hingga mengahasilkan list of BBox sebesar 51.73 ms pa-
da Core i7 9700F dan 181.25 ms pada Ryzen 7 3750H, sedangkan
untuk pengujian end to end, model yang memiliki inference time ter-
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lama adalah EfficientDet-D3, dengan waktu 387.98 ms pada Core i7
9700F dan 1271.22 ms pada Ryzen 7 3750H. Nilai ini sebanding de-
ngan nilai FLOPs dan jumlah parameter dari masing-masing model
yang terdapat pada Tabel 4.3. Semakin besar nilai FLOPs dan juga
jumlah parameternya maka akan semakin lama juga waktu untuk
inference yang diperlukan.

4.5 Pengujian terhadap berbagai sudut pandang
Setelah didapatkan hasil mAP masing-masing model, maka ki-

ta coba untuk mengujinya terhadap gambar yang kita ambil dari be-
berapa sudut pandang yang mungkin terjadi dalam penataan box
telepon genggam di konter, akan tetapi pada kali ini kami tidak
mengujinya dengan menghitung nilai mAP yang di dapatkan, ak-
an tetapi hanya melihat secara langsung hasil inference modelnya.
Ini semua dikarenakan karena adanya pandemi Corona, sehingga
tidak bisa mendapatkan foto langsung dari gerai penjual telepon
genggam. Hasil dari beberapa infrence terhadap beberapa gambar
dapat dilihat pada Gambar 4.7, Gambar 4.8, Gambar 4.9, dan juga
Gambar 4.10.

Gambar 4.7: Hasil sudut pandang 1
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Gambar 4.8: Hasil sudut pandang 2

Gambar 4.9: Hasil sudut pandang 3
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Gambar 4.10: Hasil sudut pandang 4

4.5.1 Miss Prediction

Pada saat diambil inference terhadap gambar dari segala sudut
pandang, terdapat beberapa kesalahan prediksi yang dapat terjadi.
Kesalahan-kesalahan tersebut adalah sebagai berikut.

1. Samsung Galaxy Note II terkadang di prediksi sebagai
Samsung Galaxy A80.

Pada Gambar 4.10 dapat kita ketahui, bahwasannya kotak
handphone Samsung Galaxy Note II yang memiliki sudut pan-
dang skew terkadang diprediksi menjadi Samsung Galaxy A80.
Itu karena ada objek berupa sticky note warna hijau yang me-
nutupi gambar kotak handphone Samsung Galaxy Note II, se-
hingga hal tersebut mengakibatkan pada objek Samsung Gala-
xy Note II ekstraksi fitur yang didapatkan saat proses Convo-
lutional Neural Network menjadi mirip dengan Samsung Gala-
xy A80. Gambar Samsung Galaxy Note II yang tertutup oleh
sticky note dan juga gambar Samsung Galaxy A80, keduanya
dapat dilihat pada Gambar 4.11.
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(a) Gambar Galaxy Note II
dengan sticker

(b) Gambar
kotak handphone
A80

Gambar 4.11: Kemiripan antara Galaxy A80 dan Galaxy Note II de-
ngan objek sticky note didepannya

Akan tetapi confidence score (probabilitas kepercayaan) yang
yang dihasilkan model saat memprediksi gambar tersebut cu-
kup kecil dibandingkan objek yang lainnya yakni hanya 0.3.
Sedangkan pada objek yang lainnya confidence score yang di-
hasilkan lebih dari 0.7. Maka untuk mengatasi masalah ter-
sebut dapat dipangkas dengan menggunakan nilai threshold
confidence score yang bisa memfilter objek tersebut agar ti-
dak lolos.

2. S10, S10e, dan juga S10+ sering tertukar, atau di pre-
diksi sebagai objek yang sama

Pada Gambar 4.7 dapat kita ketahui, bahwasannya kotak hand-
phone Samsung Galaxy S10, Samsung Galaxy S10+, dan juga
Samsung Galaxy S10e sering tertukar atau di prediksi sebagai
kotak handphone yang sama. Ini semua karena perbedaan an-
tara ketiganya sangat kecil sekali. Pembeda antara ketiganya
hanya karakter ”+” dan juga ”e”. Hal ini mengakibatkan saat
model melakukan proses konvolusi, hasil dari ekstraksi fitur-
nya mirip antara ketiganya. Ketiga kotak handphone dapat
dilihat pada Gambar 4.12.
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(a) Samsung
Galaxy S10

(b) Samsung
Galaxy S10+

(c) Samsung
Galaxy S10e

Gambar 4.12: Kemiripan antara Galaxy S10, S10e, dan juga S10+

Permasalahan mengenai kesalahan dalam melakukan predik-
si terhadap objek yang memiliki kemiripan merupakan salah satu
permasalahan yang kerap terjadi dalam klasifikasi gambar menggu-
nakan teknik Convolutional Neural Network . Contoh permasalahan
dasar yang biasa terjadi yaitu klasifikasi objek kucing dan juga an-
jing, klasifikasi objek kuda dan zebra, dan banyak permasalahan
klasifikasi lainnya.

4.6 Pengujian dengan berbagai macam ukuran gam-
bar

Setalah diuji menggunakan beberapa sudut pandang, pada kali
ini akan di coba untuk menguji model yang telah dilakukan pelatih-
an menggunakan dataset sintesis dengan menggunakan variasi data
tes yang berbeda ukuran untuk mengetahui bagaimana mAP yang
didapatkan jika menggunakan gambar dengan ukuran yang berbeda.
Adapun ukuran gambar yang digunakan dalam tiap-tiap data tes
yakni gambar dengan ukuran panjang 2064 serta lebar 1548, gam-
bar dengan ukuran panjang 1032 dan lebar 774, dan juga gambar
dengan ukuran panjang 516 serta lebar 387. Hasil dari pengujian
dapat dilihat pada Grafik 4.13.

Berdasarkan Grafik 4.13 dapat dilihat bahwasannya ukuran
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Gambar 4.13: Perbandingan mAP@0.5 dengan data tes berbagai ukur-
an gambar

besar dan kecil tidak begitu berpengaruh banyak terhadap mAP
yang dihasilkan. Sehingga dapat menggunakan image yang paling
kecil saja agar waktu yang digunakan untuk menggambar bounding
box pada gambar input tidak terlalu lama.
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BAB 5

PENUTUP

5.1 Kesimpulan

Dari hasil implementasi dan pengujian yang sudah dilakukan
dapat ditarik beberapa kesimpulan sebagai berikut :

1. Pada penelitian dibuktikan bahwasannya dataset untuk pe-
latihan pada suatu arsitektur Convolutional Neural Network
dapat menggunakn dataset yang dibuat secara sintetis, dan
menghasilkan mAP (Mean Average Precission) rata-rata se-
besar 72 % untuk 32 kelas objek saat dilakukan pengujian
terhadap data asli (hasil foto langsung).

2. Pada pengujian inference time menggunakan komputer La-
boratorium Telematika B201, Inference Time menggunakan
CPU Core i7 9700F lebih lambat 0.167 x dari inference time
GPU GeForce Nvidia RTX 2080 Ti.

3. Pada pengujian inference time menggunakan komputer priba-
di, Inference Time menggunakan CPU AMD Ryzen 7 3750H
lebih lambat sebesar 0.223 x dari inference time GPU GeForce
Nvidia RTX 2060 Mobile.

4. Pada pengujian inference time menggunakan CPU, AMD Ryzen
7 3750H lebih lambat 0.25 - 0.33 kali lipat dibandingkan de-
ngan menggunakan Core i7 9700F.

5. Pada pengujian inference time menggunakan GPU, Nvidia
GeForce RTX 2080 Ti lebih cepat 2-3 kali lipat dibandingkan
dengan menggunakan RTX 2060 Mobile.

6. Model yang dilakukan pelatihan dengan menggunakan dataset
sintetis dapat mendeteksi objek dari berbagai sudut pandang
pengujian.

7. Semakin kecil ukuran gambar yang digunakan untuk evaluasi,
maka semakin rendah juga mAP yang akan diperoleh, berarti
semakin rendah pula akurasi yang dihasilkan.

8. Pada gambar kotak telepon genggam yang memiliki kesamaan,
seperti halnya SAMSUNG GALAXY S10, SAMSUNG GALA-
XY S10e, SAMSUNG GALAXY S10+,sering terjadi kesalah-
an dalam mengklasifikasi gambar.
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9. Jika pada gambar terdapat objek yang menghalangi kotak
telepon genggam, dan lebih dari 30 % warna warna objek
yang menutupi membuatnya memiliki kemiripan dengan kotak
smartphone lainnya, maka objek tersebut dapat mengakibatk-
an kesalahan dalam klasifikasi objek yang dideteksi.

5.2 Saran

Demi pengembangan lebih lanjut mengenai tugas akhir ini,
disarankan beberapa langkah lanjutan sebagai berikut :

1. Class dari objek lebih dipersempit lagi, mungkin dengan cara
seperti itu akan menaikkan mAP
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