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ABSTRAK  

  

Sejak diberlakukannya General Data Protection Regulation (GDPR) dan 

Undang-undang Perlindungan Data Pribadi, perusahaan harus berhati-hati dalam 

berbagi data untuk menjaga privasi pengguna. Data sintetis menjadi salah satu 

alternatif solusi untuk masalah ini. Berbagai model sintesis data tabular berbasis 

deep learning telah diajukan sebelumnya dengan machine learning utility (ML 

utility) sebagai metrik evaluasi utama. ML utility diukur melalui model yang dilatih 

dengan data sintetis dan diuji dengan data asli. Namun, model-model sebelumnya 

tidak mengintegrasikan ML utility dalam training untuk menghasilkan ML utility 

yang sama, karena ML utility tidak dapat dihitung langsung dari dataset. Penelitian 

ini bertujuan mengintegrasikan ML utility dalam model sintesis data dengan loss 

function learning, yaitu memodelkan loss function ML utility dengan model deep 

learning. Model berbasis transformer dikembangkan untuk mengestimasi ML 

utility, lalu diintegrasikan ke dalam empat model sintesis data dengan melakukan 

backpropagation dari error antara nilai ML utility estimasi dan nilai ML utility yang 

diharapkan. Penelitian ini menggunakan TVAE, LCT-GAN, TabDDPM, dan 

REaLTabFormer sebagai model dasar sintesis data dan Catboost sebagai model 

prediktif penilai ML utility. Penelitian ini menggunakan tiga dataset berjenis 

regresi, klasifikasi biner, dan klasifikasi multiclass. Integrasi ML utility berhasil 

meningkatkan ML utility untuk ketiga dataset pada model LCT-GAN dan dua 

dataset pada model Realtabformer. Peningkatan ML utility ini berdampak 

signifikan terhadap kemiripan distribusi, perbedaan korelasi antar fitur, dan jarak 

terkecil terhadap data asli (privasi), tapi arahnya tidak konsisten. Korelasi Pearson 

antara perubahan ML utility dan perubahan Jensen-Shannon Divergence (JSD) dan 

Wasserstein Distance (WD) selalu negatif, mengindikasikan distribusi menjadi 

lebih mirip data asli dengan peningkatan ML utility. Pemeriksaan pada sampel 

dataset menunjukkan bahwa pada dataset yang nilai ML utility-nya membaik, 

korelasi fiturnya terhadap variabel target juga membaik, meskipun pada dataset 

yang secara keseluruhan korelasinya memburuk. Pemeriksaan sampel juga  

menunjukkan bahwa sebagian baris data menjadi lebih mirip dengan data asli secara 

satuan, yang berarti privasi lebih tidak terjaga. Selain integrasi ML utility, penelitian 

ini juga menunjukkan bahwa pola antar baris dalam dataset dapat dipelajari, 

sehingga model sintesis data yang lebih baik dapat dikembangkan berdasarkan 

kedua hal ini.  
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ABSTRACT 

  

Since the enactment of the General Data Protection Regulation (GDPR) and 

the Indonesian Personal Data Protection Law, companies must be careful in sharing 

data to protect user privacy. Synthetic data has become an alternative solution to 

this problem. Various tabular data synthesis models based on deep learning have 

been proposed with machine learning utility (ML utility) as the main evaluation 

metric. ML utility is measured through models trained with synthetic data and tested 

with real data. However, previous models did not integrate ML utility in their 

training to produce the same ML utility, because ML utility cannot be calculated 

directly from a dataset. This research aims to integrate ML utility in data 

synthesizers using loss function learning, that is by modelling an ML utility loss 

function using deep learning. A transformer-based model is developed to estimate 

ML utility, and then integrated into four data synthesis models by performing 

backpropagation of the error between the estimated ML utility and the expected ML 

utility value. This research uses TVAE, LCT-GAN, TabDDPM, and 

REaLTabFormer as the base synthesizers and Catboost model as the predictive 

model to evaluate ML utility. This study used three datasets of regression, binary 

classification, and multiclass classification. The integration of ML utility 

successfully improved ML utility for all three datasets for LCT-GAN and two 

datasets for Realtabformer. This improvement in ML utility had a significant impact 

on the similarity of the distribution, the difference in correlation between features, 

and the distance to closest real record (privacy), but the direction was not consistent. 

The Pearson correlation between the change in ML utility and the change in Jensen-

Shannon Divergence (JSD) and Wasserstein Distance (WD) were always negative, 

indicating that the distribution becomes more similar to the original data along with 

increase in ML utility. Inspection of dataset samples showed that in datasets where 

the ML utility improves, the correlation of the features towards the target variable 

also improves, even in a dataset where the overall correlation deteriorates. Sample 

inspection also showed that some data rows become more similar to the original 

data, individually, which means that privacy is less preserved. In addition to ML 

utility integration, this study also showed that patterns between rows in the dataset 

can be learned, so better data synthesizers can be developed based on these two.  

 

Keywords : loss function learning, machine learning utility, tabular data synthesis, 

transformer regression  
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1 BAB 1 

PENDAHULUAN  

 

1.1 Latar Belakang 

Penelitian terhadap data yang dimiliki sebuah perusahaan sering kali 

dilakukan dengan kerja sama dengan pihak ketiga (Ayala-Rivera et al., 2017). Akan 

tetapi, ini sulit dilakukan sejak adanya General Data Protection Regulation 

(GDPR). GDPR mengharuskan perusahaan menjaga privasi data pengguna yang 

mereka miliki dan hanya boleh disebarkan dengan izin pengguna sebagai pemilik 

data sesungguhnya. GDPR hanya berlaku untuk uni Eropa, tapi sejak tahun 2022, 

Indonesia juga telah memiliki undang-undang perlindungan data pribadi (Undang-

Undang Republik Indonesia Nomor 27 Tahun 2022 tentang Pelindungan Data 

Pribadi, 2022). Dengan demikian, perusahaan harus sangat berhati-hati dalam 

berbagi data yang mengandung data pelanggan.  

Masalah privasi dalam berbagi data umumnya diatasi dengan anonimisasi 

data. Anonimisasi data adalah proses deidentifikasi data yang menghasilkan data di 

mana tiap baris data tidak dapat dihubungkan ke individu sebagaimana data aslinya 

(Nelson, 2015). Deidentifikasi data adalah proses penghapusan atau pengaburan 

informasi apapun yang dapat mengidentifikasi identitas pemilik suatu baris data 

sehingga meminimalkan risiko kebocoran identitas atau informasi individu 

(Nelson, 2015). Anonimisasi data umumnya dilakukan dengan menghilangkan 

variabel identifier (unik), mengubah atau menghilangkan sebagian quasi-identifier, 

dan mengubah data sensitif, misalnya dengan menambahkan noise (Emam et al., 

2015; Iyengar, 2002; Park et al., 2018). Quasi-identifier adalah kolom-kolom yang 

secara sendiri-sendiri tidak dapat mengidentifikasi individu, tapi dengan kombinasi 

tertentu dapat mengidentifikasi individu (Park et al., 2018). Anonimisasi data dapat 

dilakukan dengan berbagai cara  (Carvalho et al., 2023; Fung et al., 2010; Lei Xu 

et al., 2014; Lohiya & Ragha, 2012; Majeed & Lee, 2021; Murthy et al., 2019; 

Nelson, 2015; Nergiz & Gök, 2014; Olatunji et al., 2022; Puri et al., 2019; Y. Xu 

et al., 2014), misalnya generalisasi atau masking yang berbasis kodifikasi (Carvalho 

et al., 2023). 
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Transformasi yang dilakukan dalam anonimisasi data dapat mengubah relasi 

antar variabel, mengubah kesimpulan yang diperoleh, serta mempersulit 

penggunaannya (Loukides et al., 2010; Nowok et al., 2016; Park et al., 2018; Reiter, 

2003; Zhou & Beyerer, 2022). Selain itu, pendekatan berbasis kodifikasi 

(generalisasi dan masking) mengurangi kejelasan data (Carvalho et al., 2023), 

sedangkan data scientist perlu memahami data yang digunakan (Patki et al., 2016). 

Karena itu, anonimisasi tidak dapat memaksimalkan privasi karena kegunaan data 

akan menurun secara signifikan sebagai biayanya (Ohm, 2010; Park et al., 2018), 

sehingga privasi tetap tidak sepenuhnya terjamin (Choi et al., 2017; Kohlmayer et 

al., 2015; Loukides et al., 2010; Nowok et al., 2016; Ohm, 2010). Seorang pelaku 

masih bisa melakukan deanonimisasi atau reidentifikasi dengan menghubungkan 

data dengan data eksternal yang kini sangat melimpah (Al -Azizy et al., 2016; 

Bayardo & Agrawal, 2005; Choi et al., 2017; El Emam, Buckeridge, et al., 2011; 

El Emam, Jonker, et al., 2011; Emam et al., 2015; Kohlmayer et al., 2015; Ohm, 

2010; Park et al., 2018; Zhao, Kunar, et al., 2022). Deanonimisasi tidak hanya bisa 

dilakukan dengan mencocokkan kombinasi quasi-identifier begitu saja, melainkan 

terdapat berbagai cara yang dijelaskan dengan detail dalam (Al -Azizy et al., 2016).  

Sintesis data tabular diajukan pertama kali oleh Rubin (Rubin, 1993) 

sebagai alternatif untuk mengatasi kelemahan-kelemahan anonimisasi data, atau 

setidaknya tanpa melanggar peraturan yang berlaku karena data asli sama sekali 

tidak dibagikan (Nowok et al., 2016). Namun, meskipun memiliki dimensi yang 

lebih kecil dari gambar, tidak berarti sintesis data tabular lebih mudah. Data tabular 

memiliki domain yang cukup berbeda dari gambar dan time series. Data tabular 

memiliki banyak variabel kategori (Zhao et al., 2021). Selain itu, untuk variabel 

numerik, sering ada distribusi multimodus, long tail, dan bahkan tipe campuran (L. 

Xu et al., 2019; Zhao et al., 2021; Zhao, Kunar, et al., 2022).   

Berbagai model sintesis data tabular berbasis deep learning telah diajukan 

sebelumnya (Kim et al., 2021, 2022; Kotelnikov, Baranchuk, Rubachev, & 

Babenko, 2023; L. Xu et al., 2019; Zhao et al., 2021; Zhao, Kunar, et al., 2022). ML 

utility telah menjadi salah satu metrik utama dalam evaluasi data sintetis karena 

keraguan utama dalam data sintetis adalah kemampuannya untuk menghasilkan 

kesimpulan yang mirip dengan data asli (Nowok et al., 2016; Raghunathan et al., 
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2003). ML utility adalah ukuran kinerja model sintesis data yang diukur melalui 

kinerja model prediktif yang dilatih dengan data sintetis dan diuji dengan data asli 

(Kim et al., 2021; Kotelnikov, Baranchuk, Rubachev, & Babenko, 2023; Zhao, 

Kunar, et al., 2022). Akan tetapi, model-model sebelumnya tidak mengintegrasikan 

ML utility dalam training untuk menghasilkan ML utility yang sama. Model hanya 

dilatih untuk menghasilkan data dengan distribusi yang mirip dengan data asli 

(Gambar 1.1), karena memang ML utility tidak bisa dihitung secara langsung dari 

sebuah dataset. Nilai ML utility yang diperoleh dengan melatih dan mengevaluasi 

model prediktif tidak dapat menghasilkan gradien untuk diteruskan ke model 

sintesis data. Ini dapat diatasi dengan loss function learning, yaitu memodelkan 

sebuah metrik evaluasi dengan model deep learning. Loss function learning 

sebelumnya telah dilakukan untuk memodelkan loss function yang tidak dapat 

menghasilkan gradien dalam segmentasi gambar (Moltz et al., 2020), speech 

enhancement (Fu et al., 2020), dan seleksi sampel active learning (Yoo & Kweon, 

2019).  

 

Gambar 1.1 Ilustrasi Training Model Sintesis Data Sebelumnya 
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Gambar 1.2 Ilustrasi Training Model Sintesis Data yang Diajukan 

Penelitian ini bertujuan utama mengintegrasikan ML utility dalam training 

model sintesis data tabular dengan memodelkan suatu loss function ML utility 

dengan sebuah model deep learning (Gambar 1.2). Penelitian dilakukan 

menggunakan tiga dataset publik berjenis regresi, klasifikasi biner, dan klasifikasi 

multiclass. Untuk mempelajari pola dalam dataset, digunakan model berbasis 

transformer (Vaswani et al., 2017) dengan modifikasi set transformer (Lee et al., 

2019). Model loss function ML utility dilatih dengan dataset sintetis untuk 

mengestimasi ML utility dari sebuah dataset dievaluasi dengan model Catboost 

yang telah di-fine-tune (Kotelnikov, Baranchuk, Rubachev, & ..., 2023; Solatorio 

& Dupriez, 2023). Hasil estimasi dibandingkan dengan nilai yang diharapkan dan 

tingkat kesalahannya dipropagasi kembali ke model sintesis data. Dampak integrasi 

ML utility dinilai dengan membandingkan nilai sebelum dan sesudah integrasi, 

yaitu nilai ML utility, kemiripan distribusi, korelasi, dan privasi.  

1.2 Rumusan Masalah 

Berdasarkan latar belakang yang telah diuraikan, rumusan masalah 

penelitian ini adalah: 

1. Bagaimana desain sistem training model sintesis data tabular yang 

mengintegrasikan ML utility menggunakan loss function learning? 

2. Bagaimana performa integrasi ML utility yang dilakukan? 
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3. Bagaimana dampak integrasi ML utility dalam training model sintesis data 

terhadap kemiripan distribusi, perbedaan korelasi antar fitur, dan jarak terkecil 

terhadap data asli (privasi)?  

1.3 Tujuan Penelitian 

Berdasarkan perumusan masalah yang disebutkan sebelumnya, tujuan 

penelitian ini adalah : 

1. Melakukan integrasi ML utility dalam training model sintesis data tabular 

menggunakan loss function learning 

2. Mengevaluasi integrasi ML utility dalam training terhadap ML utility 

sesungguhnya dengan membandingkan ML utility model dasar sintesis data 

tabular dengan dan tanpa integrasi ML utility 

3. Mengukur dampak integrasi ML utility terhadap kemiripan distribusi, 

perbedaan korelasi antar fitur, dan jarak terkecil terhadap data asli (privasi) 

dengan membandingkan nilai model dasar sintesis data tabular dengan dan 

tanpa integrasi ML utility 

1.4 Manfaat Penelitian  

Manfaat penelitian ini dibagi menjadi 2 (dua) bagian yaitu manfaat teoritis 

dan manfaat praktis. Kedua manfaat tersebut sebagai berikut: 

1. Manfaat bagi akademis atau penelitian selanjutnya 

Penelitian ini diharapkan menjadi landasan untuk model sintesis data yang lebih 

baik dengan mengintegrasikan ML utility dan pola antar data dalam dataset. 

2. Manfaat bagi perusahaan 

Penelitian ini diharapkan dapat memajukan sintesis data sehingga data yang 

dipublikasikan perusahaan bisa lebih banyak dan baik tanpa mempertaruhkan 

risiko privasi dengan membagikan data asli. 

1.5 Batasan Penelitan 

Batasan permasalahan yang menjadi ruang lingkup pengerjaan penelitian ini 

adalah : 

1. Data yang digunakan adalah data tabular sekunder dari dataset-dataset publik 

kesehatan dan bisnis dengan jumlah baris di bawah 4096 
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2. Model evaluasi ML utility yang digunakan adalah Catboost dengan metrik R2 

untuk regresi dan F1 untuk klasifikasi 

3. Model dasar sintesis data tabular yang dicoba untuk integrasi ML utility adalah 

TVAE, LCT-GAN TabDDPM, dan RealTabFormer 

4. Penelitian ini tidak berusaha meningkatkan kinerja model untuk metrik selain 

ML utility  
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2 BAB 2 

KAJIAN PUSTAKA  DAN DASAR TEORI  

 

2.1 Anonimisasi Data 

Privasi dalam publikasi atau berbagi data sebenarnya bukan masalah baru. 

Masalah ini sudah ada jauh sebelum peraturan perlindungan data konsumen, yaitu 

terkait data kesehatan. Data kesehatan merupakan data sensitif dan bisa 

disalahgunakan untuk tujuan jahat, sehingga aksesnya dibatasi oleh hukum dan 

persetujuannya memerlukan waktu yang lama (Choi et al., 2017; Olatunji et al., 

2022). Dengan demikian, diperlukan anonimisasi data untuk menjaga privasi dalam 

publikasi atau berbagi data, khususnya data kesehatan.  

Anonimisasi data adalah proses deidentifikasi data yang menghasilkan data 

di mana tiap baris data tidak dapat dihubungkan ke pemiliknya sebagaimana data 

aslinya (Nelson, 2015). Deidentifikasi data adalah proses penghapusan atau 

pengaburan informasi apapun yang dapat mengidentifikasi identitas pemilik suatu 

baris data sehingga meminimalkan risiko kebocoran identitas atau informasi 

individu (Nelson, 2015). Anonimisasi data dilakukan untuk memenuhi kriteria 

privasi tertentu, misalnya k-anonymity (Samarati & Sweeney, 1998) dimana setiap 

kombinasi quasi-identifier harus mengidentifikasi minimal k baris (Bayardo & 

Agrawal, 2005; Kohlmayer et al., 2015).  

Anonimisasi data umumnya dilakukan dengan menghilangkan variabel 

identifier (unik), mengubah atau menghilangkan sebagian quasi-identifier, dan 

mengubah data sensitif, misalnya dengan menambahkan noise (Emam et al., 2015; 

Iyengar, 2002; Park et al., 2018). Quasi-identifier adalah kolom-kolom yang secara 

sendiri-sendiri tidak dapat mengidentifikasi individu, tapi dengan kombinasi 

tertentu dapat mengidentifikasi individu (Park et al., 2018).  Anonimisasi data dapat 

dilakukan dengan, tapi tidak terbatas pada, cara-cara di bawah ini  (Carvalho et al., 

2023; Fung et al., 2010; Lei Xu et al., 2014; Lohiya & Ragha, 2012; Majeed & Lee, 

2021; Murthy et al., 2019; Nelson, 2015; Nergiz & Gök, 2014; Olatunji et al., 2022; 

Puri et al., 2019; Y. Xu et al., 2014). Kodifikasi dapat dilakukan sebagai 

generalisasi atau masking (Carvalho et al., 2023). 
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1. Suppression: Menghilangkan nilai-nilai tertentu, khususnya nilai outlier, atau 

menggantinya dengan nilai yang tidak memiliki makna. Varian lainnya: 

a. Record Suppression/Redaction: Menghapus baris data tertentu yang 

mudah diidentifikasi.  

b. Blocking: Suppression pada nilai tertentu untuk mencegah terbentuknya 

kombinasi atau pola tertentu yang membahayakan privasi. 

c. Sub-Sampling: Mengambil sampel acak dari dataset atau sampel berstrata 

berdasarkan variabel tertentu. 

2. Generalisasi: Menggabungkan atau menggeneralisasi quasi-identifier, 

terutama yang langka, sehingga jumlah anggota yang teridentifikasi menjadi 

lebih besar dan tidak dapat menunjuk ke individu tertentu. Varian lainnya: 

a. Blurring: Mengurangi tingkat presisi data dengan mengubah variabel 

numerik menjadi elemen data kategori, menggabungkan data dalam 

kelompok kecil responden, dan melaporkan nilai yang dibulatkan atau 

rentang nilai daripada jumlah pastinya. 

3. Masking: Menggantikan informasi sensitif dengan data palsu yang tampak 

realistis, atau dengan aturan tertentu. Varian lainnya: 

a. Character Scrambling: Mengubah urutan karakter dalam suatu bidang, 

tetapi dapat dengan mudah dikembalikan dan bukan cara yang dapat 

diandalkan untuk melindungi informasi. 

b. Character Masking: Mengganti karakter-karakter tertentu dalam teks 

dengan karakter lain untuk membuat variabel tidak dapat dipahami. 

c. Truncation: Variasi character masking dengan menghapus karakter. 

d. Encoding: Menggantikan nilai asli dengan nilai lain yang tidak memiliki 

makna. Sering digunakan untuk menciptakan nilai pengganti. 

e. Distorsi: Mengubah data menjadi sesuatu yang berbeda yang kemudian 

dapat dikembalikan menggunakan data asli. 

4. Perturbation:  Mengubah data dengan melakukan perubahan kecil, biasanya 

penambahan noise pada variabel numerik, untuk mencegah identifikasi 

individu dari kelompok populasi unik atau langka. Varian lainnya: 
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a. Shuffling/Swapping: Menukar data untuk satu atau lebih variabel dengan 

rekaman lain, menciptakan nilai yang tampak realistis tetapi teratribusikan 

kepada orang yang salah. 

b. Cryptography: Menggunakan teknik enkripsi dan algoritma kriptografi 

untuk melindungi privasi dalam data mining, meskipun mungkin tidak 

sepenuhnya melindungi output komputasi dan memiliki masalah 

skalabilitas. 

5. Metode berbasis pengelompokan: 

a. Bucketization/Slicing/Anatomization/Permutation: Memisahkan Quasi-

identifier (QI) dan atribut sensitif (SA)  dengan mengelompokkan QI ke 

dalam bucket dan melabeli SA dengan ID bucket. Kemudian, baris-baris 

dalam setiap bucket diacak untuk memutuskan hubungan antara QI dan 

SA. Pengelompokan yang dilakukan mirip dengan generalisasi, tapi data 

QI tetap dalam bentuk sebenarnya (bukan kelompok atau rentang). 

b. Microaggregation: Menggantikan nilai kelompok dari beberapa baris 

dengan centroid mereka untuk menciptakan kelas setara yang memenuhi 

k-anonimity. 

c. Condensation: Membangun kluster terbatas dalam dataset dan 

menghasilkan data palsu dari statistik kluster tersebut untuk menjaga 

privasi. 

Ukuran data menjadi salah satu tantangan dalam anonimisasi data karena 

menimbulkan masalah skalabilitas, data sparsity, dan noise yang ditambahkan 

mengalahkan pola data (Aggarwal, 2005; Zhang et al., 2017). Tantangan dengan 

data dimensi tinggi telah berusaha diatasi dengan merilis proyeksi pada subset data 

yang ditentukan oleh pemilik data atau/dan dengan Fourier decomposition  (Zhang 

et al., 2017). Sebaliknya, tantangan dengan data berjumlah besar telah berusaha 

diatasi dengan melakukan berbagai sampling untuk mengecualikan baris data yang 

redundan bagi akurasi, sehingga mengurangi jumlah orang yang terkena risiko 

privasi  (Zhang et al., 2017).  
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2.2 Data Sintetis 

Transformasi yang dilakukan dalam anonimisasi data dapat mengubah relasi 

antar variabel, mengubah kesimpulan yang diperoleh, serta mempersulit 

penggunaannya (Loukides et al., 2010; Nowok et al., 2016; Park et al., 2018; Reiter, 

2003; Zhou & Beyerer, 2022). Selain itu, pendekatan berbasis kodifikasi 

(generalisasi dan masking) mengurangi kejelasan data (Carvalho et al., 2023), 

sedangkan data scientist perlu memahami data yang digunakan (Patki et al., 2016). 

Dengan demikian, anonimisasi tidak dapat memaksimalkan privasi karena 

kegunaan data akan menurun sebagai biayanya (Ohm, 2010; Park et al., 2018), 

sehingga privasi tetap tidak sepenuhnya terjamin (Choi et al., 2017; Kohlmayer et 

al., 2015; Loukides et al., 2010; Nowok et al., 2016; Ohm, 2010). Seorang pelaku 

masih bisa melakukan deanonimisasi atau reidentifikasi dengan menghubungkan 

data dengan data eksternal yang kini sangat melimpah di internet (Al -Azizy et al., 

2016; Bayardo & Agrawal, 2005; Choi et al., 2017; El Emam, Buckeridge, et al., 

2011; El Emam, Jonker, et al., 2011; Emam et al., 2015; Kohlmayer et al., 2015; 

Ohm, 2010; Park et al., 2018; Zhao, Kunar, et al., 2022). Deanonimisasi tidak hanya 

bisa dilakukan dengan mencocokkan kombinasi quasi-identifier saja, melainkan 

terdapat berbagai cara yang dijelaskan dengan detail dalam (Al -Azizy et al., 2016). 

Bahkan data agregat pun dapat digunakan untuk mengidentifikasi individu yang 

menjadi outlier dalam data dengan dimensi tinggi atau data hidup yang terus 

diperbarui (Barak et al., 2007; Ding et al., 2011).  

Sebagai alternatif, data sintetis diajukan pertama kali oleh Rubin (Rubin, 

1993) dengan harapan privasi terjaga karena data asli sama sekali tidak 

dipublikasikan. Dalam konteks ini, data sintetis adalah data palsu yang dapat 

dipublikasikan dan digunakan sebagai pengganti data asli (Nowok et al., 2016). 

Pendekatan ini awalnya dilakukan dengan melakukan sampling acak independen 

lalu diperbaiki dengan imputasi menggunakan model yang dilatih dengan data asli 

(Raghunathan et al., 2003; Reiter, 2003; Reiter & Raghunathan, 2007). Awalnya, 

data sintetis sangat diragukan karena keraguan akan validitas kesimpulan dan pola 

yang diperoleh dari data yang sepenuhnya palsu, tapi metode ini telah dibuktikan 

bisa menghasilkan kesimpulan dan model yang mirip dengan yang dibuat 

menggunakan data asli (Nowok et al., 2016; Raghunathan et al., 2003). 
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Sintesis data tabular sebelumnya telah dilakukan dengan memperlakukan 

setiap kolom dalam tabel sebagai variabel random yang disampel dari model 

distribusi multivariat gabungan atau tunggal (Sun et al., 2019; L. Xu et al., 2019; 

Zhao, Birke, et al., 2022).  Variabel diskrit bisa dimodelkan dengan decision tree 

atau Bayesian network, sedangkan variabel numerik bisa dimodelkan dengan 

Copula atau regresi  (Assefa et al., 2020; Nowok et al., 2016; L. Xu et al., 2019; 

Zhao, Birke, et al., 2022). Selain dengan sampling, data sintetis juga bisa dihasilkan 

dengan interpolasi, misalnya dengan SMOTE (Kotelnikov, Baranchuk, Rubachev, 

& ..., 2023). Selain pendekatan berbasis pemodelan distribusi, pembuatan dataset 

sintetis juga pernah dilakukan dengan pemodelan dan simulasi sistem yang 

menghasilkan data tersebut (Assefa et al., 2020; Aviñó et al., 2018). 

Dengan perkembangan deep generative network yang pesat belakang ini, 

Generative Adversarial Network juga telah digunakan untuk menghasilkan data 

sintetis (L. Xu et al., 2019; Zhao et al., 2021). Akan tetapi, GAN tidak dapat diatur 

untuk menghasilkan data dari kelas tertentu yang diinginkan, sehingga Conditional 

GAN menjadi salah satu alternatif (L. Xu et al., 2019; Zhao et al., 2021). Selain 

GAN, sintesis data juga telah dilakukan dengan model berbasis autoencoder (L. Xu 

et al., 2019), difusi (Kotelnikov, Baranchuk, Rubachev, & Babenko, 2023), dan 

transformer (Solatorio & Dupriez, 2023). 

2.1.1 TVAE  

TVAE (L. Xu et al., 2019) adalah model sintesis data tabular berbasis 

Variational Autoencoder (VAE). Autoencoder adalah model deep learning yang 

berusaha mempelajari sebuah ruang laten yang berisi feature-feature penting dari 

data. Autoencoder awalnya dilatih seperti sebuah kompresi yang 

mentransformasikan (encode) sebuah data ke ruang laten yang lebih kecil untuk 

kemudian ditransformasikan kembali (decode) menjadi data awal, meskipun kini 

ruang laten tersebut tidak selalu lebih kecil. Kemudian, sebuah data bisa disintesis 

dengan memberikan nilai variabel laten tertentu kepada decoder. Variational 

autoencoder berusaha membuat ruang laten tersebut menjadi sebuah ruang kontinu 

dengan distribusi tertentu, umumnya gaussian, dan feature yang saling terhubung 

sehingga variabel laten dan hasil akhirnya bisa dimanipulasi dengan lebih baik.  
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TVAE menggunakan preprocessing yang sama dengan CT-GAN (L. Xu et 

al., 2019). Variabel numerik dinormalisasi dengan modus yang paling cocok 

berdasarkan Variational Gaussian Mixture (VGM), sedangkan variabel kategori 

ditransformasikan dengan one-hot encoding. TVAE menggunakan struktur encoder 

yang telah dimodifikasi, tapi menggunakan struktur decoder yang sama dengan 

VAE konvensional. 

2.1.2 LCT -GAN 

LCT-GAN (Velev, 2022) adalah model sintesis data berbasis Conditional 

GAN dan autoencoder. GAN dilatih sebagai sebuah zero-sum minimax game di 

mana generator berusaha menghasilkan data palsu dari noise dan diskriminator 

berusaha membedakan data asli dan palsu. Agar GAN dapat menghasilkan data 

sesuai dengan kelas yang diminta, Conditional GAN dilatih dengan menambahkan 

conditional vector sebagai input generator dan discriminator; keduanya akan 

menggunakan informasi tambahan ini untuk mengungguli satu sama lain. 

 

Gambar 2.1 Arsitektur LCT-GAN (Velev, 2022) 

LCT-GAN mengatasi masalah ledakan dimensi pada CTab-GAN+ dan 

mengurangi waktu training dan eksekusi dengan menambahkan autoencoder dan 

melakukan sintesis data pada ruang laten. Pendekatan ini mirip seperti yang 

dilakukan Stable Diffusion untuk sintesis gambar (Rombach et al., 2022). 

Arsitektur LCT-GAN dilampirkan pada Gambar 2.1. Autoencoder pada LCT-GAN 
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dibuat menggunakan 6 layer MLP dan dilatih dengan MSE loss. LCT-GAN 

menggunakan Conditional GAN dengan conditional vector seperti CTab-GAN. 

Berbeda dari CTab-GAN+, diskriminator dan generator dibuat dengan 4 layer MLP 

karena beroperasi pada ruang laten. Selain itu, LCT-GAN tidak menggunakan 

classifier tambahan dan tidak disebut menggunakan downstream loss, information 

loss, maupun generator loss.  

Preprocessing pada LCT-GAN dilakukan seperti pada CTab-GAN+ (Zhao, 

Kunar, et al., 2022). Variabel numerik sederhana (modus tunggal) 

ditransformasikan ke jangkauan [-1, 1] (seperti domain tanh) dengan cara minmax. 

Variabel kategori ditransformasikan dengan one-hot encoding, tapi kalau perlu 

mengatasi ledakan dimensi dari one-hot encoding, sebagian variabel kategori bisa 

diubah menjadi integer (label encoding) dan ditransformasikan dengan cara yang 

sama seperti variabel numerik sederhana. Variabel numerik multimodus 

dinormalisasi dengan modus yang paling cocok berdasarkan variational gaussian 

mixture (VGM). Tipe data campuran (kategori & numerik) diatasi menggunakan 

vektor modus (one-hot) sehingga data bisa disintesis dengan tipe yang tepat. Vektor 

modus ini juga membantu mengatasi mode-collapse dari skewed multimode 

continuous variable. Distribusi long-tail diatasi dengan mentransformasikannya 

secara logaritmik, sehingga meningkatkan probabilitas sampling tail yang panjang.  

2.1.3 TabDDPM 

TabDDPM (Kotelnikov, Baranchuk, Rubachev, & Babenko, 2023) adalah 

model sintesis data tabular berbasis denoising diffusion probabilistic model 

(DDPM). DDPM adalah pemodelan generatif untuk mengestimasi distribusi target 

dari ujung Markov chain yang dimulai dari distribusi parametrik tertentu, misalnya 

distribusi Gaussian standar. DDPM bekerja dengan secara iteratif menambahkan 

noise pada data hingga hanya tersisa noise (forward diffusion), lalu sebuah model 

deep learning dilatih untuk mengestimasi noise yang telah ditambahkan pada tiap 

langkah (Rombach et al., 2022). Ketika melakukan sintesis (reverse diffusion), 

sebuah sampel diambil dari distribusi noise, lalu denoising dilakukan secara iteratif 

dengan noise yang diestimasi oleh model yang telah dilatih. Model berbasis DDPM 

belakangan ini meraih state-of-the-art untuk sintesis gambar (Rombach et al., 

2022).  
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Gambar 2.2 Arsitektur TabDDPM (Kotelnikov, Baranchuk, Rubachev, & Babenko, 2023) 

Arsitektur TabDDPM dilampirkan pada Gambar 2.2. Data numerik 

ditransformasikan dengan gaussian quantile transformation (scikit-learn 

developers, 2023), sedangkan data kategori ditransformasikan dengan one-hot 

encoding atau integer encoding. Difusi dilakukan dengan difusi gaussian untuk data 

numerik dan difusi multinomial untuk data kategori dan biner. Difusi gaussian 

adalah difusi umum pada satu ruang kontinu menggunakan gaussian noise dan MSE 

loss. Difusi multinomial dilakukan pada masing-masing data kategori 

menggunakan uniform noise dan KL divergence. TabDDPM melakukan reverse 

diffusion dengan model MLP. Secara keseluruhan, TabDDPM dilatih dengan loss 

yang terdiri dari (1) MSE loss variabel numerik dan (2) KL divergence tiap variabel 

kategori dibagi jumlah variabel kategori. (Kotelnikov, Baranchuk, Rubachev, & 

Babenko, 2023) 

2.1.4 RealTabFormer 

REaLTabFormer (Solatorio & Dupriez, 2023) adalah model sintesis data 

tabular berbasis GPT-2 (Radford et al., 2019) (transformer) yang difokuskan untuk 

data relasional, tapi juga bisa digunakan untuk data non-relasional (tabel tunggal). 

Transformer (Vaswani et al., 2017) adalah model NLP sequence-to-sequence yang 

menggunakan mekanisme attention. Mekanisme attention bekerja seolah-olah 

membuat bobot untuk tiap token input berdasarkan semua token input itu sendiri. 

Layer attention akan menghasilkan vektor Q, K, dan V. Vektor Q dan K akan 

dikalikan untuk menghasilkan bobot yang kemudian dikalikan dengan V. 

Transformer terbagi menjadi 2 bagian, yaitu encoder dan decoder. Encoder 

membaca deretan input miliknya untuk membangun sebuah konteks yang kemudian 
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digunakan decoder bersama dengan input milik decoder untuk menghasilkan 

deretan output. Generative Pre-Trained Transformer (GPT)  (Radford et al., 2018) 

adalah model transformer yang terlebih dahulu dilatih secara unsupervised untuk 

memahami distribusi dari sebuah bahasa kemudian dilakukan fine-tuning untuk task 

tertentu.  

 

Gambar 2.3 Arsitektur REaLTabFormer (Solatorio & Dupriez, 2023) 

Arsitektur REaLTabFormer dilampirkan pada Gambar 2.3. 

REaLTabFormer dapat digunakan untuk sintesis data non-relasional dan data 

relasional dengan relasi parent-child (one to many). Untuk melakukan sintesis data 

non-relasional, digunakan sebuah model GPT-2 autoregresif di mana output yang 

diharapkan adalah input yang digeser ke kanan. Untuk sintesis data relasional, 

model autoregresif ini digunakan untuk menghasilkan tabel parent dan untuk 

berperan sebagai encoder yang menghasilkan konteks. Kemudian, GPT-2 decoder 

akan menggunakan konteks tersebut bersama dengan input tabel child yang terkait 

untuk menyintesis data tabel child. Berbeda dari model-model sebelumnya, 

REaLTabFormer memerlukan input data asli untuk menghasilkan data sintesis, 

sehingga berisiko overfitting dan data copying (menyalin data).  
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REaLTabFormer menggunakan pendekatan string penuh; semua data 

diubah menjadi string dan disintesis sebagai string. Dengan demikian, 

REaLTabFormer dapat digunakan untuk berbagai dataset tabular tanpa perlu fine-

tuning. Untuk menghindari data copying, REaLTabFormer melakukan target 

masking, yaitu mengganti sebuah nilai target dengan token khusus secara acak. 

Untuk menghindari overfitting, REaLTabFormer melakukan early stopping 

berdasarkan sebuah statistik Q. Statistik ini adalah rata-rata kuantil dari nilai 

distance to closest record (DCR) antara tiap data sintetis dan tiap data asli. Nilai 

threshold Q ditentukan dengan bootstrapping. Nilai Q dihitung setiap E epoch dan 

training dihentikan jika nilai Q telah melewati threshold selama X epoch. 

2.3 Loss Function Learning 

Selain sebagai metrik evaluasi, tingkat kesalahan sebuah model sering kali 

digunakan sebagai loss function model deep learning. Model dilatih untuk 

meminimalkan loss function menggunakan gradiennya. Beberapa dari loss function 

tersebut menilai sesuatu yang cukup abstrak sehingga perhitungannya kompleks 

dan tidak memiliki gradien yang baik atau bahkan tidak dapat dihitung sehingga 

tidak dapat begitu saja digunakan untuk deep learning. Sebuah loss function yang 

baik seharusnya menghasilkan gradien yang linear (Arjovsky et al., 2017; Yoa et 

al., 2021). Sebagian penelitian sebelumnya membuat varian yang dapat 

menghasilkan gradien (Bénédict et al., 2021; Cuturi & Blondel, 2017). Sebagian 

yang lain memodelkannya dengan model deep learning; ini sering disebut loss 

learning atau learned loss (Bechtle et al., 2020; Fu et al., 2020; Moltz et al., 2020; 

Rashed et al., 2021; Raymond et al., 2023; Yoa et al., 2021; Yoo & Kweon, 2019). 

Loss function learning sebelumnya telah dilakukan untuk memodelkan loss 

function yang tidak dapat menghasilkan gradien dalam segmentasi gambar (Moltz 

et al., 2020), speech enhancement (Fu et al., 2019, 2020), klasifikasi gambar (Yoa 

et al., 2021), rekomendasi barang (Rashed et al., 2021), dan seleksi sampel active 

learning (Yoo & Kweon, 2019). Loss function learning juga telah menjadi salah 

satu bidang meta-learning yang bertujuan mencari loss function yang lebih baik 

dari loss function konvensional (Bechtle et al., 2020; Raymond et al., 2023).  

Penelitian (Rashed et al., 2021) memodelkan metrik evaluasi normalized 

discounted cumulative gain (NDCG) untuk rekomendasi barang. Model NDCG 
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dilatih bersamaan dengan model rekomendasi. Training dengan model NDCG 

dilakukan secara bergantian dengan loss yang umum digunakan, yaitu log loss, 

sebagai pembimbing (guide). Rashed et al. mengklaim bahwa metode ini 

meningkatkan stabilitas training. Penelitian (Yoa et al., 2021) untuk memodelkan 

berbagai metrik klasifikasi gambar memperkenalkan konsep correlated gradient 

dengan strictly convex loss landscape, yaitu bahwa ketika loss besar, maka gradien 

juga seharusnya besar sehingga model bisa segera pergi dari titik itu menuju titik 

optimal, dan ketika loss kecil, maka gradien juga seharusnya kecil agar model bisa 

mendekati titik optimal tanpa melewatinya terlalu jauh. Dalam penelitian Yoa et 

al., sebuah metrik yang dimodelkan didekomposisi menjadi dua, yaitu fungsi satuan 

dan fungsi agregasi; masing-masing dimodelkan secara terpisah. Penelitian tersebut 

menghasilkan correlated gradient dengan menormalisasi loss satuan ke dalam 

jangkauan [0, 1] lalu mentransformasikannya dengan fungsi log negatif (-log).  

2.4 Set Transformer 

Transformer (Vaswani et al., 2017) adalah model NLP sequence-to-

sequence yang menggunakan mekanisme attention (Gambar 2.4). Mekanisme 

attention bekerja dengan seolah-olah membuat bobot untuk tiap token input 

berdasarkan semua token input itu sendiri. Attention layer akan menghasilkan 

vektor Q, K, dan V. Vektor Q dan K akan dikalikan untuk menghasilkan bobot yang 

kemudian dikalikan dengan V (Rumus 2.1).  

ὃὸὸὲὗȟὑȟὠȠ ‫  ‫ὗὑ ὠ (2.1) 

Arsitektur transformer dilampirkan pada Gambar 2.5. Transformer terbagi 

menjadi 2 bagian, yaitu encoder dan decoder. Encoder membaca deretan input 

untuk membangun sebuah konteks yang kemudian digunakan decoder bersama 

input milik decoder untuk menghasilkan deretan output. Ada dua jenis attention 

dalam transformer, yaitu self-attention dan cross-attention. Untuk self-attention, 

nilai Q, K, dan V dihasilkan dari input yang sama, sedangkan untuk cross-attention, 

nilai Q dihasilkan dari input yang berbeda, yaitu input decoder. Pada transformer, 

cross-attention dilakukan ketika mengaplikasikan konteks dari encoder pada 

decoder.  



18 

 

 

Gambar 2.4 Mekanisme Attention pada Transformer (Vaswani et al., 2017) 

Transformer menggunakan multi-head attention, yaitu beberapa attention-

head yang berjalan secara paralel untuk memberi perhatian pada konsep-konsep 

yang berbeda, seperti jumlah kernel (depth) pada convolutional neural network 

(CNN). Attention-head adalah matriks yang akan menghasilkan Q, K, dan V ketika 

diaplikasikan pada input, sehingga multi-head attention akan menghasilkan banyak 

Q, K, dan V untuk satu input. Hasil dari semua head digabungkan dengan cara 

disambung (concatenation).  

Lee et al. (Lee et al., 2019) memperkenalkan Set Transformer untuk input 

berupa set (himpunan) yang tidak berurutan. Hal ini dilakukan dengan 

menghilangkan positional encoding pada transformer. Selain itu, set transformer 

mengatasi masalah kompleksitas kuadrat transformer dengan menggunakan 

Induced Set Attention Block (ISAB, Gambar 2.7). Pertama-tama, ISAB 

mengaplikasikan attention pada input ke dalam ruang yang lebih kecil 

menggunakan inducing point I, yang merupakan learnable parameter, sebagai 

vektor Q (Rumus 2.2). Proses ini menghasilkan vektor H yang kemudian digunakan 

sebagai K dan V untuk perhitungan attention pada input sebenarnya sebagai Q 

(Rumus 2.3). Terakhir, Set Transformer melakukan operasi agregasi/pooling 

menggunakan multihead attention (Pooling by Multihead Attention, PMA) (Rumus 

2.4, Gambar 2.8) karena dampak tiap item terhadap hasil akhir seharusnya tidak 

setara. Set transformer menggunakan mekanisme attention yang sedikit berbeda 

dengan adanya fungsi aktivasi setelah scaled dot product attention dan tanpa layer 

normalization. 
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Gambar 2.5 Arsitektur Transformer (Vaswani et al., 2017) 

 Ὄ ὓόὰὸὭὬὩὥὨὃὸὸὲὍȟὢȟὢ  ‭ ᴙ ȟ Ὅ  ‭ ᴙ ȟὢ ‭ ᴙ  (2.2) 

ὍὛὃὄὢ ὓόὰὸὭὬὩὥὨὃὸὸὲὢȟὌȟὌ ‭ ᴙ ȟ ὢ ‭ ᴙ ȟὌ‭ ᴙ  (2.3) 

ὖὓὃὤ ὓόὰὸὭὬὩὥὨὃὸὸὲὛȟὊὊὤȟὊὊὤ ȟ Ὓ ‭ ᴙ ȟὤ ‭ ᴙ  (2.4) 

 

Gambar 2.6 Self Attention Block (SAB) 

 

Gambar 2.7 Induced Set Attention Block (ISAB) 
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Gambar 2.8 Pooling by Multihead Attention (PMA) 

2.5 Data Preprocessing 

Data tabular memiliki banyak variabel kategori (Zhao et al., 2021). Selain 

itu, untuk variabel numerik, sering ada distribusi multimodus, long tail, dan bahkan 

tipe campuran (L. Xu et al., 2019; Zhao et al., 2021; Zhao, Kunar, et al., 2022). 

Penelitian-penelitian sebelumnya menggunakan berbagai cara dalam preprocessing 

untuk mengatasi ini (Tabel 2.1).  

Tabel 2.1 Macam-Macam Data Preprocessing dalam Sintesis Data Tabular 

Tipe 

Data 

Preprocessing Keterangan 

Numerik Min-max 

normalization [-1, 

1] (Zhao, Kunar, et 

al., 2022) 

Transformasi data numerik ke jangkauan [-1, 

1] berdasarkan nilai minimum dan 

maksimum. 

Numerik Mode-specific 

normalization (L. 

Xu et al., 2019; 

Zhao, Kunar, et al., 

2022) 

Normalisasi data numerik multimodus 

dengan modus yang paling cocok 

berdasarkan variational gaussian mixture 

(VGM).  

Numerik Mode-specific 

normalization + 

Vektor Modus 

(Zhao, Kunar, et 

al., 2022) 

Mode-specific normalization ditambah 

(concat) vektor modus yang menunjukkan 

modus yang digunakan untuk mode-specific 

normalization tersebut. 

Numerik Transformasi Log 

(Zhao, Kunar, et 

al., 2022) 

Transformasi data numerik distribusi long 

tail dengan fungsi log 
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Tabel 2.1 Macam-Macam Data Preprocessing dalam Sintesis Data Tabular 

Tipe 

Data 

Preprocessing Keterangan 

Numerik Gaussian Quantile 

Transformation 

(Kotelnikov, 

Baranchuk, 

Rubachev, & 

Babenko, 2023; 

scikit-learn 

developers, 2023)  

Transformasi data numerik ke distribusi 

uniform lalu ke target distribusi (gaussian) 

berdasarkan informasi quantil. Transformasi 

ini non-linear dan dapat mengubah korelasi 

linear data. 

Numerik Pembulatan + 

Konversi String + 

Split (Solatorio & 

Dupriez, 2023) 

Data numerik dibulatkan ke 2 angka di 

belakang koma, lalu diubah menjadi zero-

padded string. String lalu dipecah menjadi 

substring dengan maksimal 2 karakter: 

1. Digit awal dan tanda (zero-padded) (bisa 

lebih dari satu) 

2. Dua digit di depan koma (zero-padded) 

3. Koma dan satu digit di belakang koma 

4. Satu digit terakhir (posisi dua di belakang 

koma) 

Kategori One-Hot Encoding 

(L. Xu et al., 2019; 

Zhao, Kunar, et al., 

2022) 

Data kategori dipecah menjadi kolom-kolom 

dengan satu kolom untuk tiap kelas. Ini 

metode paling umum dan sederhana untuk 

memproses data kategori menjadi numerik, 

namun bisa mengakibatkan ledakan dimensi 

data. 

Kategori Integer Min-max 

normalization [-1, 

1]  (Zhao, Kunar, et 

al., 2022) 

Data kategori diubah menjadi label angka 

lalu ditransformasikan sebagai variabel 

numerik dengan Min-max normalization. Ini 

bukan cara yang baik untuk memproses 

variabel kategori, tapi menjadi salah satu 

alternatif untuk variabel kategori yang akan 

menyebabkan ledakan dimensi data dengan 

one-hot encoding.  

Kategori Konversi String 

(Solatorio & 

Dupriez, 2023) 

Data kategori diubah menjadi string dan 

digunakan seperti itu saja.  
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2.6 ML Utility  dan Metrik Evaluasi Sintesis Data Tabular Lain 

Machine learning utility atau ML efficacy adalah ukuran kinerja model 

sintesis data diukur melalui kinerja model yang dilatih dengan data sintetis dan diuji 

dengan data asli (Kim et al., 2021; Kotelnikov, Baranchuk, Rubachev, & Babenko, 

2023; Zhao, Kunar, et al., 2022). ML utility adalah salah satu metrik utama dalam 

sintesis data karena keraguan utama dalam data sintetis adalah kemampuannya 

untuk menghasilkan kesimpulan yang mirip dengan data asli (Nowok et al., 2016; 

Raghunathan et al., 2003). Akan tetapi, ML utility adalah metode evaluasi yang 

belum memiliki standar yang jelas. ML utility dapat diukur menggunakan berbagai 

metrik sesuai task (Tabel 2.2) dan dengan berbagai model ML (Tabel 2.3). Sebagian 

menggunakan rata-rata dari weak predictor  (Kotelnikov, Baranchuk, Rubachev, & 

Babenko, 2023; Velev, 2022; L. Xu et al., 2019; Zhao et al., 2021; Zhao, Kunar, et 

al., 2022), sebagian menggunakan fine-tuned ñstate-of-the-artò predictor 

(Kotelnikov, Baranchuk, Rubachev, & Babenko, 2023; Solatorio & Dupriez, 2023). 

Metrik yang paling umum digunakan adalah R2 untuk regresi (Kotelnikov, 

Baranchuk, Rubachev, & Babenko, 2023; Solatorio & Dupriez, 2023; L. Xu et al., 

2019; Zhao, Kunar, et al., 2022) dan F1 untuk klasifikasi (Kotelnikov, Baranchuk, 

Rubachev, & Babenko, 2023; Solatorio & Dupriez, 2023; L. Xu et al., 2019; Zhao 

et al., 2021; Zhao, Kunar, et al., 2022). Keduanya menghasilkan nilai dalam 

jangkauan 0 hingga 1 dengan nilai lebih tinggi lebih baik. Nilai F1 dapat dihitung 

dengan Rumus 2.5  (Pereira & Saraiva, 2020), sedangkan nilai R2 dapat dihitung 

dengan Rumus 2.6 (Shukla et al., 2015).  
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Selain ML utility, penelitian terdahulu juga melakukan evaluasi untuk 

kemiripan distribusi, korelasi, dan privasi. Hampir semua penelitian yang 

mengukur kemiripan distribusi menggunakan Jensen-Shannon Divergence (JSD) 

dan Wasserstein Distance (WD) (Velev, 2022; Zhao et al., 2021; Zhao, Kunar, et 

al., 2022) kecuali REaLTabFormer yang menggunakan Discriminator Measure 

(DM) (Solatorio & Dupriez, 2023). JSD digunakan untuk mengukur perbedaan 

distribusi probabilitas massa distribusi dari masing-masing variabel kategori (Zhao, 

Kunar, et al., 2022). JSD menghasilkan nilai simetris dalam jangkauan 0 hingga 1 

di mana nilai lebih rendah lebih baik. WD digunakan untuk mengukur perbedaan 

distribusi variabel kontinu/campuran karena JSD kurang stabil untuk ini (Zhao, 

Kunar, et al., 2022). WD menghasilkan nilai nol hingga tak hingga di mana nilai 

lebih rendah lebih baik. Nilai DM adalah tingkat akurasi sebuah random forest 

classifier yang dilatih untuk membedakan data asli dan sintetis (Solatorio & 

Dupriez, 2023). Nilai DM 50% berarti discriminator tidak dapat membedakan data 

asli dan sintetis. JSD dapat dihitung dengan Rumus 2.9 (Ruder et al., 2017), 

sedangkan WD didefinisikan dalam rumus 2.12 (The SciPy community, 2024). 
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Semua penelitian yang mengukur korelasi melakukannya dengan difference 

in pairwise correlation (Diff. Corr) (Velev, 2022; Zhao et al., 2021; Zhao, Kunar, 

et al., 2022). Diff. corr. dihitung menggunakan Pearson correlation coefficient 

untuk pasangan variabel numerik dan Theil uncertainty coefficient untuk pasangan 

variabel kategori (Zhao, Kunar, et al., 2022). Pearson correlation menghasilkan 

nilai antara -1 hingga 1 dan Theil coefficient menghasilkan nilai antara 0 hingga 1, 
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tapi karena yang diukur adalah perbedaannya, nilai optimal metrik ini adalah nol. 

Nilai perbedaan ini dihitung dengan jarak euclidean. Koefisien korelasi Pearson 

dapat dihitung dengan rumus 2.13 (Lee Rodgers & Alan Nice Wander, 1988), 

sedangkan Theil uncertainty coefficient didefinisikan dalam rumus 2.14 (Press et 

al., 2007; Shannon, 1948).  

ὶ
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 (2.13) 

 

Ὗὢȿὣ
Ὄὢ Ὄὢȿὣ

Ὄὢ
 (2.14) 

Ὄὢȿὣ ὖȟ ὼȟώὰέὫὖȿ ὼȿώ

 

ȟ

 (2.15) 

Ὄὢ ὖ ὼὰέὫὖ ὼ (2.16) 

Tabel 2.2 Metrik Evaluasi Penelitian Sebelumnya 

Model ML Utility/Efficacy  Kemiripan 

Distribusi  

Korelasi Privasi 

Regresi Klasifikasi  

TVAE R2 F1-score - - - 

CT-

GAN 

CTAB-

GAN 

- Akurasi, F1-

score, Area 

under ROC 

Curve (AUC) 

Jensen-Shannon 

Divergence 

(JSD), 

Wasserstein 

Distance (WD) 

Diff. 

Corr 

DCR, 

NNDR 

CTAB-

GAN+ 

R2, 

MAPE, 

EVS 

RDP 

Privacy 

Budget 

FCT-

GAN 

- 

LCT-

GAN 

- - 

Tab-

DDPM 

R2 F1-score - Diff. 

Corr 

DCR 

REaL-

Tab-

Former 

R2 F1-score  Discriminator 

Measure 

- - 
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Distance to closest record (DCR) paling umum digunakan untuk menilai 

privasi (Kotelnikov, Baranchuk, Rubachev, & Babenko, 2023; Zhao et al., 2021). 

DCR mengukur jarak Euclidean antara sebuah sampel sintetis dengan sebuah 

sampel asli terdekat. Rata-rata dari 5% nilai terkecil digunakan sebagai nilai akhir. 

Semakin tinggi DCR, semakin rendah risiko privasi. 

Tabel 2.3 Predictor yang Digunakan dalam Penelitian Sebelumnya untuk Menilai ML 

Utility  

Model Model Predictor 

Regresi Klasifikasi  

TVAE Decision Tree, Linear SVM, 

MLP 

Decision Tree, Linear SVM, 

MLP CT-GAN 

CTAB-GAN - Decision Trees, SVM, 

Random Forest, Logistic 

Regression, MLP 

CTAB-GAN+ linear regression, ridge 

regression, lasso regression, 

Bayesian ridge regression 

FCT-GAN 

LCT-GAN - 

TabDDPM Not fine-tuned: Decision 

Tree, Random Forest, 

Logistic Regression, Ridge 

Regression, MLP; Fine-

tuned: CatBoost, MLP 

Not fine-tuned: Decision 

Tree, Random Forest, 

Logistic Regression, Ridge 

Regression, MLP; Fine-

tuned: CatBoost, MLP 

REaLTabFormer Fine-tuned CatBoost Fine-tuned CatBoost 

 

2.7 Penelitian Terkait 

Data tabular memiliki domain yang cukup berbeda dari gambar dan time 

series. Data tabular memiliki banyak variabel kategori (Zhao et al., 2021). Selain 

itu, untuk variabel numerik, sering ada distribusi multimodus, long tail, dan bahkan 

tipe campuran (L. Xu et al., 2019; Zhao et al., 2021; Zhao, Kunar, et al., 2022). CT-

GAN (L. Xu et al., 2019) mengatasi sintesis variabel kategori dengan one-hot 

encoding dan variabel numerik multimodus dengan melakukan normalisasi 

berdasarkan modus yang paling mungkin menurut Variational Gaussian Mixture 

(VGM). CTAB-GAN (Zhao et al., 2021) memperbaikinya dengan (1) 

menambahkan vektor kondisi modus untuk variabel numerik dan campuran dan (2) 

menggunakan transformasi log untuk variabel long tail. CTAB-GAN juga 

meningkatkan kualitas data sintetis dengan menambahkan information loss, 
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generator loss, dan downstream loss. CTAB-GAN+ (Zhao, Kunar, et al., 2022) 

memperbaikinya lebih lanjut dengan (1) tidak menggunakan VGM untuk variabel 

numerik sederhana (satu modus) dan hanya menggunakan transformasi minmax dan 

(2) menggunakan transformasi yang sama untuk variabel kategori dengan kategori 

terlalu banyak untuk mengatasi ledakan dimensi. Selain itu, CTAB-GAN+ juga 

mengintegrasikan privasi dengan menggunakan DP-SGD dan meningkatkan 

kestabilan dengan menggunakan Was+GP.  

CTAB-GAN+ masih memiliki keterbatasan. CTAB-GAN+ masih 

terkendala ledakan dimensi dari one-hot encoding dan mengatasinya dengan cara 

yang belum ideal, yaitu konversi ke integer. LCT-GAN mengatasi ledakan dimensi 

dengan melakukan sintesis data dalam ruang laten dengan Autoencoder (Velev, 

2022). Pemrosesan di ruang laten ini juga mengurangi jumlah parameter yang 

diperlukan secara signifikan sehingga juga mengurangi waktu training dan eksekusi 

secara signifikan. Selain itu, CTAB-GAN+ menggunakan CNN dalam generator 

dan discriminator. CNN bagus dalam menangkap pola lokal, tapi sulit menangkap 

pola global. FCT-GAN mengajukan GAN berbasis Fourier Network yang 

mengubah data ke dalam domain frekuensi global untuk menangkap pola global 

(Zhao, Birke, et al., 2022). Hasil eksperimen LCT-GAN dan FCT-GAN 

menunjukkan kinerja yang lebih baik dari CTAB-GAN+. 

Model sintesis data tabular yang tidak berbasis GAN juga telah diajukan 

sebelumnya. TabDDPM (Kotelnikov, Baranchuk, Rubachev, & Babenko, 2023) 

menggunakan denoising diffusion probabilistic model (DDPM) untuk memodelkan 

data tabular. TabDDPM dilaporkan meraih ML utility yang lebih tinggi daripada 

CTAB-GAN+, tapi ternyata masih bersaing dengan SMOTE. Kotelnikov et al. 

berargumen bahwa TabDDPM memiliki keunggulan privasi dibanding SMOTE 

meskipun tidak mengintegrasikan privasi dalam modelnya. RealTabFormer 

melakukan sintesis data tabular dengan model berbasis transformer menggunakan 

pretrained GPT-2 (Solatorio & Dupriez, 2023). RealTabFormer 

mentransformasikan data menjadi string dan menyintesis data sebagai string. 

RealTabFormer ditujukan untuk sintesis data relasional, tapi bisa juga digunakan 

untuk tabel tunggal dengan kinerja yang bersaing meskipun tanpa fine-tuning. 
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Berbeda dari model-model sebelumnya, RealTabFormer memerlukan data asli 

sebagai input. 

Penelitian-penelitian sebelumnya dideskripsikan secara singkat pada Tabel 

2.4. 

2.8 Analisis Kesenjangan 

Penelitian-penelitian sebelumnya melakukan evaluasi salah satunya dengan 

ML utility. ML utility adalah ukuran kinerja model sintesis data diukur melalui 

model yang dilatih dengan data sintetis dan diuji dengan data asli (Kim et al., 2021; 

Kotelnikov, Baranchuk, Rubachev, & Babenko, 2023; Zhao, Kunar, et al., 2022). 

Namun, dalam penelitian sebelumnya, model sintesis data hanya dilatih untuk 

menghasilkan data dengan distribusi yang mirip dengan data asli. Seharusnya 

model sintesis data yang akan digunakan untuk ML juga dilatih untuk menghasilkan 

ML utility yang sama. Hal paling mendekati yang dilakukan penelitian sebelumnya 

adalah penyesuaian hyperparameter TabDDPM yang dilakukan terhadap nilai ML 

utility (Kotelnikov, Baranchuk, Rubachev, & Babenko, 2023). Selain itu, model 

sintesis data tabular sebelumnya juga tidak memperhatikan pola antar data baik 

dalam proses training maupun sintesis. 
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Tabel 2.4 Penelitian Sebelumnya  

Penelitian Model Dataset Evaluasi Hasil 

Modeling tabular data 

using conditional GAN 

(L. Xu et al., 2019) 

CT-GAN 

(GAN), TVAE 

(VAE) 

Klasifikasi ML Utility CTGAN berhasil mengatasi masalah distribusi multimodus 

di mana model lainnya mengalami mode collapse. Model 

TVAE yang awalnya hanya dibuat sebagai pembanding 

justru unggul dalam semua evaluasi kecuali pada data 

simulasi berbasis gaussian mixture yang diungguli CTGAN. 

CTAB-GAN: Effective 

Table Data Synthesizing 

(Zhao et al., 2021) 

CTAB-GAN 

(GAN) 

Klasifikasi ML Utility , 

Kemiripan 

Distribusi, 

Perbedaan 

Korelasi, 

Privasi 

CTAB-GAN mampu mengatasi skewed multimode 

continous variable lebih baik dari CTGAN. CTAB-GAN 

berhasil mengatasi tipe data campuran, namun nilai 0 

(kategori) menjadi lebih dominan daripada pada dataset asli. 

CTAB-GAN menghasilkan distribusi yang paling mirip 

dengan data asli, tapi untuk privasi, CTAB-GAN bukan 

yang terbaik.  

CTAB-GAN+: 

Enhancing Tabular Data 

Synthesis (Zhao, Kunar, 

et al., 2022) 

CTAB-GAN+ 

(GAN) 

Klasifikasi, 

Regresi 

ML Utility , 

Kemiripan 

Distribusi, 

Perbedaan 

Korelasi, 

Privasi 

Transformasi minmax dan Was+GP berhasil meningkatkan 

feature representation dan training GAN. Keunggulan 

statistical similarity menunjukkan bahwa penggunaan 

conditional vector, log-freq sampling, dan loss tambahan 

pada generator bekerja dengan baik. Baik untuk ML utility 

maupun statistical similarity, CTAB-GAN+ unggul dari 

semua pembandingnya untuk kedua budget privasi. 
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Tabel 2.4 Penelitian Sebelumnya  

Penelitian Model Dataset Evaluasi Hasil 

LCT-GAN Improving the 

efficiency of tabular data 

synthesis via latent 

embeddings (Velev, 

2022) 

LCT-GAN 

(GAN, AE) 

Klasifikasi ML Utility , 

Kemiripan 

Distribusi, 

Perbedaan 

Korelasi 

LCT-GAN berkonvergensi jauh lebih cepat daripada 

CTAB-GAN. Akan tetapi, kemiripan distribusi dan 

perbedaan korelasi LCT-GAN lebih buruk daripada CTAB-

GAN. 

FCT-GAN: Enhancing 

Table Synthesis via 

Fourier Transform (Zhao, 

Birke, et al., 2022). 

FCT-GAN 

(GAN) 

Klasifikasi, 

Regresi 

ML Utility , 

Kemiripan 

Distribusi, 

Perbedaan 

Korelasi 

FCT-GAN mengungguli CTAB-GAN+ untuk semua metrik, 

khususnya untuk data dengan dimensi tinggi. 

TabDDPM: Modelling 

Tabular Data with 

Diffusion Models 

(Kotelnikov, Baranchuk, 

Rubachev, & Babenko, 

2023) 

TabDDPM 

(Diffusion) 

Klasifikasi, 

Regresi 

ML Utility , 

Perbedaan 

Korelasi, 

Privasi 

ML Utility dan korelasi TabDDPM unggul dari TVAE dan 

CTabGAN+ tapi masih bersaing dengan SMOTE. Akan 

tetapi, privasi (DCR) TabDDPM lebih baik dari SMOTE. 

REaLTabFormer: 

Generating Realistic 

Relational and Tabular 

Data using Transformers 

(Solatorio & Dupriez, 

2023) 

RealTabFormer 

(Transformer) 

Klasifikasi, 

Regresi 

ML Utility , 

Kemiripan 

Distribusi 

ML Utility  REaLTabFormer mengungguli atau bersaing 

dengan CTAB-GAN+ dan TabDDPM. Discriminator 

measure 55-75% menunjukkan data REaLTabFormer sulit 

dibedakan dari data asli dan hanya TabDDPM yang 

menyaingi ini. 
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(Halaman sengaja dikosongkan) 
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3 BAB 3  

METOD E PENELITIAN  

 

3.1 Tahapan Pelaksanaan Penelitian 

Bagian ini menjelaskan urutan metodologi pengerjaan tesis yang dilakukan. 

Alur penelitian digambarkan pada Gambar 3.1. 

 

Gambar 3.1 Alur Penelitian 

3.2 Uraian Metodologi 

Urutan metodologi yang telah disebutkan akan dijelaskan lebih rinci untuk 

tiap tahapnya pada bagian ini. 

3.2.1 Pemilihan Model Dasar Sintesis Data Tabular  (Synthesizer) 

Pada tahap ini dilakukan pemilihan model dasar untuk integrasi ML utility. 

Selanjutnya model ini akan disebut synthesizer. Synthesizer diidentifikasi dengan 

studi literatur tentang model sintesis data tabular berbasis deep learning mulai tahun 

2019. Dari literatur yang diperoleh, untuk tiap tiap jenis model, dipilih model 

terbaru yang menyatakan keunggulan dari model sebelumnya. Model yang dipilih 

adalah TVAE (VAE), LCT-GAN (GAN), TabDDPM (Diffusion), dan 

REaLTabFormer (Transformer). Untuk model berbasis GAN, CTAB-GAN+ dan 

LCT-GAN adalah model terbaru yang menyatakan keunggulan dari model-model 

sebelumnya, tapi CTAB-GAN+ terlalu berat untuk dijalankan sehingga LCT-GAN 

dipilih.  

3.2.2 Pengumpulan Data 

Data yang digunakan adalah data sekunder dari dataset-dataset publik yang 

umumnya bersifat rahasia, yaitu data kesehatan dan bisnis, karena kedua jenis data 

tersebut cenderung mengandung informasi pribadi yang sensitif (Assefa et al., 

2020; Choi et al., 2017; Olatunji et al., 2022). Dipilih  tiga dataset dengan jenis task 
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berbeda, yaitu regresi, klasifikasi biner, dan klasifikasi multikelas. Selain itu, 

dataset dipilih dengan jumlah baris antara 1024 dan 4096 dan jumlah kolom di 

antara 5 dan 15 agar data tidak terlalu kecil tapi juga tidak terlalu besar.   

3.2.3 Data Preparation 

Alur pembuatan dataset untuk training model ML utility dilampirkan pada 

Gambar 3.2. Dataset dibagi secara acak menjadi 5 fold training set dan test set 

dengan rasio 80:20. Untuk melatih estimator, dari setiap model dan fold, 6 dataset 

sintetis dihasilkan ketika melatih synthesizer setiap 10% epoch/step, sehingga 

menghasilkan 1200 dataset sintetis. Setiap dataset sintetis ini berukuran sama 

dengan dataset training yang digunakan, yaitu 80% dari dataset asli. Dataset 

sintetis ini dibagi menjadi 800 dataset training, 200 dataset validasi, dan 200 

dataset testing. Dataset training ditambahi 5 fold dataset asli.  

 

Gambar 3.2 Pembuatan Dataset untuk Training Model ML Utility  (Estimator) 

Preprocessing dilakukan sebagaimana dilakukan dalam penelitian 

sebelumnya sesuai dengan synthesizer yang digunakan (Tabel 3.1). Preprocessing 

Realtabformer (Solatorio & Dupriez, 2023) berbeda dari model yang lain dengan 

adanya embedding layer. Dalam pelatihan estimator, embedding layer berasal dari 

model yang sudah dilatih, sedangkan dalam penggunaannya, embedding layer 

berasal dari model yang sedang dilatih. 
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Tabel 3.1 Preprocessing Model Dasar Sintesis Data Tabular (Synthesizer) 

Model Preprocessing variabel 

Numerik  Kategori 

Sederhana Multimodus Long 

tail 

Kecil Besar 

TVAE Mode-specific normalization One-Hot Encoding 

LCT-GAN Min-max 

normalization 

[-1, 1] 

Mode-

specific 

normalizati-

on + Vektor 

Modus 

Log One-Hot 

Encoding 

Integer + 

Min-max 

normaliza-

tion [-1, 1] 

TabDDPM Gaussian Quantile Transformation One-Hot 

Encoding 

Integer 

Encoding 

REaLTab-

Former 

Pembulatan + Konversi String + Split Konversi String 

Tokenisasi dan Embedding 

 

3.2.4 Pengembangan Model ML Utility  (Estimator) 

Model ML Utility  dilatih untuk mengestimasi ML utility sebuah dataset. 

Selanjutnya, model ini akan disebut estimator. Nilai ML utility sesungguhnya 

diukur dengan R2 atau F1-score dari sebuah model Catboost dengan yang telah di-

fine-tune (Kotelnikov, Baranchuk, Rubachev, & Babenko, 2023). Catboost adalah 

algoritma gradient boosted decision tree yang dikembangkan oleh peneliti dan 

engineer dari Yandex (Prokhorenkova et al., 2018; Yandex, 2024). Model Catboost 

ini selanjutnya akan disebut predictor. Estimator dibuat dengan memodifikasi 

encoder transformer (Vaswani et al., 2017) untuk menggunakan ISAB dan PMA 

dari set transformer (Lee et al., 2019) (Gambar 3.3, Gambar 3.4). Setiap multi-head 

attention diganti dengan Induced Set Attention Block (ISAB). Pooling by Multihead 

Attention (PMA) digunakan setelah layer encoder terakhir. Positional encoding 

dihilangkan seperti dalam set transformer karena posisi sampel dalam dataset tidak 

berarti (Lee et al., 2019). Embedding layer diganti dengan dense encoder layer. 

Dataset sintetis dianggap sebagai training set sedangkan test set menggunakan data 

asli (Gambar 3.5). Keduanya diberikan ke encoder yang sama, lalu hasilnya 

digabungkan dengan pengurangan, kemudian diratakan menjadi satu vektor yang 

akan diproses dengan dense layer untuk menghasilkan prediksi (Pokhrel et al., 

2022). Khusus untuk regresi, nilai R2 bisa negatif sehingga prediksi 
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ditransformasikan dengan Ὢὼ ρ ὼ. Loss function yang digunakan adalah 

Mean Squared Error  (MSE) antara ML utility sesungguhnya dan ML utility yang 

diestimasi (Fu et al., 2020). MSE didefinisikan dalam Rumus 3.1 (Devaraj et al., 

2021). 

 

 

Gambar 3.3 Arsitektur Model Estimasi ML Utility  (Estimator) 

 

Gambar 3.4 Arsitektur Transformer Encoder dari Model Estimasi ML Utility  (Estimator) 

 

Gambar 3.5 Ilustrasi Alur Training Model Estimator ML Utility  yang Diajukan 

ὓὛὉώȟώ
ρ

ὲ
ώ ώ  (3.1) 
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Secara ideal, sebuah loss function yang baik menghasilkan gradien yang 

linear (Arjovsky et al., 2017) dengan ukuran yang besar ketika loss besar dan kecil 

ketika loss kecil (Yoa et al., 2021). Karena itu, gradient penalty (Gulrajani et al., 

2017) ditambahkan untuk membentuk gradien agar memiliki besaran (magnitude) 

yang berskala secara linear dengan Mean Absolute Error  (MAE) prediksi dengan 

skala tertentu (hyperparameter). MAE didefinisikan dalam Rumus 3.2 (Devaraj et 

al., 2021). 

ὓὃὉώȟώ
ρ

ὲ
ȿώ ώȿ (3.2) 

3.2.5 Evaluasi Model ML Utility  (Estimator) 

Pada tahap ini, dilakukan evaluasi terhadap estimator untuk setiap dataset 

dan model sintesis data. Evaluasi dilakukan menggunakan test set yang telah 

dipisahkan sebelumnya. Evaluasi diulang 5 kali dengan indeks sebagai seed. Rata-

rata Root Mean Squared Error (RMSE) antara estimasi dan nilai sesungguhnya 

dilaporkan. RMSE didefinisikan dalam Rumus 3.3 (Devaraj et al., 2021). Untuk 

mengukur dampak gradient penalty, evaluasi diulang untuk model yang dilatih 

tanpa gradient penalty, dan hasilnya dibandingkan.  

ὙὓὛὉώȟώ ὓὛὉώȟώ
ρ

ὲ
ώ ώ  (3.3) 

 

3.2.6 Integrasi Model ML Utility  (Estimator) 

Pada tahap ini, estimator diintegrasikan dalam training synthesizer (Gambar 

3.6). Ini dilakukan dengan menghasilkan beberapa data sintetis dari model sintesis 

data, lalu menambahkan beberapa data asli untuk mencapai jumlah yang sama 

dengan dataset asli. Kemudian, gabungan dataset ini diberikan kepada estimator 

untuk mengestimasi nilai ML Utility  dataset tersebut. Nilai ML utility estimasi ini 

dibandingkan dengan nilai ML utility target, lalu kesalahannya dipropagasi kembali 

hingga ke synthesizer. Proses ini dilakukan tiap beberapa epoch atau step (Rashed 

et al., 2021) dan bisa diulang beberapa kali. Frekuensi, jumlah perulangan, jumlah 

data sintetis, dan nilai target adalah hyperparameter yang ditentukan melalui 
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tuning. Dataset yang disintesis tidak berukuran utuh karena proses sampel dataset 

ukuran utuh memerlukan waktu yang lama dan graph yang diperlukan untuk 

backpropagation memakan sangat banyak memori. Dataset sintetis diasumsikan 

tidak dapat memiliki nilai ML Utility  lebih tinggi daripada target, sehingga jika 

dataset sintetis diestimasi memiliki nilai lebih tinggi, ini dianggap sebagai 

kesalahan estimasi dan backpropagation tidak dilakukan. Ilustrasi data pada saat 

training model sintesis data dan pembuatan data sintetis serta backpropagation 

estimasi ML utility diilustrasikan pada Gambar 3.7 dan Gambar 3.8. 

 

Gambar 3.6 Ilustrasi Training Model Sintesis Data (Synthesizer) dengan Integrasi Model 

ML Utility  (Estimator) 
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Gambar 3.7 Ilustrasi Contoh Data dalam Training Model Sintesis Data (Synthesizer) 

 

Gambar 3.8 Ilustrasi Contoh Data dalam Pembuatan Data Sintetis dan Backpropagation 

Estimasi ML Utility  

3.2.7 Evaluasi Integrasi ML Utility  

Pada tahap ini, dampak integrasi ML utility dievaluasi dengan 

membandingkan ML utility dari tiap synthesizer dengan dan tanpa integrasi ML 

utility. Synthesizer yang digunakan adalah TVAE (L. Xu et al., 2019), LCT-GAN 

(Velev, 2022), TabDDPM (Kotelnikov, Baranchuk, Rubachev, & Babenko, 2023), 
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dan REaLTabFormer (Solatorio & Dupriez, 2023). Selain itu, dampak integrasi ini 

juga dievaluasi terhadap metrik lain yang mungkin terdampak negatif, yaitu 

kemiripan distribusi, perbedaan korelasi antar fitur, dan jarak terkecil terhadap data 

asli (privasi). Evaluasi metrik lain juga dilakukan dengan membandingkan nilai dari 

tiap synthesizer dengan dan tanpa integrasi ML utility. Penelitian ini menggunakan 

metrik yang umum digunakan dalam penelitian sebelumnya; dilampirkan pada 

Tabel 3.2. Nilai optimal atau arah metrik ditandai dengan bintang (*).  

Evaluasi dilakukan dengan sebanyak 5-fold dengan indeks fold sebagai seed 

model. Tiap model yang dihasilkan oleh sebuah fold digunakan untuk menyintesis 

30 dataset sehingga diperoleh 150 dataset sintetis untuk tiap pasangan model-

dataset (Gambar 3.9).  

 

Gambar 3.9. Alur Evaluasi Model Sintesis Data Tabular (Synthesizer) 
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Tabel 3.2 Metrik Evaluasi 

Penilaian Metrik  Nilai  Referensi 

Min Max 

ML Utility 

/ Efficacy 

Regresi R2 

 

-Ð 1* (Kotelnikov, 

Baranchuk, 

Rubachev, & ..., 

2023; Solatorio & 

Dupriez, 2023; L. Xu 

et al., 2019) 

Klasifikasi F1-score 0 1* (Kotelnikov, 

Baranchuk, 

Rubachev, & ..., 

2023; Solatorio & 

Dupriez, 2023; Velev, 

2022; L. Xu et al., 

2019; Zhao et al., 

2021) 

Kemiripan 

Distribusi 

Numerik Wasserstein 

Distance (WD) 

0* Ð (Velev, 2022; Zhao et 

al., 2021; Zhao, 

Kunar, et al., 2022) Kategori Jensen-

Shannon 

Divergence 

(JSD) 

0* 1 

Korelasi Difference in 

Pairwise 

Correlation 

(Diff. Corr) 

0* 2 (Kotelnikov, 

Baranchuk, 

Rubachev, & ..., 

2023; Velev, 2022; 

Zhao et al., 2021; 

Zhao, Kunar, et al., 

2022) 

Privasi Distance to 

Closest 

Record (DCR) 

0 Ð*  (Kotelnikov, 

Baranchuk, 

Rubachev, & ..., 

2023; Zhao et al., 

2021) 

 

3.2.8 Pemeriksaan Sampel Dataset Sintetis 

Beberapa sampel dataset yang mengalami peningkatan ML utility diperiksa 

lebih detail untuk melihat perbedaannya. Karena dataset secara utuh tidak dapat 
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diamati dengan mata telanjang, hal ini akan dilakukan dengan grafik dan metrik 

yang lebih rinci, serta sampel baris data paling mirip untuk metrik DCR privasi. 

Sebuah dataset sintetis diambil sebagai contoh dengan memilih dataset dengan 

integrasi MLU dengan nilai ML Utility tertinggi, berpasangan dengan dataset 

sintetis tanpa integrasi MLU (baseline) dengan seed dan split yang sama. Dataset 

baseline dipilih dengan seed dan split yang sama agar pasangan dataset yang 

dibandingkan berasal dari parameter yang sama, hanya berbeda perlakuan adanya 

integrasi atau tidak.  

3.3 Timeline Penelitian 

Penelitian dilakukan dengan timeline pada. Tabel 3.3. 
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Tabel 3.3 Timeline Penelitian 

Kegiatan 
Jun 

2023 

Agu  

2023 

Sep 

2023 

Okt  

2023 

Nov 

2023 

Des 

2023 

Jan 

2024 

Feb 

2024 

Maret  

2024 

Apr  

2024 

Mei 

2024 

Studi literatur            

Pemilihan model dasar sintesis data            

Pengumpulan data            

Data preparation            

Pengembangan model ML utility            

Evaluasi model ML utility            

Integrasi model ML utility            

Evaluasi integrasi ML utility            

Pelaporan            



42 

 

(Halaman sengaja dikosongkan) 
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4 BAB 4  

HASIL DAN PEMBAHASAN  

 

4.1 Pemilihan Model Dasar Sintesis Data Tabular 

Synthesizer diidentifikasi dengan studi literatur tentang model sintesis data 

tabular berbasis deep learning mulai tahun 2019. Dari studi literatur, ditemukan 

model-model berikut: TVAE (L. Xu et al., 2019), CT-GAN (L. Xu et al., 2019), 

FCT-GAN (Zhao, Birke, et al., 2022), CTAB-GAN (Zhao et al., 2021), CTAB-

GAN+ (Zhao, Kunar, et al., 2022), LCT-GAN (Velev, 2022), TabDDPM 

(Kotelnikov, Baranchuk, Rubachev, & Babenko, 2023), dan REaLTabFormer 

(Solatorio & Dupriez, 2023). Dari semua model tersebut, untuk tiap jenis model, 

dipilih model terbaru yang menyatakan keunggulan dari model sebelumnya. Model 

yang dipilih adalah TVAE (VAE), LCT-GAN (GAN), TabDDPM (Diffusion), dan 

REaLTabFormer (Transformer). Untuk model berbasis GAN, CTAB-GAN+ dan 

LCT-GAN adalah model terbaru yang menyatakan keunggulan dari model-model 

sebelumnya, tapi CTAB-GAN+ terlalu berat untuk dijalankan sehingga LCT-GAN 

dipilih.  

4.2 Pengumpulan Data 

Dataset yang digunakan dipaparkan pada Tabel 4.1. Ketiga dataset tidak 

memiliki nilai kosong.  

Tabel 4.1 Sumber dan Deskripsi Singkat Dataset yang Digunakan 

Dataset Task Jumlah 

Baris 

Jumlah 

Atribut  

Contraceptive Prevalence Survey 

(Lim, 1997) 

Klasifikasi 

Multiclass 

1.473 
10 

Insurance (Stednick, 2017) Regresi 1.338 7 

Patient Treatment Classification 

(Sadikin, 2020) 

Klasifikasi 

Biner 
3.309 11 

 

Dataset contraceptive (Lim, 1997) memiliki task untuk memprediksi 

apakah seorang wanita menggunakan kontrasepsi jangka panjang, jangka pendek, 

atau tidak sama sekali (multiclass classification). Dataset ini berasal dari survei 
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prevalensi kontrasepsi nasional Indonesia pada tahun 1987. Data diperoleh dari 

wanita yang sudah menikah tapi tidak sedang hamil. Fitur-fitur dalam data adalah 

fitur demografi umum dan status sosial ekonomi. Variabel numerik, ordinal, dan 

kategori dalam data Contraceptive dideskripsikan pada Tabel 4.2, Tabel 4.3, dan 

Tabel 4.4, secara berurutan. 

Tabel 4.2 Variabel Numerik Dataset Contraceptive 

Variabel Numerik  Tipe Min  Max Mean Stdev Median 

Age Integer 16.0 49.0 32.5 8.2 32.0 

N Children Integer 0.0 16.0 3.3 2.4 3.0 

 

Tabel 4.3 Variabel Ordinal Dataset Contraceptive 

Variabel Ordinal  Tipe Min  Max Modus 

Education Ordinal 1 4 4 (39%) 

Partner Education Ordinal 1 4 4 (61%) 

Living Standard Ordinal 1 4 4 (46%) 

 

Tabel 4.4 Variabel Kategori Dataset Contraceptive 

Variabel 

Kategori 

Tipe  Nilai  Modus 

Islam Biner Tidak, Ya Ya (85%) 

Working Biner Tidak, Ya Ya (75%) 

Husband 

Occupation 

Kategori 1, 2, 3, 4 3 (40%) 

Media Exposure Biner Baik, Tidak baik Baik (93%) 

Contraceptive Biner Tidak menggunakan, Jangka 

panjang, Jangka pendek 

Tidak 

menggunakan 

(43%) 

 

Dataset insurance (Stednick, 2017) memiliki task untuk memprediksi biaya 

asuransi medis (regression). Dataset ini diambil dari buku ñMachine Learning with 

Rò oleh Brett Lantz (Lantz, 2019). Variabel numerik dan kategori dalam data 

Insurance dideskripsikan pada Tabel 4.5 dan Tabel 4.6, secara berurutan. 
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Tabel 4.5 Variabel Numerik Dataset Insurance 

Variabel 

Numerik  

Tipe Min  Max Mean Stdev Median 

Age Integer 18.0 64.0 39.2 14.0 39.0 

Bmi (Body 

Mass Index) 

Kontinu 16.0 53.1 30.7 6.1 30.4 

Children Integer 

Long Tail 

0.0 5.0 1.1 1.2 1.0 

Charges Kontinu 

Long Tail 

1,121.9 63,770.4 13,270.4 12,110.0 9,382.0 

 

Tabel 4.6 Variabel Kategori Dataset Insurance 

Variabel 

Kategori 

Tipe  Nilai  Modus 

Sex Biner Female, Male Laki-laki 

(51%) 

Smoker Biner Tidak, Ya Tidak (80%) 

Region Kategori Northeast, Southeast, Southwest, 

Northwest 

Southeast 

(27%) 

 

Dataset treatment (Sadikin, 2020) memiliki task untuk memprediksi  

apakah seseorang perlu menjadi pasien rawat inap atau rawat jalan (binary 

classification). Dataset ini adalah Electronic Health Record (EHR) yang 

dikumpulkan dari rumah sakit swasta di Indonesia dengan uji laboratorium. MCH 

(Mean Corpuscular Hemoglobin) adalah rata-rata jumlah hemoglobin dalam sel 

darah merah. MCHC (MCH Concentration) adalah rata-rata konsentrasi 

hemoglobin dalam sel darah merah. MCV (Mean Corpuscular Volume) adalah rata-

rata volume sel darah merah. Variabel numerik dan kategori dalam data Treatment 

dideskripsikan pada Tabel 4.7 dan Tabel 4.8, secara berurutan. 
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Tabel 4.7 Variabel Numerik Dataset Treatment 

Variabel Numerik  Tipe Min  Max Mean Stdev Median 

Haematocrit  Kontinu 13.7 69.0 38.2 6.0 38.7 

Haemoglobins Kontinu 3.8 18.9 12.7 2.1 12.9 

Erythrocyte Kontinu 1.5 7.86 4.5 0.8 4.6 

Leucocyte Kontinu 

Long Tail 

1.1 76.6 8.7 5.0 7.6 

Thrombocyte Kontinu 

Long Tail 

10.0 1121.0 258.9 112.7 257.0 

MCH (Mean 

corpuscular 

hemoglobin) 

Kontinu 14.9 40.8 28.2 2.7 28.7 

MCHC (Mch 

concentration) 

Kontinu 26.0 38.4 33.3 1.3 33.4 

MCV (mean 

corpuscular volume) 

Kontinu 54.0 116.0 84.6 6.9 85.3 

Age Integer 1.0 99.0 46.6 21.9 48.0 

 

Tabel 4.8 Variabel Kategori Dataset Treatment 

Variabel Kategori  Tipe  Nilai  Modus 

Sex Biner F, M M (53%) 

Source Biner Rawat jalan, Rawat inap Rawat jalan (60%) 

 

4.3 Data Preparation 

Dataset dibagi secara acak menjadi 5 fold training set dan test set dengan 

rasio 80:20. Untuk melatih model ML utility (estimator), dari setiap model sintesis 

data (synthesizer) dan fold, 6 dataset sintetis dihasilkan setiap 10% epoch/step 

ketika melatih synthesizer, sehingga menghasilkan 1200 dataset sintetis (Gambar 

4.1). Dataset sintetis ini dibagi menjadi 800 dataset training, 200 dataset validasi, 

dan 200 dataset testing. Statistik deskriptif dari nilai ML utility dari dataset yang 

dibuat ditampilkan pada Tabel 4.9 dan Tabel 4.10. Density plot untuk nilai ML 

utility dilampirkan pada Gambar 4.2, Gambar 4.3, dan Gambar 4.4 untuk dataset 

Contraceptive, Insurance, dan Treatment, secara berurutan.  Dalam density plot, 

sumbu y adalah kepadatan probabilitas dari sebuah distribusi. Kepadatan 
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probabilitas adalah probabilitas per unit pada sumbu x.  Dataset training ditambahi 

5 fold dataset asli. 

 

Gambar 4.1 Pembuatan Dataset untuk Training Model ML Utility  (Estimator) 

Dataset sintetis untuk training secara keseluruhan dihasilkan menggunakan 

Kode 4.1. Data dimuat dan dipraproses menggunakan Kode 4.2. Preprocessing tiap 

model dasar disatukan dalam objek DataPreprocessor (Kode 4.3) agar memiliki 

antarmuka yang seragam. Contoh data yang telah dipraproses dilampirkan pada 

Gambar 4.6, Gambar 4.7, Gambar 4.8, dan Gambar 4.9 untuk LCT-GAN, 

Realtabformer, TabDDPM, dan TVAE. Sintesis data dilakukan menggunakan 

Kode 4.4, Kode 4.5, Kode 4.6, dan Kode 4.7 untuk LCT-GAN, Realtabformer, 

TabDDPM, dan TVAE. Kemudian, penilaian ML utility dari data sintesis dilakukan 

menggunakan Kode 4.8 secara keseluruhan dan Kode 4.9 secara satuan.  

Tabel 4.9 Statistik Deskriptif dari Nilai ML Utility Dataset Sintetis per Synthesizer untuk 

Training Estimator 

Synthesizer Count Contraceptive Insurance Treatment 

Mean Stdev Mean Stdev Mean Stdev 

LCT-GAN 300 0.2667 0.0789 -

0.1622 

0.2006 0.1443 0.1936 

Realtabformer 300 0.4533 0.0513 0.1317 0.0104 0.6008 0.0448 

TabDDPM 300 0.4684 0.0436 0.1301 0.0095 0.5895 0.0373 

TVAE 300 0.4283 0.0695 0.0534 0.1012 0.5513 0.0622 

Asli 5 0.5120 - 0.1390 - 0.6220 - 
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Tabel 4.10 Statistik Deskriptif dari Nilai ML Utility Dataset Sintetis per Split untuk 

Training Estimator 

Dataset Type Count Contraceptive Insurance Treatment 

Mean Stdev Mean Stdev Mean Stdev 

Train 800 0.4028 0.1008 0.0383 0.1658 0.4714 0.2168 

Val 200 0.4040 0.1022 0.0373 0.1621 0.4714 0.2206 

Test 200 0.4100 0.1066 0.0389 0.1622 0.4717 0.2169 

 

 

(a) 

 

(b) 

Gambar 4.2 Density Plot dari Nilai ML Utility  untuk Dataset Contraceptive per (a) Model 

dan  (b) Split 

 

(a) 

 

(b) 

Gambar 4.3 Density Plot dari Nilai ML Utility  untuk Dataset Insurance per (a) Model dan  

(b) Split 
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(a) 

 

(b) 

Gambar 4.4 Density Plot dari Nilai ML Utility  untuk Dataset Treatment per (a) Model 

dan  (b) Split 

 

import  papermill as  pm 

from  pathlib import  Path  

import  shutil  

import  os  

 

folder = "eval"  

datasets = [  

    "contraceptive" ,  

    "insurance" ,  

    "treatment" ,  

]  

models = [  

    "tvae" ,  

    "lct_gan" ,    

    "tab_ddpm" ,   

    "realtabformer" ,  

]  

gp = False  

epoch_n = 10 

mlu_trainer = False  

dfs = [ 0,  1,  2,  3,  4]  

 

for  dataset in  datasets :  

    for  model in  models :  

        file = f"{model}_eval.ipynb"  

        for  i in  dfs :  

            for  j in  range( epoch_n ):  

                %cd / kaggle / working  

                dir  = os . path . join ( folder ,  dataset ,  model ,  f"{j}_{i}")  

                path = os . path . join (dir,  file )  

                Path (dir). mkdir ( parents =True,  exist_ok =True)  

                shutil . copy ( file ,  path )  
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                params = dict(  

                    dataset_name =dataset ,  

                    gp=gp ,  

                    df_name =i ,  

                    epoch_scale =1.0 *  (( j +1)/ epoch_n ),  

                    folder =folder ,  

                    path =dir,  

                )  

                if  not  mlu_trainer :  

                    params [ "mlu_run" ]  = None 

                pm. execute_notebook (  

                    path ,   

                    path ,   

                    local_execution =True,   

                    name=path ,  

                    parameters =params ,  

                )  

 

Kode 4.1 Pembuatan Dataset Sintetis untuk Training Estimator (Disederhanakan)  

Kode 4.1 mengeksekusi Jupyter notebook sintesis data untuk setiap dataset 

dan model menggunakan papermill. Notebook yang dieksekusi berbeda tergantung 

modelnya. Parameter dalam notebook sintesis data diubah dengan injeksi melalui 

dictionary parameters. Parameter mlu_trainer bernilai False berarti sintesis data 

dilakukan tanpa integrasi ML Utility. Parameter ini diteruskan ke notebook sintesis 

data sebagai mlu_run. Epoch_n bernilai 10 berarti sintesis data dilakukan 10 kali 

tiap 1/10 epoch, yaitu dengan dengan epoch_scale 0.1 hingga 1.0. Dfs adalah indeks 

fold dari dataframe, dengan df_name adalah fold yang sedang dieksekusi.  

 

 

import  os  

import  json  

import  pandas as  pd 

from  ml_utility_loss . util import  split_df_ratio ,  filter_dict_2 ,  filter_dict ,  

seed  

import  ml_utility_loss . synthesizers . tab_ddpm . params as  TAB_DDPM_PARAMS 

import  ml_utility_loss . synthesizers . lct_gan . params as  LCT_GAN_PARAMS 

import  ml_utility_loss . synthesizers . realtabformer . params as  RTF_PARAMS 

from  ml_utility_loss . synthesizers . realtabformer . params . default import  

REALTABFORMER_PARAMS 

from  ml_utility_loss . loss_learning . estimator . pipeline import  load_rtf_embed  
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from  ml_utility_loss . loss_learning . estimator . preprocessing import  

DataPreprocessor  

 

datasets = [...]  

models = [...]  

 

path_prefix = "../../../../"  

 

dataset_dir =os . path . join ( path_prefix ,  "ml - utility - loss" ,  "datasets" )  

dataset_name = "contraceptive"  

 

model_name = ...  

 

mlu_run = True  

 

df_name = "df"  

df = pd . read_csv ( os . path . join ( dataset_dir ,  f"{dataset_name}.csv" ))  

with  open( os . path . join ( dataset_dir ,  f"{dataset_name}.json" ))  as  f :  

    info = json . load ( f )  

     

dfs = {  

    "df" :  df ,  

}  

dfs_test = {}  

for  i in  range( 5):  

    train ,  test = split_df_ratio ( df ,  ratio =0.2 ,  i =i ,  seed =42)  

    dfs [ i ]  = train  

    dfs_test [ i ]  = test  

 

train = dfs [ df_name ]  

test = dfs_test [ df_name ]  

 

seed (int( df_name ))  

 

tab_ddpm_params = getattr( TAB_DDPM_PARAMS,  dataset_name ). BEST 

lct_gan_params = getattr( LCT_GAN_PARAMS,  dataset_name ). BEST 

lct_ae_params = filter_dict_2 ( lct_gan_params ,  LCT_GAN_PARAMS. default . AE_PARAMS)  

rtf_params = getattr( RTF_PARAMS,  dataset_name ). BEST 

rtf_params = filter_dict ( rtf_params ,  REALTABFORMER_PARAMS)  

 

lct_ae_embedding_size =lct_gan_params [ "embedding_size" ]  

tab_ddpm_normalization ="quantile"  

tab_ddpm_cat_encoding =tab_ddpm_params [ "cat_encoding" ]  

tab_ddpm_y_policy ="default"  

tab_ddpm_is_y_cond =True  

 

lct_ae = None 
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rtf_embed = None 

if  isinstance( mlu_run ,  (int,  str))  or  mlu_run is  True:  

    rtf_embed = load_rtf_embed (  

        dataset_name =dataset_name ,  

        model_dir =os . path . join ( path_prefix ,  "ml - utility - loss/models" ),  

        model_name ="realtabformer" ,  

        df_name ="df" ,  

        ckpt_type ="best - disc - model"  

    )  

 

preprocessor = DataPreprocessor (  

    info [ "task" ],  

    target =info [ "target" ],  

    cat_features =info [ "cat_features" ],  

    mixed_features =info [ "mixed_features" ],  

    longtail_features =info [ "longtail_features" ],  

    integer_features =info [ "integer_features" ],  

    lct_ae_embedding_size =lct_ae_embedding_size ,  

    lct_ae_params =lct_ae_params ,  

    lct_ae =lct_ae ,  

    tab_ddpm_normalization =tab_ddpm_normalization ,  

    tab_ddpm_cat_encoding =tab_ddpm_cat_encoding ,  

    tab_ddpm_y_policy =tab_ddpm_y_policy ,  

    tab_ddpm_is_y_cond =tab_ddpm_is_y_cond ,  

    realtabformer_embedding =rtf_embed ,  

    realtabformer_params =rtf_params ,  

)  

preprocessor . fit ( df )  

 

Kode 4.2 Data Loading, Seed, dan Preprocessing (Disederhanakan) 

Kode 4.2 adalah bagian awal yang sama pada tiap notebook sintesis data dan 

notebook estimator ML utility. Bagian ini meliputi data loading, preprocessing, dan 

penentuan seed. Dataset dimuat dari csv sebagai sebuah DataFrame. Selain itu, 

metadata dalam bentuk json juga dimuat dalam variabel info. Metadata ini berisi 

informasi mengenai task, jenis kolom, kolom target, jumlah kelas target, dan 

ukuran dataset. DataFrame ini kemudian dibagi menjadi 5 fold dengan fungsi 

split_df_ratio, dan sepasang data train dan test dipilih sesuai df_name. Random 

seed juga ditentukan dengan df_name yang berupa angka. Kemudian, parameter 

tiap synthesizer dimuat sesuai dataset_name. Parameter ini digunakan bersama 

metadata dataset untuk membuat objek DataPreprocessor, karena preprocessing 

dilakukan menurut parameter dan metadata tersebut. Embedding layer 
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Realtabformer akan dimuat dengan fungsi load_rtf_embed untuk estimator ML 

utility jika perlu.  

 

 

import  numpy as  np 

import  pandas as  pd 

import  torch  

from  ml_utility_loss . util import  DEFAULT_DEVICE 

from  ml_utility_loss . synthesizers . tvae . preprocessing import  DataTransformer as  

TVAEDataTransformer  

from  ml_utility_loss . synthesizers . realtabformer . wrapper import  REaLTabFormer  

from  ml_utility_loss . synthesizers . tab_ddpm . preprocessing import  DataPreprocessor 

as  TabDDPMDataPreprocessor  

from  ml_utility_loss . synthesizers . lct_gan . pipeline import  create_ae  

 

DEFAULT_MODELS = [ "tvae" ,  "realtabformer" ,  "lct_gan" ,  "tab_ddpm_concat" ]  

 

def  emb2indices ( output ,  emb_layer ):  

    # output is size: [batch, sequence, emb_length], emb_layer is size: 

[num_tokens, emb_length]  

    emb_weights = emb_layer . weight  

 

    # get indices from embeddings:  

    emb_size = output . size ( 0),  output . size ( 1),  - 1,  - 1 

    out_size = - 1,  - 1,  emb_weights . size ( 0),  - 1 

    out_indices = torch . argmin ( torch .abs( output . unsqueeze ( 2). expand ( out_size )  -  

emb_weights . unsqueeze ( 0). unsqueeze ( 0). expand ( emb_size )).sum( dim =3),  dim =2)  

    return  out_indices  

 

class  DataPreprocessor:   

    def  __init__ (  

        self ,   

        task ,  

        target =None,  

        cat_features =[],  

        mixed_features ={},  

        longtail_features =[],  

        integer_features =[],  

        lct_ae =None,  

        lct_ae_params ={},  

        lct_ae_embedding_size =64 ,  

        tab_ddpm_normalization ="quantile" ,  

        tab_ddpm_cat_encoding ="ordinal" ,   

        tab_ddpm_y_policy ="default" ,  

        tab_ddpm_is_y_cond =True,  

        model =None,  
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        models =DEFAULT_MODELS,  

        realtabformer_params =None,  

        realtabformer_embedding =None,  

        cuda =False,  

        freeze =True,  

    ):  

        self . cat_features = cat_features  

        self . mixed_features = mixed_features  

        self . longtail_features = longtail_features  

        self . integer_features = integer_features  

         

        self . models = models  

        assert  not  model or  model in  models  

        self . model = model  

 

        self . realtabformer_embedding =None 

        self . tvae_transformer = None 

        self . rtf_model = None 

        self . lct_ae = None 

        self . tab_ddpm_preprocessor = None 

        self . cuda = cuda  

        self . dtypes = None 

        self . freeze = freeze  

        self . realtabformer_embedding_size = 0 

 

        lct_ae_params = dict( lct_ae_params )  

        lct_ae_params . pop ( "epochs" ,  0)  

        self . lct_ae_params = {  

            "embedding_size" :  lct_ae_embedding_size ,  

            ** lct_ae_params ,  

        }  

 

        if  "tvae" in  self . models :  

            self . tvae_transformer = TVAEDataTransformer ()  

        if  "realtabformer" in  self . models :  

            realtabformer_params = realtabformer_params or  {}  

            realtabformer_params = {  

                ** realtabformer_params ,  

                **dict(  

                    gradient_accumulation_steps =1,  

                    epochs =1,  

                )  

            }  

            self . rtf_model = REaLTabFormer (  

                model_type ="tabular" ,  

                ** realtabformer_params  

            )  

            self . realtabformer_embedding = realtabformer_embedding  
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            if  self . realtabformer_embedding :  

                self . realtabformer_embedding_size = 

self . realtabformer_embedding . weight . shape [ - 1]  

                if  self . freeze and  self . realtabformer_embedding is  not  None:  

                    for  param in  self . realtabformer_embedding . parameters ():   

                        param . requires_grad = False  

        if  "lct_gan" in  self . models :  

            self . lct_ae = lct_ae  

            self . lct_ae_embedding_size = lct_ae_embedding_size  

            if  self . freeze and  self . lct_ae is  not  None:  

                for  param in  self . lct_ae . parameters ():   

                    param . requires_grad = False  

        if  self . lct_ae :  

            self . lct_ae_embedding_size = self . lct_ae . embedding_size  

        if  "tab_ddpm_concat" in  self . models :  

            self . tab_ddpm_preprocessor = TabDDPMDataPreprocessor (  

                task_type =task ,  

                cat_features =cat_features ,  

                target =target ,  

                normalization =tab_ddpm_normalization ,  

                cat_encoding =tab_ddpm_cat_encoding ,  

                y_policy =tab_ddpm_y_policy ,  

                is_y_cond =tab_ddpm_is_y_cond  

            )  

 

    def  fit ( self ,  train ):  

        self . dtypes = train . dtypes . to_dict ()  

        self . vocabulary_sizes = { k : 0 for  k in  self . models }  

        self . embeddings = {}  

        if  "tvae" in  self . models :  

            self . tvae_transformer . fit ( train ,  self . cat_features )  

        if  "realtabformer" in  self . models :  

            self . rtf_model . fit_preprocess ( train )  

            id2token = self . rtf_model . vocab [ "id2token" ]  

            vocab_size = max(max( id2token . keys ())  + 1,  len( id2token ))  

            for  k in  self . models :  

                if  "realtabformer" in  k :  

                    self . vocabulary_sizes [ k ]  = vocab_size  

        if  "lct_gan" in  self . models :  

            if  not  self . lct_ae :  

                self . lct_ae ,  recon = create_ae (  

                    train ,  

                    categorical_columns =self . cat_features ,  

                    mixed_columns =self . mixed_features ,  

                    integer_columns =self . integer_features ,  

                    log_columns =self . longtail_features ,  

                    epochs =1,  

                    ** self . lct_ae_params  
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                )  

                if  self . freeze :  

                    for  param in  self . lct_ae . parameters ():   

                        param . requires_grad = False  

        if  "tab_ddpm_concat" in  self . models :  

            self . tab_ddpm_preprocessor . fit ( train )  

 

        if  self . cuda :  

            self . lct_ae . ae . device = DEFAULT_DEVICE 

            self . lct_ae . ae . model . to ( DEFAULT_DEVICE)  

 

        self . embedding_sizes = {}  

        for  k in  self . models :  

            self . preprocess ( train ,  k ,  store_embedding_size =True)  

 

        self . adapter_sizes = dict( self . embedding_sizes )  

        if  "realtabformer" in  self . models :  

            k = "realtabformer"  

            if  self . realtabformer_embedding :  

                self . adapter_sizes [ k ]  = (  

                    self . embedding_sizes [ k ],   

                    self . vocabulary_sizes [ k ],   

                    self . realtabformer_embedding ,   

                    True,  

                )  

            elif  self . vocabulary_sizes [ k ]:  

                self . adapter_sizes [ k ]  = (  

                    self . embedding_sizes [ k ],   

                    self . vocabulary_sizes [ k ],   

                    None,  

                    True,  

                )  

            else:  

                raise  ValueError( f"Model {k} should be a realtabformer type, but 

realtabformer_embedding is {self . realtabformer_embedding} and the vocab size is 

{self . vocabulary_sizes [ k ] }" )  

 

    def  preprocess ( self ,  df ,  model =None,  store_embedding_size =False):  

        model = model or  self . model  

        assert  model ,  "must provide model"  

        assert  model in  self . models  

        df = df . astype ( self . dtypes )  

        if  model == "tvae" :  

            x = self . tvae_transformer . transform ( df )  

            if  store_embedding_size :  

                self . embedding_sizes [ model ]  = x . shape [ - 1]  

            return  x 

        if  model  == "realtabformer" :  
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            preprocessed = self . rtf_model . preprocess ( df ,  fit =False)  

            ids = self . rtf_model . map_input_ids ( preprocessed )  

            x = ids [ "input_ids" ]  

            if  isinstance( x ,  pd . Series ):  

                x = x . to_list ()  

            if  not  isinstance( x ,  np . ndarray ):  

                x = np . array ( x)  

            embed_size = x . shape [ - 1]  

            if  not  isinstance( x ,  np . ndarray ):  

                x = np . array ( x)  

            if  store_embedding_size :  

                self . embedding_sizes [ model ]  = embed_size  

            return  x 

        if  model == "lct_gan" :  

            x = self . lct_ae . preprocess ( df )  

            if  store_embedding_size :  

                self . embedding_sizes [ model ]  = x . shape [ - 1]  

            return  x 

        if  model == "tab_ddpm_concat" :  

            X_num,  X_cat ,  y = x = self . tab_ddpm_preprocessor . preprocess ( df ,  

store_embedding_size =True)  

            y1 = y . reshape ( - 1,  1)  

            if  store_embedding_size :  

                self . embedding_sizes [ model ]  = sum( xi . shape [ - 1]  if  xi is  not  None 

else  0 for  xi in  ( X_num,  X_cat ,  y1 ))  

            x = np . concatenate ([ xi for  xi in  [ X_num,  X_cat ,  y1 ]  if  xi is  not  

None],  axis =1)  

            return  x 

        raise  ValueError( f"Unknown model: {model}" )  

         

    def  postprocess ( self ,  x ,  model =None):  

        model = model or  self . model  

        assert  model ,  "must provide model"  

        assert  model in  self . models  

        if  model == "tvae" :  

            if  isinstance( x ,  list)  or  isinstance( x ,  tuple):  

                return  self . tvae_transformer . inverse_transform (* x)  

            if  isinstance( x ,  dict):  

                return  self . tvae_transformer . inverse_transform (** x)  

            return  self . tvae_transformer . inverse_transform ( x)  

        if  model == "realtabformer" :  

            if  isinstance( x ,  dict)  or  isinstance( x ,  pd . DataFrame ):  

                x = x [ "input_ids" ]  

            if  isinstance( x ,  pd . Series ):  

                x = x . to_list ()  

            if  not  isinstance( x ,  np . ndarray ):  

                x = np . array ( x)  

            return  self . rtf_model . postprocess ( x)  
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        if  model == "lct_gan" :  

            return  self . lct_ae . postprocess ( x)  

        if  model == "tab_ddpm_concat" :  

            if  isinstance( x ,  list)  or  isinstance( x ,  tuple):  

                return  self . tab_ddpm_preprocessor . postprocess (* x)  

            if  isinstance( x ,  dict):  

                return  self . tab_ddpm_preprocessor . postprocess (** x)  

            if  isinstance( x ,  pd . DataFrame ):  

                x = x . to_numpy ()  

            if  isinstance( x ,  np . ndarray ):  

                y = np . squeeze ( x [:, - 1])  

                n_num = self . tab_ddpm_preprocessor . n_num_1 

                n_cat = self . tab_ddpm_preprocessor . n_cat_1  

                X_num = x [:,  : n_num]  

                X_cat = x [:,  n_num: n_num+n_cat ]  

                return  self . tab_ddpm_preprocessor . postprocess ( X_num,  X_cat ,  y)  

            raise  ValueError( f"Invalid argument type for tab_ddpm preprocessor: 

{ type( x) }" )  

        raise  ValueError( f"Unknown model: {model}" )  

 

Kode 4.3 DataPreprocessor  

Kode 4.3 adalah kode DataPreprocessor, objek yang menjadi antarmuka 

umum untuk preprocessing tiap model sintesis data. Objek ini menyimpan 

parameter-parameter dan objek-objek yang diperlukan untuk preprocessing, 

misalnya model Realtabformer kosong untuk preprocessing Realtabformer dan 

objek TVAETransformer untuk preprocessing TVAE. Preprocessing dilakukan 

dengan fungsi preprocess, dan postprocessing dilakukan dengan fungsi 

postprocess. Preprocessing dan postprocessing dilakukan sesuai parameter model 

yang diberikan saat membuat DataPreprocessor atau ketika memanggil fungsi 

tersebut. Preprocessing dan postprocessing sesungguhnya dilakukan dengan kode 

yang diambil dari repository masing-masing model; objek ini hanya antarmuka.  

 

 

from  ml_utility_loss . util import  mkdir ,  seed ,  filter_dict  

import  ml_utility_loss . synthesizers . lct_gan . params as  PARAMS 

from  ml_utility_loss . synthesizers . lct_gan . pipeline import  create_ae ,  create_gan  

 

params = getattr( PARAMS,  dataset_name ). BEST 

gan_params = filter_dict_2 ( params ,  PARAMS. default . GAN_PARAMS)  

ae_params = filter_dict_2 ( params ,  PARAMS. default . AE_PARAMS)  

gan_params [ "epochs" ]  = int(round( epoch_scale *  gan_params [ "epochs" ]))  
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ae_params [ "epochs" ]  = int(round( epoch_scale *  ae_params [ "epochs" ]))  

 

dataset_kwargs ={  

    "categorical_columns" :  info [ "cat_features" ],  

    "mixed_columns" :  info [ "mixed_features" ],  

    "log_columns" :  info [ "longtail_features" ],  

    "integer_columns" :  info [ "integer_features" ],  

}  

 

lct_ae ,  recon = create_ae (  

    train ,  

    preprocess_df =df ,  

    ** ae_params ,  

    ** dataset_kwargs ,  

)  

 

for  p in  lct_ae . parameters ():  

    p. requires_grad = False  

gan ,  synth_df = create_gan (  

    lct_ae ,  

    train ,  

    ** gan_params  

)  

         

for  i in  range( 30):  

    seed ( i )  

    n = len( train )  

    synth_df = gan . sample ( n)[: n]  

    model_dir_3 = os . path . join ( model_dir_2 ,  str( i ))  

    mkdir ( model_dir_3 )  

 

    synth_df . to_csv ( os . path . join ( model_dir_3 ,  f"synth.csv" ))  

    dfs [ df_name ]. to_csv ( os . path . join ( model_dir_3 ,  f"train.csv" ))  

    dfs_test [ df_name ]. to_csv ( os . path . join ( model_dir_3 ,  f"val.csv" ))  

    dfs_test [ df_name ]. to_csv ( os . path . join ( model_dir_3 ,  f"test.csv" ))  

 

Kode 4.4 Sintesis Data LCT-GAN (Disederhanakan) 

Kode 4.4 adalah notebook sintesis data LCT-GAN, dengan bagian data 

loading dan preprocessing (Kode 4.2) dihilangkan. Parameter dimuat ke dalam 

variabel params sesuai dataset_name dan dipecah menjadi ae_params dan 

gan_params karena training autoencoder dan GAN dilakukan secara terpisah. 

Kemudian, parameter epoch dikalikan dengan epoch_scale. Autoencoder dibuat 

dan dilatih dengan fungsi create_ae. Parameter preprocess_df adalah dataset utuh 

yang digunakan hanya untuk preprocessing agar preprocessing seragam untuk 
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semua fold. Autoencoder akan digunakan dalam pelatihan GAN, sehingga setiap 

parameternya perlu dibuat tidak memerlukan gradien setelah training selesai. 

Kemudian, GAN dibuat dan dilatih dengan fungsi create_gan. Terakhir, sintesis 

data dilakukan sebanyak 30 kali dengan fungsi sample dari objek GAN, dan 

hasilnya disimpan sebagai CSV.  

 

 

import  os  

import  torch  

from  copy import  deepcopy  

from  ml_utility_loss . util import  mkdir ,  seed ,  filter_dict  

import  ml_utility_loss . synthesizers . realtabformer . params as  PARAMS 

from  copy import  deepcopy  

from  ml_utility_loss . synthesizers . realtabformer . wrapper import  REaLTabFormer  

from  ml_utility_loss . synthesizers . realtabformer . params . default import  

GPT2_PARAMS,  REALTABFORMER_PARAMS 

from  transformers . models . gpt2 import  GPT2Config  

import  locale  

locale . getpreferredencoding = lambda:  "UTF- 8"  

 

params = getattr( PARAMS,  dataset_name ). BEST 

 

model_params ={** params }  

 

model_params [ "epochs" ]  = min( model_params . pop ( "epochs" ,  100 ),  100 )  

model_params [ "epochs" ]  = int(round( epoch_scale *  model_params [ "epochs" ]))  

 

num_bootstrap = model_params . pop ( "num_bootstrap" ,  100 )  

 

gpt2_params = filter_dict ( model_params ,  GPT2_PARAMS)  

realtabformer_params = filter_dict ( model_params ,  REALTABFORMER_PARAMS)  

 

rtf_model = REaLTabFormer (  

    tabular_config =GPT2Config (** gpt2_params ),  

    ** realtabformer_params  

)  

 

rtf_model . experiment_id = str( df_name )  

rtf_model . fit_preprocess ( df )  

rtf_model . fit (  

    train ,  

    num_bootstrap =num_bootstrap ,  

    fit_preprocess =False,  

)  
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rtf_model . experiment_id = str( df_name )  

 

for  i in  range( 30):  

    seed ( i )  

    synth_df = rtf_model . sample ( n_samples =len( train ))  

    model_dir_3 = os . path . join ( model_dir_2 ,  str( i ))  

    mkdir ( model_dir_3 )  

 

    synth_df . to_csv ( os . path . join ( model_dir_3 ,  f"synth.csv" ))  

    dfs [ df_name ]. to_csv ( os . path . join ( model_dir_3 ,  f"train.csv" ))  

    dfs_test [ df_name ]. to_csv ( os . path . join ( model_dir_3 ,  f"val.csv" ))  

    dfs_test [ df_name ]. to_csv ( os . path . join ( model_dir_3 ,  f"test.csv" ))  

 

Kode 4.5 Sintesis Data Realtabformer (Disederhanakan) 

Kode 4.5 adalah notebook sintesis data Realtabformer, dengan bagian data 

loading dan preprocessing (Kode 4.2) dihilangkan. Parameter dimuat sesuai 

dataset_name ke dalam variabel params. Kemudian, parameter epoch dikalikan 

dengan epoch_scale. Parameter dipecah menjadi gpt2_params dan 

realtabformer_params dan parameter num_bootstrap dikeluarkan karena 

penggunaan yang sedikit berbeda. Experiment_id ditentukan secara manual karena 

perlu untuk menyimpan model. Preprocessing di-fit menggunakan fungsi 

fit_preprocess dengan dataset utuh agar preprocessing seragam untuk semua fold. 

Model Realtabformer dibuat secara langsung dan dilatih dengan fungsi fit. 

Terakhir, sintesis data dilakukan sebanyak 30 kali dengan fungsi sample dari objek 

model Realtabformer, dan hasilnya disimpan sebagai CSV. 

 

 

from  ml_utility_loss . util import  seed ,  mkdir ,  filter_dict  

from  ml_utility_loss . synthesizers . tab_ddpm . params . default import  RTDL_PARAMS 

import  ml_utility_loss . synthesizers . tab_ddpm . params as  PARAMS 

from  ml_utility_loss . synthesizers . tab_ddpm . pipeline import  train as  _train ,  

sample as  _sample  

 

params = getattr( PARAMS,  dataset_name ). BEST 

 

model_params ={  

    ** params ,  

}  

 

n_layers = model_params . pop ( "n_layers" )  

d_layers_0 = model_params . pop ( "d_layers_0" )  
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d_layers_i = model_params . pop ( "d_layers_i" )  

d_layers_n = model_params . pop ( "d_layers_n" )  

d_layers = [  

    d_layers_0 ,  

    *[ d_layers_i for  _ in  range( n_layers - 2)],  

    d_layers_n ,  

]  

model_params [ "d_layers" ]  = d_layers  

 

model_params [ "steps" ]  = int(round( epoch_scale *  model_params [ "steps" ]))  

 

rtdl_params = filter_dict ( model_params ,  RTDL_PARAMS)  

model_params = { k :  v for  k ,  v in  model_params . items ()  if  k not  in  rtdl_params }  

model_params [ "rtdl_params" ]  = rtdl_params  

 

model ,  diffusion ,  trainer = _train (  

    train ,  

    task_type =info [ "task" ],  

    target =info [ "target" ],  

    cat_features =info [ "cat_features" ],  

    ** model_params ,  

)  

 

for  i in  range( 30):  

    seed ( i )  

    synth_df = _sample (  

        diffusion ,  

        batch_size =model_params [ "batch_size" ],  

        num_samples =len( train )  

    )  

    model_dir_3 = os . path . join ( model_dir_2 ,  str( i ))  

    mkdir ( model_dir_3 )  

 

    synth_df . to_csv ( os . path . join ( model_dir_3 ,  f"synth.csv" ))  

    dfs [ df_name ]. to_csv ( os . path . join ( model_dir_3 ,  f"train.csv" ))  

    dfs_test [ df_name ]. to_csv ( os . path . join ( model_dir_3 ,  f"val.csv" ))  

    dfs_test [ df_name ]. to_csv ( os . path . join ( model_dir_3 ,  f"test.csv" ))  

 

 

Kode 4.6 Sintesis Data TabDDPM (Disederhanakan) 

Kode 4.6 adalah notebook sintesis data TabDDPM, dengan bagian data 

loading dan preprocessing (Kode 4.2) dihilangkan. Parameter dimuat sesuai 

dataset_name ke dalam variabel params. Parameter jumlah layer (n_layers) dan 

dimensi layer (d_layers_0, d_layers_i, d_layers_n) dikeluarkan dan disusun 

menjadi sebuah list sejumlah n_layers yang berisi dimensi tiap layer dan dinamakan 
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d_layers. Parameter steps dikalikan dengan epoch_scale. Parameter dipecah 

menjadi rtdl_params dan model_params, kemudian rtdl_params dan d_layers 

menjadi entri dalam model_params. Model dibuat dan dilatih dengan fungsi train, 

yang diberi alias _train karena nama train telah digunakan untuk dataset training. 

Terakhir, sintesis data dilakukan sebanyak 30 kali dengan fungsi sample 

menggunakan objek diffusion, dan hasilnya disimpan sebagai CSV. 

 

 

from  ml_utility_loss . util import  seed ,  mkdir  

from  ml_utility_loss . synthesizers . tvae . wrapper import  TVAE 

import  ml_utility_loss . synthesizers . tvae . params as  PARAMS 

 

params = getattr( PARAMS,  dataset_name ). BEST 

 

for  x in  [ "compress" ,  "decompress" ]:  

    model_params [ f"{x}_dims" ]  = [  

        model_params [ f"{x}_dims" ]  

        for  i in  range(  

            model_params . pop ( f"{x}_depth" )  

        )  

    ]  

 

model_params [ "epochs" ]  = int(round( epoch_scale *  model_params [ "epochs" ]))  

 

 

tvae = TVAE(** model_params )  

tvae . fit ( train ,  info [ "cat_features" ],  preprocess_df =df )  

 

for  i in  range( 30):  

    seed ( i )  

    synth_df = tvae . sample (len( train ))  

    model_dir_3 = os . path . join ( model_dir_2 ,  str( i ))  

    mkdir ( model_dir_3 )  

 

    synth_df . to_csv ( os . path . join ( model_dir_3 ,  f"synth.csv" ))  

    dfs [ df_name ]. to_csv ( os . path . join ( model_dir_3 ,  f"train.csv" ))  

    dfs_test [ df_name ]. to_csv ( os . path . join ( model_dir_3 ,  f"val.csv" ))  

    dfs_test [ df_name ]. to_csv ( os . path . join ( model_dir_3 ,  f"test.csv" ))  

 

Kode 4.7 Sintesis Data TVAE (Disederhanakan) 

Kode 4.7 adalah notebook sintesis data TVAE, dengan bagian data loading 

dan preprocessing (Kode 4.2) dihilangkan. Parameter dimuat sesuai dataset_name 
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ke dalam variabel params. Seperti TabDDPM, parameter dimensi dan kedalaman 

dikeluarkan untuk menyusun list sepanjang kedalaman yang berisi ukuran layer. Ini 

dilakukan untuk encoder (compress) dan decoder (decompress).  Parameter epochs 

dikalikan dengan epoch_scale. Model dibuat secara langsung dan dilatih dengan 

fungsi fit. Terakhir, sintesis data dilakukan sebanyak 30 kali dengan fungsi sample 

menggunakan objek model TVAE, dan hasilnya disimpan sebagai CSV.  

 

 

import  pandas as  pd 

import  os  

from  .. ml_utility . pipeline import  eval_ml_utility  

from  pandas . errors import  IntCastingNaNError  

 

DATASET_TYPES_VAL = [ "synth" ,  "train" ,  "val" ,  "test" ]  

 

def  score_datasets ( data_dir ,  subfolders ,  info ,  ml_utility_params ={},  

save_info ="info.csv" ,  drop_first_column =True):  

    target = info [ "target" ]  

    task = info [ "task" ]  

    cat_features = info [ "cat_features" ]  

    info_path = os . path . join ( data_dir ,  save_info )  

 

    info_out = pd . DataFrame ()  

 

    indices = []  

    objs = []  

 

    for  index in  subfolders :  

        index = str( index )  

        dataset_types = DATASET_TYPES_VAL 

        obj = { t :  os . path . join ( index ,  f"{t}.csv" )  for  t in  dataset_types }  

        df_train = pd . read_csv ( os . path . join ( data_dir ,  obj [ "train" ]))  

        df_synth = pd . read_csv ( os . path . join ( data_dir ,  obj [ "synth" ]))  

        df_val = pd . read_csv ( os . path . join ( data_dir ,  obj [ "val" ]))  

        df_test = pd . read_csv ( os . path . join ( data_dir ,  obj [ "test" ]))  

 

        if  drop_first_column :  

            df_train . drop ( df_train . columns [ 0],  axis =1,  inplace =True)  

            df_synth . drop ( df_synth . columns [ 0],  axis =1,  inplace =True)  

            df_val . drop ( df_val . columns [ 0],  axis =1,  inplace =True)  

            df_test . drop ( df_test . columns [ 0],  axis =1,  inplace =True)  

 

        try:  

            df_synth = df_synth . astype ( df_train . dtypes )  
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        except  IntCastingNaNError as  ex :  

            raise  RuntimeError( f"{index} df_synth has NaN or Inf: 

{df_synth . isna ().sum( axis =0) }" )  

             

        synth_value = eval_ml_utility (  

            ( df_synth ,  df_val ),  

            task ,  

            target =target ,  

            cat_features =cat_features ,  

            ** ml_utility_params  

        )  

        real_value = eval_ml_utility (  

            ( df_train ,  df_test ),  

            task ,  

            target =target ,  

            cat_features =cat_features ,  

            ** ml_utility_params  

        )  

        obj [ "synth_value" ]  = synth_value  

        obj [ "real_value" ]  = real_value  

 

        objs . append ( obj )  

        indices . append ( index )  

 

    df = pd . DataFrame ( objs ,  index =indices )  

    info_out = pd . concat ([ info_out ,  df ],  axis =0)  

    info_out [~ info_out . index . duplicated ( keep ='last' )]  

    info_out . to_csv ( info_path )  

 

    return  info_out  

 

 

Kode 4.8 Penilaian ML Utility Dataset Sintetis dalam Jumlah Besar (Disederhanakan) 

Kode 4.8 adalah kode penilaian dataset sintetis dalam jumlah besar. 

Data_dir adalah directory yang berisi subfolder yang berisi dataset yang akan 

dinilai. Subfolder ini berisi dataset sintetis, training, dan testing. Untuk setiap 

subfolder, tiap dataset dimuat dan dihilangkan indeksnya. Kemudian, untuk jaga-

jaga, tipe data tiap kolom dalam dataset sintetis disamakan dengan dataset asli. 

Setelah itu, dataset sintetis dan asli dinilai menggunakan fungsi eval_ml_utility, 

yang memerlukan dataset sintetis/training dan dataset testing untuk melakukan 

penilaian.  
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import  pandas as  pd 

import  numpy as  np 

from  catboost import  Pool ,  CatBoostError ,  CatBoostClassifier ,  CatBoostRegressor ,  

CatBoostError  

import  torch  

from  ... util import  mkdir  

import  catboost . metrics  

import  sklearn . metrics  

 

DEFAULT_LOSS_FUNCTION = {  

    "binclass" :  "CrossEntropy" ,  

    "multiclass" :  "MultiClass" ,  

    "regression" :  "RMSE",  

}  

 

def  total_f1 ( y_true ,  y_pred ):  

    if  y_true . shape !=  y_pred . shape :  

        y_pred = y_pred . reshape ( y_true . shape )  

    if  y_true . dtype !=  y_pred . dtype :  

        y_pred = y_pred . astype ( y_true . dtype )  

    return  sklearn . metrics . f1_score ( y_true ,  y_pred ,  average ="macro" )  

 

SKLEARN_METRICS = {  

    "F1" :  sklearn . metrics . f1_score ,  

    "R2" :  sklearn . metrics . r2_score ,  

    "TotalF1" :  total_f1 ,  

}  

CATBOOST_METRICS = {  

    s :  getattr( catboost . metrics ,  s)()  

    for  s in  [  

        "R2" ,  "F1" ,  "TotalF1" ,  

        "Logloss" ,  "CrossEntropy" ,  

        "MultiClass" ,  "MultiClassOneVsAll" ,  

        "MAE" ,  "RMSE",  

    ]  

}  

CATBOOST_METRICS[ "TotalF1" ]  = catboost . metrics . TotalF1 ( average ="Macro" )  

 

def  extract_class_names ( target ,  * dfs ):  

    ret = set()  

    for  df in  dfs :  

        if  df is  not  None and  len( df )  > 0:  

            ret = ret . union (set( df [ target ]))  

    return  list( ret )  

 

class  NaiveModel:  

    def  __init__ ( self ,  value =None):  
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        self . value = value  

 

    def  fit ( self ,  train ):  

        if  hasattr( train ,  "y_mode" ):  

            y_mode = train . y_mode 

        else:  

            y = train . get_label ()  

            y = pd . Series ( y)  

            y_mode = y . mode( dropna =True)[ 0]  

 

        self . value = y_mode 

        return  self  

 

    def  predict ( self ,  val ):  

        return  np . full ( val . num_row(),  self . value )  

 

class  CatBoostModel:  

    def  __init__ (  

        self ,   

        task ,  

        loss_function =None,  

        epochs =1,  

        lr =0.1 ,  

        random_seed =42 ,  

        od_wait =50 ,  

        od_type ="Iter" ,  

        logging_level ="Silent" ,  

        checkpoint_dir =None,  

        class_names =None,  

        target =None,  

        ** kwargs  

    ):  

        self . task = task  

        self . target = target  

        self . Model = CatBoostRegressor if  task == "regression" else  

CatBoostClassifier  

         

        if  task == "regression" :  

            self . metric = "R2"  

        elif  task == "binclass" :  

            self . metric = "F1"  

        elif  task == "multiclass" :  

            self . metric = "TotalF1"  

        if  loss_function is  None:  

            loss_function = DEFAULT_LOSS_FUNCTION[ task ]  

 

        self . od_wait = od_wait  

        self . checkpoint_dir = checkpoint_dir  
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        if  checkpoint_dir :  

            mkdir ( checkpoint_dir )  

        if  isinstance( loss_function ,  str):  

            loss_function = CATBOOST_METRICS[ loss_function ]  

        self . params = {  

            "iterations" : epochs ,  

            "learning_rate" : lr ,  

            "loss_function" : loss_function ,  

            "eval_metric" : CATBOOST_METRICS[ self . metric ],  

            "random_seed" : random_seed ,  

            "od_wait" : od_wait ,  

            "use_best_model" :True,  

            "od_type" : od_type ,  

            "logging_level" : logging_level ,  

            ** kwargs  

        }  

        if  class_names :  

            self . params [ "class_names" ]  = class_names  

        self . train = None 

        self . model = self . Model (  

            ** self . params  

        )  

 

    def  fit ( self ,  train ,  val =None):  

        try:  

            self . train = train  

            if  self . task ==  "multiclass" and  "class_names" not  in  self . params 

and  self . target :  

                self . params [ "class_names" ]  = extract_class_names ( self . target ,  

train ,  val )  

                self . model = self . Model (  

                    ** self . params  

                )  

            self . model . fit (  

                train ,  

                eval_set =val ,  

                plot =False  

            )  

        except  CatBoostError as  ex :  

            msg = str( ex )  

            if  ( "All train targets are equal" in  msg)  or  ( "Target contains only 

one unique value" in  msg)  or  ( "All features are either constant or ignored" in  

msg):  

                self . model = NaiveModel (). fit ( train )  

            else:  

                raise  

        self . epoch = self . model . get_best_iteration ()  + self . od_wait  

        if  val :  
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            return  self .eval( val )  

 

    def  eval ( self ,  val ):  

        y_pred = self . model . predict ( val )  

        y_true = val . get_label ()  

        return  SKLEARN_METRICS[ self . metric ]( y_true ,  y_pred )  

 

def  create_pool ( df ,  target ,  cat_features ):  

    X = df . drop ( target ,  axis =1)  

    y = df [ target ]  

    cat_features = [ x for  x in  cat_features if  x !=  target ]  

 

    pool = Pool (  

        X,  

        label =y ,  

        cat_features =cat_features  

    )  

    y_mode = y . mode( dropna =True)[ 0]  

    y_support = len( y [ y==y_mode])  

     

    pool . y_mode = y_mode 

    pool . y_support = y_support  

    return  pool  

 

def  eval_ml_utility (  

    datasets ,  

    task ,  

    checkpoint_dir =None,  

    target =None,  

    cat_features =[],  

    class_names =None,  

    feature_importance =False,  

    ** model_params  

):  

    train ,  test = datasets  

 

    if  isinstance( test ,  pd . DataFrame ):  

        if  torch . is_tensor ( train ):  

            train = train . detach (). cpu (). numpy()  

        if  isinstance( train ,  np . ndarray ):  

            train = pd . DataFrame ( train ,  columns =list( test . columns ))  

        if  isinstance( train ,  pd . DataFrame ):  

            train = train [ test . columns ]  

            train = train . astype ( test . dtypes )  

 

    if  task == "multiclass" and  not  class_names :  

        class_names = extract_class_names ( target ,  train ,  test )  
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    if  not  isinstance( train ,  Pool ):  

        train = create_pool ( train ,  target =target ,  cat_features =cat_features )  

    if  not  isinstance( test ,  Pool ):  

        test = create_pool ( test ,  target =target ,  cat_features =cat_features )  

 

    while  True:  

        try:  

            model = CatBoostModel (  

                task =task ,  

                checkpoint_dir =checkpoint_dir ,  

                class_names =class_names ,  

                target =target ,  

                ** model_params  

            )  

 

            model . fit ( train ,  test )  

 

            value = model .eval( test )  

            if  feature_importance :  

                return  value ,  model . get_feature_importance ()  

            return  value  

 

        except  CatBoostError as  ex :  

            msg = str( ex )  

            if  ( "All train targets are equal" in  msg)  or  ( "Target contains only 

one unique value" in  msg)  or  ( "All features are either constant or ignored" in  

msg):  

                model = NaiveModel (). fit ( train )  

 

                value = model .eval( test )  

                if  feature_importance :  

                    return  value ,  model . get_feature_importance ()  

                return  value  

            else:  

                raise  

 

Kode 4.9 Evaluasi ML Utility (Disederhanakan) 

Kode 4.9 adalah kode untuk evaluasi ML utility secara satuan, yaitu dengan 

fungsi eval_ml_utility. Evaluasi dilakukan menggunakan model CatBoost yang 

telah di-fine-tuning. Model CatBoost menerima data dalam bentuk Pool yang dibuat 

dengan DataFrame. Karena itu, dataset yang diterima harus dikonversi hingga 

menjadi DataFrame untuk kemudian dibuat Pool dengan fungsi create_pool. 

Selain data, pembuatan Pool perlu mengetahui kolom target yang diprediksi dan 

kolom jenis kategori. Selain itu, jika task adalah klasifikasi multikelas, maka Pool 



71 

 

memerlukan daftar nama kelas class_name. Jika tidak diberikan, ini akan diekstrak 

dari DataFrame menggunakan fungsi extract_class_names dengan cara mengambil 

nilai unik dari variabel target. CatBoost digunakan dengan sebuah wrapper 

CatBoostModel. Wrapper ini menyimpan beberapa parameter default serta 

mengurus pembuatan jenis model sesuai dengan task. Jika data yang diterima 

sangat buruk dan hanya memiliki satu nilai target yang sama untuk semua baris, 

maka CatBoostModel akan fallback ke NaiveModel yang selalu menghasilkan satu 

nilai tersebut, karena model CatBoost sesungguhnya akan error jika menerima 

dataset buruk ini. Evaluasi dilakukan menggunakan F1-score untuk klasifikasi dan 

R2 untuk regresi. Untuk klasifikasi multikelas, digunakan macro average untuk F1-

score, yaitu rata-rata F1-score untuk tiap kelas. 

 

Gambar 4.5 Sampel Data Insurance sebelum Preprocessing 

 

Gambar 4.6 Hasil Preprocessing Sampel Data Insurance untuk LCT-GAN 
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Gambar 4.7 Hasil Preprocessing Sampel Data Insurance untuk Realtabformer 

 

Gambar 4.8 Hasil Preprocessing Sampel Data Insurance untuk TabDDPM 

 

Gambar 4.9 Hasil Preprocessing Sampel Data Insurance untuk TVAE 

4.4 Pengembangan Model ML Utility  (Estimator) 

Model ML Utility  dilatih untuk mengestimasi ML utility sebuah dataset. 

Selanjutnya, model ini akan disebut estimator. Nilai ML utility sesungguhnya 

diukur dengan R2 atau F1-score dari sebuah model Catboost dengan yang telah di-

fine-tune (Kotelnikov, Baranchuk, Rubachev, & Babenko, 2023). Catboost adalah 

algoritma gradient boosted decision tree yang dikembangkan oleh peneliti dan 
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engineer dari Yandex (Prokhorenkova et al., 2018; Yandex, 2024). Model Catboost 

ini selanjutnya akan disebut predictor. Estimator dibuat dengan memodifikasi 

encoder transformer (Vaswani et al., 2017) untuk menggunakan ISAB dan PMA 

dari set transformer (Lee et al., 2019) (Gambar 4.10, Gambar 4.11). Setiap multi-

head attention diganti dengan Induced Set Attention Block (ISAB). Pooling by 

Multihead Attention (PMA) digunakan setelah layer encoder terakhir. Positional 

encoding dihilangkan seperti dalam set transformer karena posisi sampel dalam 

dataset tidak berarti (Lee et al., 2019). Embedding layer diganti dengan dense 

encoder layer. Dataset sintetis dianggap sebagai training set sedangkan test set 

menggunakan data asli (Gambar 4.12). Keduanya diberikan ke encoder yang sama, 

lalu hasilnya digabungkan dengan pengurangan, kemudian diratakan menjadi satu 

vektor yang akan diproses dengan dense layer untuk menghasilkan prediksi 

(Pokhrel et al., 2022). Khusus untuk regresi, nilai R2 bisa negatif sehingga prediksi 

ditransformasikan dengan Ὢὼ ρ ὼ. Loss function yang digunakan adalah 

Mean Squared Error  (MSE) antara ML utility sesungguhnya dan ML utility yang 

diestimasi (Fu et al., 2020).  

 

 

Gambar 4.10 Arsitektur Model Estimasi ML Utility  (Estimator) 

 

Gambar 4.11 Arsitektur Transformer Encoder dari Model Estimasi ML Utility  

(Estimator) 
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Gambar 4.12 Ilustrasi Alur Training Model Estimator ML Utility  yang Diajukan 

Model estimator diimplementasikan secara object-oriented (Gambar 4.13).  

Implementasi dilakukan secara bertingkat dari tingkat module (Kode 4.10), layer 

(Kode 4.11), block (Kode 4.12), dan model (Kode 4.13). Estimator dilatih 

menggunakan Kode 4.14 dan Kode 4.15. Sebuah satuan data training terdiri dari 

dua buah dataset, train dan test, serta dua nilai ML Utility , synth dan real, tapi hanya 

synth yang digunakan. Dataset dimuat menggunakan Kode 4.16 (Gambar 4.14). 

Contoh struktur model estimator yang telah di-instantiate dilampirkan pada Kode 

4.17. Contoh log training model estimator dan grafik loss-nya dilampirkan pada 

Gambar 4.15 dan Gambar 4.16. 
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Gambar 4.13 Class Diagram Model Estimator 

 

Gambar 4.14 Class Diagram Dataset Estimator 
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Gambar 4.15 Contoh Log Training Model Estimator 

 

Gambar 4.16 Contoh Grafik Training Loss Estimator 
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import  torch  

import  torch . nn as  nn 

import  torch . nn . functional as  F 

import  inspect  

import  numpy as  np 

 

Tensor = torch . Tensor  

 

class  Linear( nn . Linear ):  

    def  __init__ ( self ,  * args ,  ** kwargs ):  

        super(). __init__ (* args ,  ** kwargs )  

 

class  ScaledDotProductAttention( nn . Module ):  

    ''' Scaled Dot - Product Attention '''  

 

    def  __init__ ( self ,  temperature ,  softmax =nn . Softmax ,  d_H=None,  bias =False,  

attn_bias =False,  attn_residual =False,  residual =False,  activation =None):  

        super(). __init__ ()  

        self . temperature = temperature  

        self . softmax = softmax or  nn . Softmax  

        self . softmax_args = { "dim" :  - 1}  

        if  inspect . isclass ( self . softmax ):  

            self . softmax = self . softmax (** self . softmax_args )  

            self . softmax_args = {}  

        self . attn_residual = attn_residual  

 

    def  forward ( self ,  q,  k ,  v ,  mask=None,  I =None):  

 

        # it was (2, 3) expecting 4 dims (0, 1, 2, 3)  

        # to adjust, it'll be ( - 2, - 1) for 4 dims ( - 4, - 3, - 2, - 1)  

        attn = torch . matmul ( q /  self . temperature ,  k . transpose ( - 2,  - 1))  

 

        if  mask is  not  None:  

            print( attn . shape ,  mask. shape )  

            attn = attn . masked_fill ( mask == 0,  - 1e9 )  

 

        attn = self . softmax ( attn ,  ** self . softmax_args )  

        output = torch . matmul ( attn ,  v)  

        if  self . attn_residual :  

            output = output + q 

 

        return  output ,  [ attn ]  

     

class  MultiHeadAttention( nn . Module ):  

 

    def  __init__ (  

        self ,   
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        n_head ,   

        d_Q,  d_KV,  d_O,   

        d_qk =None,   

        d_H=None,  

        softmax =nn . Softmax ,   

        Attention =ScaledDotProductAttention ,   

        bias =True,   

        residual =True,  

        residual_2 =False,   

        activation =nn . ReLU,   

        num_inds =0,   

        attn_bias =False,   

        attn_residual =True,   

        big_temperature =False,  

        ** kwargs ,  

    ):  

        super(). __init__ ()  

 

        d_qk = d_qk or  ( d_O// n_head )  

        self . n_head = n_head  

        self . d_Q = d_Q 

        self . d_K = self . d_V = self . d_KV = d_KV 

        self . d_k = self . d_q = self . d_qk = d_qk  

        assert  d_O % n_head == 0,  f"Invalid attention dim and n_head: { ( d_O,  

n_head ) }"  

        d_v = d_O //  n_head  

        self . d_v = d_v  

        self . d_H = d_H or  ( n_head *  d_qk )  

        self . d_O = n_head *  d_v  

 

        self . w_qs = Linear ( self . d_Q,  self . d_H,  bias =attn_bias )  

        self . w_ks = Linear ( self . d_KV,  self . d_H,  bias =attn_bias )  

        self . w_vs = Linear ( self . d_KV,  self . d_O,  bias =attn_bias )  

 

        fc_bias = attn_bias or  bias  

        self . fc = Linear ( self . d_O,  self . d_O,  bias =fc_bias )  

 

        temperature = d_KV if  big_temperature else  d_qk  

        temperature = temperature **  0.5  

        self . residual = residual  

        self . residual_2 = residual_2  

        if  self . residual_2 :  

            attn_residual =True  

        self . activation = activation  

        if  self . activation and  inspect . isclass ( self . activation ):  

            self . activation = self . activation ()  
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        self . attention = Attention ( temperature =temperature ,  softmax =softmax ,  

d_H=self . d_H,  Linear =Linear ,  attn_bias =fc_bias ,  attn_residual =attn_residual ,  

residual =residual ,  activation =activation ,  ** kwargs )  

 

    def  forward ( self ,  q,  k ,  v ,  mask=None,  I =None):  

        # Ok so the head splitting should happen here  

 

        d_qk ,  d_v ,  n_head = self . d_qk ,  self . d_v ,  self . n_head  

        # IT EXPECTED A BATCHED INPUT  

        # This might by why it failed  

        sz_b_arg = q. shape [: - 2]  

        len_q ,  len_k ,  len_v = q. size ( - 2),  k . size ( - 2),  v . size ( - 2)  

 

        len_I = 0 

        if  I is  not  None:  

            len_I = I . size ( - 2)  

 

        residual = q 

 

        # Pass through the pre - attention projection: b x lq x (n*dv)  

        q = self . w_qs( q)  

        k = self . w_ks ( k)  

        v = self . w_vs ( v)  

 

        # Separate different heads: b x lq x n x dv  

        q = q. view (* sz_b_arg ,  len_q ,  n_head ,  d_qk )  

        k = k . view (* sz_b_arg ,  len_k ,  n_head ,  d_qk )  

        v = v . view (* sz_b_arg ,  len_v ,  n_head ,  d_v )  

        if  I is  not  None:  

            I = I . view (* sz_b_arg ,  len_I ,  n_head ,  d_qk )  

 

        # Transpose for attention dot product: b x n x lq x dv  

        # it was (1, 2) expecting 4 dims (0, 1, 2, 3)  

        # That means (1, 2) was (size, head)  

        # But anyway, to adjust, it'll be ( - 3, - 2) for 4 dims ( - 4, - 3, - 2, - 1)  

        q,  k ,  v = q. transpose ( - 3,  - 2),  k . transpose ( - 3,  - 2),  v . transpose ( - 3,  - 2)  

        if  I is  not  None:  

            I = I . transpose ( - 3,  - 2)  

 

        if  mask is  not  None:  

            print( q. shape ,  k . shape ,  v . shape ,  I . shape if  I is  not  None else  None,  

mask. shape )  

            mask = mask. unsqueeze ( - 3)    # For head axis broadcasting.  

 

        o,  attn = self . attention ( q,  k ,  v ,  mask=mask,  I =I )  

 

        # Transpose to move the head dimension back: b x lq x n x dv  
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        # Combine the last two dimensions to concatenate all the heads together: 

b x lq x (n*dv)  

        # again, (1, 2) to ( - 3, - 2)  

        o = o. transpose ( - 3,  - 2). contiguous (). view (* sz_b_arg ,  len_q ,  - 1)  

 

        #After transpose, this MAB has q, k, v dim of (batch, num_head, len, 

dim)  

        #Meanwhile the original ISAB has q, k, v dim of (batch * num_head, len, 

dim)  

        #Also, original ISAB has big temperature not divided by num_head 

beforehand  

        if  self . d_Q !=  self . d_O or  self . residual_2 :  

            residual = o 

 

        o = self . fc ( o)  

        if  self . activation :  

            o = self . activation ( o)  

        if  self . residual :  

            o = o + residual  

 

        return  o,  attn  

 

class  SimpleMultiHeadAttention( MultiHeadAttention ):  

    ''' Multi - Head Attention module '''  

 

    def  __init__ ( self ,  n_head ,  d_model ,  ** kwargs ):  

        super(). __init__ (  

            n_head ,   

            d_model ,  d_model ,  d_model ,   

            ** kwargs  

        )  

     

def  scale_inds_to_batch ( I ,  q):  

    if  q is  None:  

        return  I  

    while  q. dim ()  > I . dim ():  

        I = I . unsqueeze ( 0)  

        I = I . repeat ( q. size ( - I . dim ()),  *[ 1 for  _ in  range( I . dim () - 1)])  

    return  I  

     

class  TensorInductionPoint( nn . Module ):  

    def  __init__ ( self ,  num_inds ,  d_I ,  ** kwargs ):  

        super(). __init__ ()  

        self . tensor = nn . Parameter ( Tensor ( num_inds ,  d_I ,  ** kwargs ))  

 

    def  forward ( self ,  q=None):  

        return  scale_inds_to_batch ( self . tensor ,  q)  

 



81 

 

class  InducedSetAttention( nn . Module ):  

    def  __init__ (  

        self ,   

        num_inds ,   

        d_I ,  d_H,   

        n_head ,   

        d_Q,  d_KV,  d_O,   

        residual =True,  

        residual_2 =False,  

        activation =nn . ReLU,  

        softmax =nn . Softmax ,  

        attn_bias =False,  

        attn_residual =True,  

        big_temperature =False,  

        bias =True,  

        ** kwargs  

    ):  

        super(). __init__ ()  

        self . d_I = d_I  

        self . d_H = d_H 

        self . num_inds = num_inds  

 

        self . I = TensorInductionPoint ( num_inds ,  d_I )  

 

        def  MAB_(  

            * args ,  

            ** kwargs  

        ):  

            return  MultiHeadAttention (  

                * args ,  

                residual_2 =residual_2 ,  

                activation =activation ,  

                softmax =softmax ,  

                attn_bias =attn_bias ,  

                attn_residual =attn_residual ,  

                big_temperature =big_temperature ,  

                residual =residual ,  

                bias =bias ,  

                ** kwargs ,  

            )  

         

        self . mab1 = MAB_(  

            n_head ,   

            d_Q,  d_H,  d_O,   

            ** kwargs ,  

        )  

        self . mab0 = MAB_(  

            n_head ,   
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            d_I ,  d_KV,  d_H,   

            ** kwargs ,  

        )  

 

    def  forward ( self ,  q,  k ,  v ,  mask=None):  

        # It expects batched input so I is repeated to the batch dimension  

        # So it has to be handled  

        I = self . I ( q)  

        #(32, 128), (500, 2), (500, 2)  

        H,  I_attn = self . mab0( I ,  k ,  v ,  mask=None)  #yes it's none  

        #(500, 2), (32, 128), (32, 128)  

        O,  O_attn = self . mab1( q,  H,  H,  mask=mask)  #mask is applied to the query, 

since query is from decoder  

        return  O,  ( I_attn ,  O_attn )  

     

     

class  SimpleInducedSetAttention( InducedSetAttention ):  

    ''' Multi - Head Attention module '''  

 

    def  __init__ ( self ,  num_inds ,  n_head ,  d_model ,  ** kwargs ):  

        super(). __init__ (  

            num_inds ,   

            d_model ,  d_model ,  

            n_head ,   

            d_model ,  d_model ,  d_model ,   

            ** kwargs ,  

        )  

 

class  PoolingByMultiheadAttention( nn . Module ):  

    def  __init__ (  

        self ,   

        num_seeds ,   

        n_head ,   

        d_model ,   

        residual_2 =True,  

        activation =nn . ReLU,  

        softmax =nn . Softmax ,  

        attn_bias =False,  

        attn_residual =True,  

        big_temperature =False,  

        ** kwargs  

    ):  

        super(). __init__ ()  

        self . num_seeds = num_seeds  

 

        self . S = TensorInductionPoint ( num_seeds ,  d_model )  

 

        self . mab = SimpleMultiHeadAttention (  
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            n_head ,   

            d_model ,   

            residual_2 =residual_2 ,  

            activation =activation ,  

            softmax =softmax ,  

            attn_bias =attn_bias ,  

            attn_residual =attn_residual ,  

            big_temperature =big_temperature ,  

            ** kwargs  

        )  

 

    def  forward ( self ,  X):  

        S = self . S( X)  

        return  self . mab( S,  X,  X)  

 

 

class  DoubleFeedForward( nn . Module ):  

    ''' A two - feed - forward - layer module '''  

 

    def  __init__ (  

        self ,   

        d_in ,  d_hid ,   

        activation =nn . ReLU,   

        bias =True,   

        ** kwargs ,  

    ):  

        super(). __init__ ()  

        self . w_1 = Linear ( d_in ,  d_hid ,  bias =bias ,  ** kwargs )  

        self . w_2 = Linear ( d_hid ,  d_in ,  bias =bias ,  ** kwargs )  

        self . activation = activation  

        if  inspect . isclass ( self . activation ):  

            self . activation = self . activation ()  

 

    def  forward ( self ,  x):  

 

        residual = x 

 

        x = self . w_1( x)  

        x = self . activation ( x)  

        x = self . w_2( x)  

        x = x + residual  

 

        return  x 
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class  FeedForward( nn . Module ):  

 

    def  __init__ (  

        self ,   

        d_in ,  d_out ,   

        activation =nn . Sigmoid ,   

        residual =True,   

        bias =False,   

        ** kwargs ,  

    ):  

        super(). __init__ ()  

        self . w = Linear ( d_in ,  d_out ,  bias =bias ,  init =False,  ** kwargs )  

        self . residual = residual and  d_in == d_out  

        self . activation = activation  

        if  inspect . isclass ( self . activation ):  

            self . activation = self . activation ()  

 

    def  forward ( self ,  x ):  

        residual = x 

 

        if  self . norm_first :  

            x = self . layer_norm ( x)  

        x = self . w( x)  

        x = self . activation ( x)  

 

        if  self . residual :  

            x = x + residual  

 

        return  x 

 

Kode 4.10 Module Estimator (Disederhanakan) 

Kode 4.10 adalah kelas-kelas estimator di tingkat module; tingkat rendah. 

ScaledDotProductAttention adalah module untuk perhitungan scaled dot product 

attention (Vaswani et al., 2017). Kode ini berasal dari (Huang, 2020) dengan 

modifikasi jalur residual (Lee et al., 2019). MultiHeadAttention adalah module 

multi head attention yang juga berasal dari (Huang, 2020) dengan modifikasi jalur 

residual, penghilangan layer norm, dan penambahan fungsi aktivasi (Lee et al., 

2019). SimpleMultiHeadAttention adalah penyederhanaan MultiHeadAttention 

untuk Q, K, dan V dengan dimensi yang sama. TensorInductionPoint adalah 

wrapper tensor induction point yang juga menyesuaikan bentuknya dengan bentuk 
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input dengan fungsi scale_inds_to_batch. InducedSetAttention adalah 

implementasi Induced Set Attention Block (ISAB) (Lee et al., 2019) menggunakan 

MultiHeadAttention dari (Huang, 2020) yang telah dimodifikasi sebelumnya. 

SimpleInducedSetAttention adalah penyederhanaan InducedSetAttention untuk Q, 

K, dan V dengan dimensi yang sama. PoolingByMultiheadAttention adalah 

implementasi Pooling by Multihead Attention (PMA) (Lee et al., 2019) 

menggunakan MultiHeadAttention dari (Huang, 2020) yang telah dimodifikasi 

sebelumnya. DoubleFeedForward adalah modul Feed Forward untuk transformer 

dari dari (Huang, 2020) dengan menghilangkan layer norm. FeedForward adalah 

variasi DoubleFeedForward dengan hanya satu dense layer.  

 

 

import  torch . nn as  nn 

from  . modules import  SimpleInducedSetAttention ,  DoubleFeedForward ,  

PoolingByMultiheadAttention  

from  .... util import  DEFAULT_DEVICE 

 

class  EncoderLayer( nn . Module ):  

 

    def  __init__ (  

        self ,   

        num_inds =0,   

        d_model =64 ,   

        d_inner =64 ,   

        n_head =8,   

        d_qk =None,   

        pma=0,   

        activation =nn . ReLU,   

        bias =True,  

        attn_activation =nn . ReLU,  

        attn_residual =True,  

        ** kwargs ,  

    ):  

        super(). __init__ ()  

        self . slf_attn = SimpleInducedSetAttention (  

            num_inds =num_inds ,   

            n_head =n_head ,   

            d_model =d_model ,   

            d_qk =d_qk ,   

            bias =bias ,  

            activation =attn_activation ,  

            attn_residual =attn_residual ,  
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            ** kwargs ,  

        )  

        self . pos_ffn = DoubleFeedForward (  

            d_model ,   

            d_inner ,   

            activation =activation ,  

            bias =bias ,  

            ** kwargs ,  

        )  

        self . pma = None 

        self . pos_ffn_pma = None 

        if  pma:  

            self . pma = PoolingByMultiheadAttention (  

                pma,   

                n_head ,   

                d_model ,   

                d_qk =d_qk ,   

                bias =bias ,  

                activation =attn_activation ,  

                attn_residual =attn_residual ,  

                ** kwargs ,  

            )  

            self . pos_ffn_pma = DoubleFeedForward (  

                d_model ,   

                d_inner ,   

                activation =activation ,  

                bias =bias ,  

                ** kwargs ,  

            )  

 

    def  forward ( self ,  enc_input ,  slf_attn_mask =None):  

        # Here we should still have inputs of shape (batch, size, d_model)  

        enc_output ,  enc_slf_attn = self . slf_attn (  

            enc_input ,  enc_input ,  enc_input ,   

            mask=slf_attn_mask  

        )  

        enc_output = self . pos_ffn ( enc_output )  

        pma_attn = None 

        if  self . pma:  

            enc_output ,  pma_attn = self . pma( enc_output )  

            if  self . pos_ffn_pma :  

                enc_output = self . pos_ffn_pma ( enc_output )  

        return  enc_output  

  

Kode 4.11 Layer Estimator (Disederhanakan) 

Kode 4.11 adalah kode EncoderLayer untuk transformer dari (Huang, 2020) 

yang telah dimodifikasi untuk menggunakan ISAB dan menggunakan PMA jika 
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ditentukan. Jika menggunakan PMA, Feed Forward dilakukan lagi setelahnya. 

Dalam model estimator, PMA hanya digunakan pada layer terakhir encoder.   

 

 

import  torch  

import  torch . nn as  nn 

import  math  

from  . layers import  EncoderLayer  

from  . modules import  FeedForward ,  TensorInductionPoint  

from  .... params import  HeadFinalMul ,  ACTIVATIONS_INVERSE 

 

def  calc_pma_steps (  

    n_layers ,  

    pma_start =- 2,  

    pma_high =128 ,  

    pma_low =1,  

    base =2,  

):  

    if  pma_start is  None or  n_layers == 0:  

        return  [ 0 for   i in  range( n_layers )]  

    if  pma_start < 0:  

        pma_start = max( n_layers + pma_start ,  0)  

    pma_step_count = n_layers -  pma_start  

    if  pma_step_count == 0:  

        return  [ 0 for   i in  range( n_layers )]  

    assert  pma_low > 0,  f"pma_low must be positive: {pma_low}"  

    pma_log_range = math . log ( pma_high / pma_low ,  base )  

    pma_step_count_1 = max( pma_step_count -  1,  1)  

    pma_log_steps = [ pma_log_range * i / pma_step_count_1 for  i in  

range( pma_step_count )]  

    pma_steps = [int(round( pma_low *  math .pow( base ,  s)))  for  s in  pma_log_steps ]  

    pma_steps = list(reversed( pma_steps ))  

    if  pma_step_count == 1:  

        assert  pma_steps [ - 1]  == pma_low ,  f"{pma_high} -  {pma_steps} -  {pma_low}"  

    else:  

        assert  pma_steps [ 0]  == pma_high and  pma_steps [ - 1]  == pma_low ,  

f"{pma_high} -  {pma_steps} -  {pma_low}"  

    assert  len( pma_steps )  == pma_step_count  

    pma_steps = [*[ 0 for   i in  range( pma_start )],  * pma_steps ]  

    assert  len( pma_steps )  == n_layers  

    return  pma_steps  

 

class  Encoder( nn . Module ):  

 

    def  __init__ (  

        self ,   
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        n_layers =2,   

        d_model =64 ,   

        activation =nn . ReLU,  

        activation_final =nn . Tanh ,  

        pma_start =None,  

        pma_high =128 ,  

        pma_low =1,  

        bias =False,  

        ** kwargs ,  

    ):  

        super(). __init__ ()  

 

        if  pma_start :  

            pma_steps = calc_pma_steps (  

                n_layers =n_layers ,  

                pma_start =pma_start ,  

                pma_high =pma_high ,  

                pma_low =pma_low ,  

            )  

        else:  

            pma_steps = [ 0 for   i in  range( n_layers )]  

 

        def  EncoderLayer_ ( pma=0,  bias =bias ,  last =False):  

            return  EncoderLayer (  

                d_model =d_model ,   

                pma=pma,  

                bias =bias ,  

                activation =activation_final if  last else  activation ,  

                ** kwargs ,  

            )  

 

        self . layer_stack = nn . ModuleList ([  

            *[ EncoderLayer_ ( pma=pma_steps [ i ],  last =( i ==n_layers - 1))  for  i in  

range( 0,  n_layers )],  

        ])  

 

        self . d_model = d_model  

 

 

    def  forward ( self ,  src_seq ,  src_mask =None):  

        # Here we should still have inputs of shape (batch, size, d_model)  

        # The actual head splitting should occur within each layer  

        enc_output = src_seq  

 

        for  enc_layer in  self . layer_stack :  

            enc_output = enc_layer ( enc_output ,  slf_attn_mask =src_mask )  

 

        return  enc_output  
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class  Adapter( nn . Module ):  

    def  __init__ (  

        self ,   

        d_input ,  

        d_model ,   

        d_hid =32 ,   

        n_layers =2,   

        activation =nn . ReLU,  

        activation_final =nn . Tanh ,  

        residual =True,  

        bias =False,  

        ** kwargs ,  

    ):  

        super(). __init__ ()  

        assert  n_layers >= 2 

        activation_final = activation_final or  activation  

 

        freeze = False  

        d_embed = 0 

        embedding = None 

        use_embedding = True  

        self . input_w = None 

        if  hasattr( d_input ,  "__iter__" ):  

            d_input ,  vocab_size ,  embedding ,  use_embedding = d_input  

            if  embedding :  

                freeze = True  

            else:  

                embedding = torch . nn . Embedding ( vocab_size ,  d_hid )  

        freeze = freeze and  use_embedding  

         

        d_embed = self . set_embedding ( embedding ,  freeze =freeze )  

        if  d_embed:  

            self . input_w = TensorInductionPoint ( d_input ,  1)  

 

        self . d_embed = d_embed 

        self . use_embedding = use_embedding  

        self . d_input = d_input  

 

        print( "[*] Embedding" ,  bool( self . embedding ),  self . use_embedding )  

 

        def  Linear_ (  

            d_input ,  

            d_output ,  

            activation =activation ,  

            residual =residual ,  

            bias =bias ,  

        ):  
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            # Feedforward already defaults bias to False  

            return  FeedForward (  

                d_input ,  

                d_output ,  

                activation =activation ,  

                residual =residual ,  

                bias =bias ,  

                ** kwargs ,  

            )  

        first_dim = d_input  

        if  d_embed:  

            first_dim = d_embed 

        self . linear = nn . Sequential (*[  

            Linear_ ( first_dim ,  d_hid ),  

            *[ Linear_ ( d_hid ,  d_hid )  for  i in  range( n_layers - 2)],  

            Linear_ ( d_hid ,  d_model ,  activation =activation_final ,  

residual =False),  

        ])  

        #print("Adapter.check_cuda", check_cuda(self))  

 

    def  set_embedding ( self ,  embedding ,  freeze =True):  

        self . embedding = embedding  

        if  self . embedding :  

            if  freeze :  

                for  param in  self . embedding . parameters ():   

                    param . requires_grad = False  

            d_embed = self . embedding . weight . shape [ - 1]  

            return  d_embed 

        return  0 

 

    def  forward ( self ,  x ):  

        x0 = x1 = x 

        assert  x . dim ()  > 2,  "Input must be batched"  

        b = x . shape [ 0]  

        shape0 = x . shape [: 2]  

        if  self . embedding and  self . use_embedding :  

            x = x1 = self . embedding ( x . to ( torch .int))  

        x = x . view (* shape0 ,  - 1)  

        if  x is  not  x0 and  x0 . requires_grad and  not  x . requires_grad :  

            x . requires_grad_ ()  

        y = x 

        if  self . embedding :  

            y = y . view (* shape0 ,  self . d_input ,  - 1)  

            w = self . input_w ()  

            w = torch . repeat_interleave ( w,  self . d_embed,  dim =- 1)  

            y = torch . mul ( w,  y)  

            y = torch .sum( y ,  dim =- 2)  

            y = y . view (* shape0 ,  - 1)  
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        y = self . linear ( y)  

        return  x ,  y 

     

class  Head( nn . Module ):  

    def  __init__ (  

        self ,   

        d_model ,  

        d_hid =32 ,   

        n_layers =2,   

        n_head =8,    

        d_qk =None,   

        activation =nn . SELU,  

        activation_final =nn . Sigmoid ,  

        final_mul =None,  

        bias =False,  

        bias_final =True,  

        residual =True,  

        attn_activation =nn . ReLU,  

        attn_residual =True,  

        n_seeds_2 =0,  

        ** kwargs ,  

    ):  

        super(). __init__ ()  

        assert  n_layers >= 2 

         

        #assert final_mul in HeadFinalMul.__ALL__  

 

        n_seeds_2 = n_seeds_2 or  n_seeds  

 

        self . final_mul = final_mul  

        if  self . final_mul == HeadFinalMul . IDENTITY :  

            t = ACTIVATIONS_INVERSE[ activation_final ]  

            if  activation_final == torch . nn . LogSigmoid :  

                self . final_mul = HeadFinalMul . ONEPLUS 

            if  t == "linear" :  

                t = ACTIVATIONS_INVERSE[ activation ]  

            if  t == "leaky_relu" :  

                self . final_mul = HeadFinalMul . MINUS 

            if  t == "relu" :  

                if  activation in  ( torch . nn . PReLU,  torch . nn . RReLU):  

                    self . final_mul = HeadFinalMul . MINUS 

                else:  

                    self . final_mul = HeadFinalMul . ONEMINUS 

        if  self . final_mul is  None:  

            self . final_mul = HeadFinalMul . IDENTITY  

 

        def  Linear_ (  

            d_input ,  
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            d_output ,  

            activation =activation ,  

            residual =residual ,  

            bias =bias ,  

        ):  

            return  FeedForward (  

                d_input ,  

                d_output ,  

                activation =activation ,  

                residual =residual ,  

                bias =bias ,  

                ** kwargs ,  

            )  

        self . linear = nn . Sequential (*[  

            Linear_ (max( 1,  n_seeds_2 )* d_model ,  d_hid ),  

            *[ Linear_ ( d_hid ,  d_hid )  for  i in  range( n_layers - 2)],  

            Linear_ ( d_hid ,  1,  activation =activation_final ,   residual =False,  

bias =bias_final ),  

        ])  

 

    def  forward ( self ,  x ):  

        y = self . linear ( x)  

        y = y . squeeze ( dim =- 1)  

 

        if  self . final_mul == HeadFinalMul . IDENTITY :  

            pass  

        elif  self . final_mul == HeadFinalMul . MINUS:  

            y = - y 

        elif  self . final_mul == HeadFinalMul . ONEMINUS:  

            y = 1 -  y 

        elif  self . final_mul == HeadFinalMul . ONEPLUS:  

            y = 1 + y 

 

        return  y 

 

Kode 4.12 Block Estimator (Disederhanakan) 

Kode 4.12 adalah bagian model estimator di tingkat block. Encoder adalah 

transformer encoder yang berisi beberapa tumpuk EncoderLayer dengan PMA di 

layer terakhir. Adapter sebagai pengganti embedding layer adalah setumpuk dense 

layer residual, dengan menggunakan FeedForward. Untuk estimator 

Realtabformer, Adapter juga mengaplikasikan embedding layer dari 

Realtabformer. Hasil dari embedding layer di-reduce dengan weighted sum 

menggunakan sebuah tensor bobot yang learnable. Head adalah block ujung dari 
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estimator yang me-reduce hasil dari Encoder menggunakan setumpuk dense layer 

FeedForward hingga menjadi satu nilai akhir yaitu estimasi ML Utility . Untuk 

fungsi aktivasi tertentu, hasilnya akan disesuaikan dengan perkalian negatif agar 

range nilai output sesuai.  

 

 

import  torch  

import  torch . nn as  nn 

from  . blocks import  Encoder  

 

class  TwinEncoder( nn . Module ):  

    def  __init__ (  

        self ,   

        d_model =64 ,  

        n_layers_left =3,  

        pma_start =- 1,  

        pma_low =1,  

        ** kwargs ,  

    ):  

        super(). __init__ ()  

 

        self . encoder_left = Encoder (  

            d_model =d_model ,  

            n_layers =n_layers_left ,  

            pma_start =pma_start ,  

            pma_low =pma_low ,  

            ** kwargs ,  

        )  

 

        self . encoder_right = self . encoder_left  

 

        self . d_model = d_model  

        self . d_input = d_model  

        self . d_output = d_model  

 

    def  forward ( self ,  left_seq ,  right_seq ):  

        left_output = self . encoder_left ( left_seq )  

        right_output = self . encoder_right ( right_seq )  

 

        output = left_output -  right_output  

 

        if  output . dim ()  > 2:  

            output = torch . flatten ( output ,  - 2,  - 1)  

        assert  output . dim ()  == 2 
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        return  output  

 

 

class  MLUtilitySingle( nn . Module ):  

    def  __init__ (  

        self ,  

        adapter =None,  

        body =None,  

        head =None,  

        name="single" ,  

    ):  

        super(). __init__ ()  

        assert  body ,  "Must provide body"  

        self . name = name 

        self . adapter = adapter  

        self . body = body  

        self . head = head  

 

    def  forward ( self ,  train ,  test ,  skip_train_adapter =False,  

skip_test_adapter =False):  

        # So here we have train and test with shape (batch, size, d_input)  

        m_train ,  m_test = train ,  test  

        if  self . adapter :  

            if  not  skip_train_adapter :  

                train ,  m_train = self . adapter ( train )  

            if  not  skip_test_adapter :  

                test ,  m_test = self . adapter ( test )  

        # The adapter is normal deep MLP so here it will still be (batch, size, 

d_model)  

        # Transformer should take the same input,  

        out = self . body ( m_train ,  m_test )  

        if  self . head :  

            out = self . head ( out )  

        # Head will flatten the input into (batch, size*d_model)  

        # size is actually n_seeds though  

        # but anyway, it will later be (batch, d_head),  

        # which by default d_head=1  

        return  train ,  out  

     

  

class  MLUtilityWhole( nn . Module ):  

    def  __init__ (  

        self ,  

        body ,  

        adapters =DEFAULT_ADAPTER_DIMS,  

        heads =[ "mlu" ],  

        adapter_args =None,  

        head_args =None,  
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        models =None,  

        objectives =None,  

        name="whole" ,  

        device =DEFAULT_DEVICE,  

        init =True,  

        ** kwargs ,  

    ):  

        super(). __init__ ()  

        self . name = name 

        self . cache = {}  

 

        adapter_args = adapter_args or  {}  

        head_args = head_args or  {}  

 

        adapter_args [ "d_model" ]  = body . d_input  

        head_args [ "d_model" ]  = body . d_output  

 

        if  models :  

            adapters = filter_dict ( adapters ,  models )  

 

        self . adapters = nn . ModuleDict ({  

            model :  Adapter (  

                d_input =d_input ,  

                device =device ,  

                init =False,  

                ** adapter_args ,  

                ** kwargs ,  

            )  

            for  model ,  d_input in  adapters . items ()  

        })  

        self . body = body  

        self . heads = nn . ModuleDict ({  

            head :  Head(  

                device =device ,  

                init =False,  

                ** head_args ,  

                ** kwargs ,  

            )  

            for  head in  heads  

        })  

        self . models = models or  list( self . adapters . keys ())  

        self . models = [ x for  x in  self . models if  x in  self . adapters ]  

        self . objectives = objectives or  list( self . heads . keys ())  

        self . objectives = [ x for  x in  self . objectives if  x in  self . heads ]  

 

        if  init :  

            self . init ()  
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        self . device = device  

        self . to ( device )  

 

    def  init ( self ,  activation =None):  

        for  adapter in  self . adapters . values ():  

            adapter . init ( activation =None)  

        self . body . init ( activation =None)  

        for  head in  self . heads . values ():  

            head . init ( activation =activation )  

 

    def  non_adapter_zero_grad ( self ):  

        self . body . zero_grad ()  

        if  self . heads :  

            for  head in  self . heads . values ():  

                head . zero_grad ()  

         

    def  __getitem__ ( self ,  model ):  

        head = "mlu"  

        if  isinstance( model ,  tuple)  or  isinstance( model ,  list):  

            model ,  head = model  

        idx = model ,  head  

        if  idx in  self . cache :  

            return  self . cache [ idx ]  

 

        single = MLUtilitySingle (  

            adapter =self . adapters [ model ]  if  model and  model in  self . models else  

None,  

            body =self . body ,  

            head =self . heads [ head ],  

            name=model ,  

            init =False,  

        )  

 

        self . cache [ idx ]  = single  

        return  single  

 

    def  forward ( self ,  train ,  test ,  model ,  head ="mlu" ,  skip_train_adapter =False,  

skip_test_adapter =False):  

        single = self [( model ,  head )]  

        return  single ( train ,  test ,  skip_train_adapter =skip_train_adapter ,  

skip_test_adapter =skip_test_adapter )  

 

Kode 4.13 Model Estimator (Disederhanakan) 

Kode 4.13 adalah kode model estimator di tingkat tinggi. TwinEncoder 

berisi dua transformer Encoder yang sama, diaplikasikan kepada train set dan test 

set dan hasilnya dikurangkan. MLUtilitySingle adalah model estimator ML Utility 
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untuk sebuah synthesizer. MLUtilitySingle terdiri dari sebuah Adapter, sebuah 

body, yaitu TwinEncoder, dan sebuah Head.  MLUtilityWhole adalah model 

estimator ML Utility  untuk lebih dari satu synthesizer, yaitu dengan Adapter yang 

berbeda tapi body dan head yang sama. Training dilakukan pada MLUtilityWhole. 

Meskipun menggunakan MLUtilityWhole, sebuah model estimator hanya dibuat 

dan digunakan untuk satu synthesizer (tidak jadi disatukan).  

 

 

import  torch  

import  torch . nn . functional as  F 

from  ... util import  clear_memory ,  zero_tensor ,  filter_dict  

from  torch . nn . utils import  clip_grad_norm_  

from  ... metrics import  rmse ,  mae,  mape,  ScaledLoss ,  SCALING 

import  numpy as  np 

from  ... loss_balancer import   LossBalancer  

from  torch . utils . data import  DataLoader ,  Dataset  

from  . data import  collate_fn  

from  contextlib import  nullcontext  

 

Tensor = torch . FloatTensor  

 

def  mean( x):  

    if  len( x)  == 0:  

        return  0 

    return  sum( x)/len( x)  

 

def  try_tensor_item ( tensor ,  detach =True):  

    if  hasattr( tensor ,  "item" ):  

        if  detach :  

            tensor = tensor . detach ()  

        return  tensor . item ()  

    return  tensor  

 

def  calc_gradient ( inputs ,  outputs ,  outputs_grad =None,  is_grads_batched =False):  

    if  outputs_grad is  None and  outputs . dim ()  > 0:  

        outputs_grad = torch . ones_like ( outputs )  

    is_grads_batched = is_grads_batched and  outputs . dim ()  > 0 and  ( outputs_grad 

is  None or  outputs_grad . dim ()  >0)  

    gradient = torch . autograd . grad (  

        inputs = inputs ,  

        outputs = outputs ,  

        grad_outputs =outputs_grad ,   

        create_graph =True,  

        retain_graph =True,  
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        is_grads_batched =is_grads_batched ,  

    )[ 0]  

    return  gradient  

 

def  get_g (  

    error ,  

    target =1.0 ,  

):  

    g = target *  torch .abs( error )   

    return  g 

 

# Gradient magnitude should follow MSE gradient  

def  calc_g_mse_mag_loss (  

    dbody_dx_norm ,  error ,   

    grad_loss_fn =F. mse_loss ,   

    grad_loss_scale =None,   

    reduction =torch . mean,  

    target =1.0 ,  

    multiply =True,  

    forgive_over =True,  

):  

 

    assert  dbody_dx_norm . dim ()  == 1 and  error . dim ()  == 1 and  len( dbody_dx_norm )  

== len( error )  

    # The gradient norm can't be negative  

    if  multiply :  

        g = get_g (  

            error =error ,  

            target =target ,  

        )  

        grad_loss_fn = ScaledLoss ( grad_loss_fn ,  

SCALING[ grad_loss_scale ]( g). item ())  if  grad_loss_scale else  grad_loss_fn  

    else:  

        g = torch . full ( dbody_dx_norm . shape ,  target ,  device =dbody_dx_norm . device ,  

dtype =dbody_dx_norm . dtype )  

        grad_loss_fn = ScaledLoss ( grad_loss_fn ,  

SCALING[ grad_loss_scale ]( error ). item ())  if  grad_loss_scale else  grad_loss_fn  

    # gradient penalty  

    if  forgive_over :  

        dbody_dx_norm = torch . clamp ( dbody_dx_norm ,  min= g)  

    g_loss = grad_loss_fn ( dbody_dx_norm ,  g,  reduction ="none" )  

    if  reduction and  reduction !=  "none" :  

        g_loss = reduction ( g_loss )  

    return  g_loss  

 

     

def  calc_g_mag_loss (  

    dbody_dx ,  error ,   
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    grad_loss_fn =F. mse_loss ,   

    grad_loss_scale =None,   

    eps =1e- 8,  

    reduction =torch . mean,  

    mse_mag=True,  

    mse_mag_kwargs ={},  

    ** kwargs ,  

):  

    # Calculate the magnitude of the gradient  

    # No keep_dim, so this results in (batch)  

    dbody_dx = dbody_dx + eps  

    dbody_dx_norm = dbody_dx . norm ( 2,  dim =- 1)  

 

    assert  dbody_dx_norm . dim ()  == 1 and  error . dim ()  == 1 and  len( dbody_dx_norm )  

== len( error )  

     

    losses = [  

        calc_g_mse_mag_loss (  

            dbody_dx_norm =dbody_dx_norm ,  

            error =error ,  

            grad_loss_fn =grad_loss_fn ,  

            grad_loss_scale =grad_loss_scale ,  

            reduction =reduction ,  

            ** mse_mag_kwargs ,  

        )  if  mse_mag else  None,  

    ]  

    losses = [ l for  l in  losses if  l is  not  None]  

    g_mag_loss = mean( losses )  if  losses else  zero_tensor ( device =error . device )  

 

    return  g_mag_loss  

 

def  calc_g_loss (  

    dbody_dx ,  error ,   

    grad_loss_fn =F. mse_loss ,   

    grad_loss_scale =None,   

    reduction =torch . mean,  

    eps =1e- 8,  

    mag_loss =True,  

    forgive_over =True,  

    ** mag_loss_kwargs ,  

):  

    #detach the error because we only want to shape the gradient  

    #the error will still be in the gradient's computation,  

    #but it's fine because that's just how it will update the weights  

    error = error . detach ()  

    # The gradient is of shape (batch, size, dim)  

    # Sum gradient over the size dimension, resulting in (batch, dim)  

    if  dbody_dx . dim ()  > 3:  
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        dbody_dx = dbody_dx . view (*( dbody_dx . shape [: 2]),  - 1)  

    dbody_dx = torch .sum( dbody_dx ,  dim =- 2)  

 

    losses = [  

        calc_g_mag_loss (  

            dbody_dx =dbody_dx ,  

            error =error ,  

            grad_loss_fn =grad_loss_fn ,  

            grad_loss_scale =grad_loss_scale ,  

            reduction =reduction ,  

            eps =eps ,  

            forgive_over =forgive_over ,  

            #only_sign=mag_only_sign,  

            ** mag_loss_kwargs ,  

        )  if  mag_loss else  zero_tensor ( device =error . device ),  

    ]  

    return  losses  

     

def  forward_pass_1 ( single_model ,  model ,  train ,  test ,  y ,  y_real ,  compute ,  

gradient_penalty =True):  

    # train needs to require grad for gradient penalty computation  

    train = train . clone ()  

    train = train . detach ()  

 

    train = train . to ( single_model . device )  

    test = test . to ( single_model . device )  

    y = y . to ( single_model . device )  

    y_real = y_real . to ( single_model . device )  

 

    # train.grad = None  

    if  gradient_penalty :  

        train . requires_grad_ ()  

    # calculate intermediate tensor for later use  

    train ,  m = single_model . adapter ( train )  

    compute [ "train" ]  = train  

    # store grad in m  

    if  gradient_penalty :  

        m. requires_grad_ ()  

    compute [ "m" ]  = m 

 

    test ,  m_test = single_model . adapter ( test )  

    compute [ "m_test" ]  = m_test  

 

    # Somehow y keeps being 64 bit tensor  

    # So yeah this is a workaround  

    y = y . to ( torch . float32 )  

    compute [ "y" ]  = y 

    y_real = y_real . to ( torch . float32 )  
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    compute [ "y_real" ]  = y_real  

 

 

    return  compute  

 

def  forward_pass_2 (  

    single_model ,  

    compute ,  

    model ,  

    loss_fn =F. mse_loss ,  

):  

    # make prediction using intermediate tensor  

    m = compute [ "m" ]  

    m_test = compute [ "m_test" ]  

    m,  pred = single_model (  

        m,  m_test ,   

        skip_train_adapter =True,  

        skip_test_adapter =True  

    )  

    compute [ "pred" ]  = pred  

    # none reduction to retain the batch shape  

    y = compute [ "y" ]  

    compute [ "loss" ]  = loss = loss_fn ( pred ,  y ,  reduction ="none" )  

    compute [ "error" ]  = pred -  y 

 

    return  pred ,  loss  

 

def  forward_pass_gradient (  

    compute ,  

    calc_grad_m =True,  

    model =None,  

):  

    m = compute [ "m" ]  

    loss = compute [ "loss" ]  

    #loss = compute["loss_real"]  

    train = compute [ "train" ]  

    if  calc_grad_m :  

        compute [ "grad" ]  = grad = calc_gradient ( m,  loss )  

    else:  

        train = compute [ "train" ]  

        compute [ "grad" ]  = grad = calc_gradient ( train ,  loss )  

 

    return  grad  

 

def  calc_g_loss_2 (  

    model ,  

    compute ,  

    role_model_compute =None,  
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    calc_grad_m =None,  

    grad_loss_fn =F. mse_loss ,  

    grad_loss_scale =None,  

    reduction =torch . mean,  

    eps =1e- 8,  

    ** kwargs  

):  

    if  calc_grad_m is  None:  

        calc_grad_m = "m" in  compute and  compute [ "m" ]. requires_grad  

 

    # the grad at m is empty and detaching m won't do anything  

    if  "grad" in  compute :  

        grad_compute = compute  

    else:  

        grad_compute = role_model_compute  

 

    if  calc_grad_m :  # It's not dbody/dx yet but intermediate dbody/dadapter  

        dbody_dadapter = grad_compute [ "grad" ]  

        m = compute [ "m" ]  

        train = compute [ "train" ]  

        dbody_dx = calc_gradient ( train ,  m,  dbody_dadapter )  

    else:  

        dbody_dx = grad_compute [ "grad" ]  

    #loss = grad_compute["loss"]  

    error = grad_compute [ "error" ]  

    g_mag_loss = calc_g_loss (  

        dbody_dx =dbody_dx ,  

        error =error ,  

        grad_loss_fn =grad_loss_fn ,  

        grad_loss_scale =grad_loss_scale ,  

        reduction =reduction ,  

        eps =eps ,  

        ** kwargs  

    )  

    compute [ "g_mag_loss" ]  = g_mag_loss  

 

    return  g_mag_loss  

 

def  train_epoch (  

    whole_model ,   

    train_loader ,   

    optim =None,   

    loss_balancer =LossBalancer (),  

    loss_fn =F. mse_loss ,  

    grad_loss_fn =F. mse_loss ,  # It's fine as long as loss_fn is MSE  

    grad_loss_scale =None,  

    reduction =torch . mean,  

    val =False,  
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    fixed_role_model ="lct_gan" ,  

    calc_grad_m =True,  

    gradient_penalty =True,  

    grad_clip =4.0 ,  

    models = None,  

    head ="mlu" ,  

    eps =1e- 8,  

    allow_same_prediction =True,  

    g_loss_mul =0.1 ,  

    save_on_cpu =False,  

    ** g_loss_kwargs  

):  

    grad_cm = torch . no_grad ()  if  val else  nullcontext ()  

    gradient_penalty_2 = gradient_penalty and  not  val  

 

    with  grad_cm :  

 

        models = models or  whole_model . models  

 

        # Set the model to eval mode for validation or train mode for training  

        whole_model .eval()  if  val else  whole_model . train ()  

        avg_loss = 0 

        avg_role_model_loss = 0 

        avg_role_model_g_mag_loss = 0 

        n_size = 0 

        n_batch = 0 

 

        loss_balancer . to ( whole_model . device )  

        for  batch ,  batch_dict in  enumerate( train_loader ):  

            batch_dict = filter_dict ( batch_dict ,  models )  

            if  not  val :  

                optim . zero_grad ()  

 

            batch_size = 1 

 

            if  fixed_role_model :  

                role_model = fixed_role_model  

 

            save_cm = torch . autograd . graph . save_on_cpu ( pin_memory =True)  if  

save_on_cpu else  nullcontext ()  

            with  save_cm :  

                # Compute prediction and loss for all adapters  

                computes = { model :  {}  for  model in  models }  

                for  model ,  ( train ,  test ,  y ,  y_real )  in  batch_dict . items ():  

                    batch_size = y . shape [ 0]  if  y . dim ()  > 0 else  1 

                    compute = computes [ model ]  

                    forward_pass_1 (  

                        single_model =whole_model [ model ,  head ],  
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                        train =train ,  

                        test =test ,  

                        y=y ,  

                        y_real =y_real ,  

                        compute =compute ,  

                        model =model ,  

                    )  

 

                for  model ,  compute in  computes . items ():  

                     

                    forward_pass_2 (  

                        single_model =whole_model [ model ,  head ],  

                        compute =compute ,  

                        loss_fn =loss_fn ,  

                        model =model ,  

                    )  

                    if  gradient_penalty_2 :  

                        forward_pass_gradient (  

                            compute =compute ,  

                            calc_grad_m =calc_grad_m ,  

                            model =model ,  

                        )  

 

                role_model_compute = computes [ role_model ]  

 

                role_model_loss = reduction ( role_model_compute [ "loss" ])  

 

                # Now we calculate the gradient penalty  

                # We do this only for "train" input because test is supposedly 

the real dataset  

                if  gradient_penalty_2 :  

                    for  model ,  compute in  computes . items ():  

                        # If forward_once is true, grad will only exist for the 

role model  

                        if  "grad" not  in  compute and  not  calc_grad_m :  

                            continue  

                         

                        calc_g_loss_2 (  

                            model =model ,  

                            compute =compute ,  

                            role_model =role_model ,  

                            role_model_compute =role_model_compute ,  

                            calc_grad_m =calc_grad_m ,  

                            grad_loss_fn =grad_loss_fn ,  

                            grad_loss_scale =grad_loss_scale ,  

                            reduction =reduction ,  

                            eps =eps ,  

                            ** g_loss_kwargs  
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                        )  

 

            # Now we backward the role model  

            role_model_g_mag_loss = reduction ( role_model_compute [ "g_mag_loss" ])  

if  gradient_penalty_2 else  zero_tensor ( device =whole_model . device )  

 

            batch_loss = ( role_model_loss ,)  

            loss_weights = ( 1.0 ,)  

            if  gradient_penalty :  

                batch_loss = (  

                    * batch_loss ,   

                    role_model_g_mag_loss ,   

                )  

                loss_weights = (  

                    * loss_weights ,   

                    g_loss_mul *  0.5 ,   

                )  

            if  batch == 0 and  not  val :  

                loss_balancer . pre_weigh (* batch_loss ,  val =val )  

            batch_loss = sum( loss_balancer (* batch_loss ,  val =val ,  

weights =loss_weights ))  

            if  not  val :  

                if  reduction == torch .sum:  

                    ( batch_loss / batch_size ). backward ()  

                else:  

                    batch_loss . backward ()  

 

            if  not  val :  

                if  grad_clip :  

                    clip_grad_norm_ ( whole_model . parameters (),  grad_clip )  

                optim . step ()  

                optim . zero_grad ()  

 

 

            n_mul = ( batch_size if  reduction == torch . mean else  1)  

            avg_role_model_loss += try_tensor_item ( role_model_loss )  *  n_mul  

            avg_role_model_g_mag_loss += try_tensor_item ( role_model_g_mag_loss )  

*  n_mul  

            avg_loss += try_tensor_item ( batch_loss )  *  n_mul  

         

            n_size += batch_size  

            n_batch += 1 

 

        n = n_size  

 

        avg_role_model_loss /=  n 

        avg_role_model_g_mag_loss /=  n 

        avg_loss /=  n 
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        clear_memory ()  

        return  {  

            "avg_role_model_loss" :  avg_role_model_loss ,   

            "avg_role_model_g_mag_loss" :  avg_role_model_g_mag_loss ,  

            "avg_loss" :  avg_loss ,  

            "n_size" :  n_size ,  

            "n_batch" :  n_batch ,  

        }  

 

Kode 4.14 Training Estimator per Epoch (Disederhanakan) 

Kode 4.14 adalah kode training model estimator untuk satu epoch. Karena 

training awalnya dibuat untuk MLUtilityWhole, baik forward pass, backward pass, 

maupun gradient penalty dilakukan secara parsial. Fungsi forward_pass_1 

melakukan forward pass hingga adapter dan menghasilkan intermediate tensor m 

dan m_test. Fungsi forward_pass_1 juga memastikan baik input maupun m akan 

dihitung gradiennya. Fungsi forward_pass_2 melanjutkan forward pass hingga 

akhir. Fungsi forward_pass_gradient melakukan perhitungan gradien dari output 

hingga m, yaitu . Fungsi calc_g_loss_2 menghitung gradien dari input dan  

hingga menghitung gradient penalty. Gradien dihitung dengan torch.autograd.grad. 

Karena dalam satu step backpropagation dilakukan dengan dua jenis loss yang 

besarnya bisa jauh berbeda, yaitu loss prediksi dan gradient penalty, kedua loss 

diboboti menggunakan loss balancer yang dibuat berdasarkan MetaBalance (He et 

al., 2022).  

 

 

import  pandas as  pd 

import  os  

from  ... util import  filter_dict ,  filter_bias  

from  ... params import  GradientPenaltyMode  

from  . model . pipeline import  create_model  

from  torch . utils . data import  DataLoader  

from  . data import  collate_fn  

import  torch  

from  . process import  train_epoch ,  eval  as  _eval  

import  torch . nn . functional as  F 

from  ... loss_balancer import   MyLossTransformer ,  DEFAULT_BETA,  DEFAULT_R 

from  ... optim import  ScheduledOptim  

 

def  train (  
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    # Dataset args  

    datasets ,  

    preprocessor ,  

    batch_size =4,  

    # Training args  

    epochs =1,  

    lr =1e- 4,  

    Optim =torch . optim . AdamW,  

    optim =None,  

    models =None,  

    whole_model =None,  

    i =0,  

    # Training args  

    loss_fn =F. mse_loss ,  

    grad_loss_fn =F. mse_loss ,  

    loss_balancer =None,  

    loss_balancer_beta =DEFAULT_BETA,  

    loss_balancer_r =DEFAULT_R,  

    loss_balancer_meta =True,  

    loss_balancer_log =True,  

    loss_balancer_lbtw =True,  

    fixed_role_model ="tab_ddpm_concat" ,  

    gradient_penalty_mode =GradientPenaltyMode . ALL,  

    grad_clip =4.0 ,  

    head ="mlu" ,  

    verbose =True,  

    early_stopping =None,  

    dataloader_worker =0,  

    DataLoader =DataLoader ,  

    allow_same_prediction =True,  

    allow_same_prediction_eval =None,  

    eval_val =False,  

    create_model =create_model ,  

    train_epoch =train_epoch ,  

    _eval =_eval ,  

    g_loss_mul =0.1 ,  

    gradient_penalty_kwargs ={},  

    lr_mul =0.0 ,  

    n_warmup_steps =100 ,  

    forward_once =None,  

    bias_lr_mul =1.0 ,  

    bias_weight_decay =0.0 ,  

    ** model_args  

):  

    #print("Forcing g_loss_mul to be 0.1 for consistency due to bug")  

    #g_loss_mul = 0.1  

    allow_same_prediction_eval = allow_same_prediction if  

allow_same_prediction_eval is  None else  allow_same_prediction_eval  
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    if  len( datasets )  == 3:  

        train_set ,  val_set ,  test_set = datasets  

    elif  len( datasets )  == 2:  

        train_set ,  test_set = datasets  

        val_set = test_set  

 

    if  not  loss_balancer :  

        loss_balancer = MyLossTransformer (  

            beta =loss_balancer_beta ,   

            r =loss_balancer_r ,  

            meta =loss_balancer_meta ,  

            log =loss_balancer_log ,  

            lbtw =loss_balancer_lbtw ,  

        )  

 

    if  optim :  

        assert  whole_model  

     

    if  early_stopping :  

        early_stopping . model = whole_model  

 

    def  prepare_loader ( dataset ,  val =False):  

        loader = DataLoader (  

            dataset ,   

            batch_size =batch_size ,   

            shuffle =not  val ,   

            collate_fn =collate_fn ,  

            num_workers =dataloader_worker ,  

        )  

        return  loader  

     

    train_loader = prepare_loader ( train_set ,  val =False)  

    val_loader = prepare_loader ( val_set ,  val =True)  

 

    adapters = preprocessor . adapter_sizes  

    models = [ fixed_role_model ]  

    adapters = filter_dict ( adapters ,  models )  

 

    if  not  whole_model :  

        whole_model = create_model (  

            adapters =adapters ,  

            models =models ,  

            ** model_args  

        )  

 

    if  not  optim :  

        weight_params ,  bias_params = filter_bias ( whole_model )  
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        optim_params = [  

            {  

                "params" :  weight_params ,  

                "lr" :  lr ,  

            },  

            {  

                "params" :  bias_params ,  

                "lr" :  bias_lr_mul *  lr ,  

                "weight_decay" :  bias_weight_decay ,  

            }  

        ]  

        optim = Optim (  

            optim_params ,  

            lr =lr  

        )  

    if  lr_mul and  not  isinstance( optim ,  ScheduledOptim ):  

        optim = ScheduledOptim (  

            optim ,  

            lr_mul =lr_mul ,  

            n_warmup_steps =n_warmup_steps ,  

            d_model =whole_model . body . d_model ,  

        )  

    if  not  hasattr( optim ,  "warming_up" ):  

        optim . warming_up = False  

     

    if  forward_once is  not  None:  

        gradient_penalty_mode = gradient_penalty_mode or  {}  

        gradient_penalty_mode = {  

            ** gradient_penalty_mode ,  

            "forward_once" :  forward_once ,  

        }  

 

 

    def  train_epoch_ (  

        train_loader ,  

        val =False,  

        gradient_penalty_mode =gradient_penalty_mode ,  

    ):  

        loss = train_epoch (  

            whole_model ,   

            train_loader ,   

            optim =optim ,  

            val =val ,  

            loss_fn =loss_fn ,  

            grad_loss_fn =grad_loss_fn or  loss_fn ,  

            loss_balancer =loss_balancer ,  

            fixed_role_model =fixed_role_model ,  

            grad_clip =grad_clip ,  
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            head =head ,  

            allow_same_prediction =allow_same_prediction ,  

            models =models ,  

            g_loss_mul =g_loss_mul ,  

            ** gradient_penalty_mode ,  

            ** gradient_penalty_kwargs ,  

        )  

        return  loss  

     

     

    train_results = []  

    val_results = []  

 

     

    #print("[INFO] Beginning epoch")  

    gradient_penalty_mode_ = gradient_penalty_mode  

 

    epochs = epochs or  1000  

    for  i in  range( i ,  i +epochs ):  

        if  verbose :  

            print( "Epoch" ,  i )  

 

        train_loss = train_epoch_ ( train_loader ,  

gradient_penalty_mode =gradient_penalty_mode_ )  

        if  verbose :  

            print( "Train loss" ,  train_loss )  

        val_loss = train_epoch_ ( val_loader ,  

gradient_penalty_mode =gradient_penalty_mode_ ,  val =True)  

        if  verbose :  

            print( "Val loss" ,  val_loss )  

 

        train_results . append ( train_loss )  

        val_results . append ( val_loss )  

 

        train_value = train_loss [ "avg_loss" ]  

        val_value = val_loss [ "avg_loss" ]  

 

        if  not  optim . warming_up and  early_stopping :  

            early_stopping . step ( train_value ,  val_value ,  epoch =i )  

            if  early_stopping . stopped :  

                print( "Stopped" ,  gradient_penalty_mode_ !=  

gradient_penalty_mode )  

                if  gradient_penalty_mode_ !=  gradient_penalty_mode :  

                    gradient_penalty_mode_ = gradient_penalty_mode  

                    early_stopping . reset_counter ( reset_best =True)  

                    print( f"Begin training phase 2 for gradient at epoch {i}" )  

                else:  

                    break  
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    train_results_2 = [{ f"{k}_train" :  v for  k ,  v in  x . items ()}  for  x in  

train_results ]  

    val_results_2 = [{ f"{k}_test" :  v for  k ,  v in  x . items ()}  for  x in  

val_results ]  

    train_result_df = pd . DataFrame . from_records ( train_results_2 )  

    val_result_df = pd . DataFrame . from_records ( val_results_2 )  

    result_df = pd . concat ([ train_result_df ,  val_result_df ],  axis =1)  

    result_df . head ()  

 

    eval_loss = eval(  

        test_set ,  whole_model ,  

        batch_size =batch_size ,  

        dataloader_worker =dataloader_worker ,  

        DataLoader =DataLoader ,  

        allow_same_prediction =allow_same_prediction_eval ,  

        models =models ,  

        _eval =_eval ,  

        fixed_role_model =fixed_role_model ,  

        #grad_loss_scale=grad_loss_scale,  

    )  

    if  eval_val and  val_set is  not  test_set :  

        val_set . set_size (None)  

        val_set . set_aug_scale ( 0)  

        eval_loss = eval(  

            val_set ,  whole_model ,  

            batch_size =batch_size ,  

            dataloader_worker =dataloader_worker ,  

            DataLoader =DataLoader ,  

            allow_same_prediction =allow_same_prediction_eval ,  

            models =models ,  

            _eval =_eval ,  

            fixed_role_model =fixed_role_model ,  

            #grad_loss_scale=grad_loss_scale,  

        )  

    if  verbose :  

        print( "Eval loss" ,  eval_loss )  

 

    return  {  

        "whole_model" :  whole_model ,  

        "optim" :  optim ,  

        "i" :  i ,  

        "train_loss" :  train_results ,  

        "val_loss" :  val_results ,  

        "eval_loss" :  eval_loss ,  

        "history" :  result_df ,  

    }  

Kode 4.15 Pipeline Training Estimator (Disederhanakan) 
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Kode 4.15 adalah kode pipeline training estimator. Kode ini meliputi 

persiapan training, yaitu pembuatan loss balancer, DataLoader, optimizer, 

scheduler, early stopper, dan logger. Kode ini juga meliputi eksekusi training loop, 

termasuk early stopping dan logging. Kode ini juga melakukan evaluasi setelah 

training.  

 

 

import  torch  

import  os  

from  torch . utils . data import  Dataset  

import  pandas as  pd 

from  ... util import  stack_samples ,  stack_sample_dicts ,  sort_df ,  shuffle_df ,  

split_df_ratio ,  split_df_kfold ,  fix_path  

import  numpy as  np 

 

Tensor =torch . FloatTensor  

 

def  preprocess_sample ( sample ,  preprocessor =None,  model =None):  

    if  not  preprocessor :  

        return  sample  

    train ,  test ,  y ,  y_real = sample  

    train ,  test = preprocessor . preprocess ( train ,  model =model ),  

preprocessor . preprocess ( test ,  model =model )  

     

    return  train ,  test ,  y ,  y_real  

 

def  to_dtype ( x ,  dtype =None):  

    if  not  dtype :  

        return  x 

    if  x is  None:  

        return  x 

    if  isinstance( x ,  tuple):  

        return  tuple([ to_dtype ( a,  dtype )  for  a in  x ])  

    if  isinstance( x ,  list):  

        return  [ to_dtype ( a,  dtype )  for  a in  x ]  

    if  isinstance( x ,  dict):  

        return  { k :  to_dtype ( v ,  dtype )  for  k ,  v in  x . items ()}  

    if  torch . is_tensor ( x):  

        try:  

            return  x . to ( dtype )  

        except  Exception:  

            return  x 

    if  hasattr( x ,  "__iter__" ):  

        return  x . astype ( dtype )  

    return  dtype ( x)  
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def  to_tensor ( x ,  Tensor =None):  

    if  not  Tensor :  

        return  x 

    if  x is  None:  

        return  x 

    if  isinstance( x ,  tuple):  

        return  tuple([ to_tensor ( a,  Tensor )  for  a in  x ])  

    if  isinstance( x ,  list):  

        return  [ to_tensor ( a,  Tensor )  for  a in  x ]  

    if  isinstance( x ,  dict):  

        return  { k :  to_tensor ( v ,  Tensor )  for  k ,  v in  x . items ()}  

    if  isinstance( x ,  pd . DataFrame ):  

        return  to_tensor ( x . values ,  Tensor )  

    if  isinstance( x ,  pd . Series ):  

        return  to_tensor ( x . values ,  Tensor )  

    if  isinstance( x ,  np . ndarray ):  

        return  Tensor ( x)  

        #return torch.from_numpy(x)  

    if  torch . is_tensor ( x):  

        return  x . to ( Tensor . dtype )  

    if  hasattr( x ,  "__iter__" ):  

        return  Tensor ( x)  

    return  Tensor ([ x ]). squeeze ()  

 

class  BaseDataset( Dataset ):  

    def  __init__ ( self ,  all= "all" ,  ** kwargs ):  

        self .all  = all  

        self . base_kwargs = kwargs  

 

    def  items ( self ):  

        raise  RuntimeError( "Not implemented" )  

 

    @property  

    def  index ( self ):  

        return  list(range(len( self )))  

 

    def  must_copy ( self ):  

        return  False  

     

    def  try_copy ( self ):  

        return  self  

 

    def  slice ( self ,  start =0,  stop =None,  step =1,  step_first =True):  

        index = pd . Series ( self . index )  

        if  not  isinstance( stop ,  int):  

            stop = len( index )  

        sample = index  
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        if  step_first :  

            sample = sample [:: step ]  

            stop = min(len( sample ),  stop )  

            sample = sample [ start : stop ]  

        else:  

            sample = sample [ start : stop : step ]  

        dataset = SubDataset ( self ,  sample )  

        return  dataset  

 

    def  sample ( self ,  ** kwargs ):  

        index = pd . Series ( self . index )  

        sample = index . sample (** kwargs )  

        dataset = SubDataset ( self ,  sample )  

        return  dataset  

 

    def  split_ratio ( self ,  ** kwargs ):  

        index = pd . Series ( self . index )  

        datasets = split_df_ratio ( index ,  ** kwargs )  

        #print("split_ratio", len(datasets))  

        datasets = [ SubDataset ( self ,  i )  for  i in  datasets ]  

        return  datasets  

 

    def  split_kfold ( self ,  ** kwargs ):  

        index = pd . Series ( self . index )  

        splits = split_df_kfold ( index ,  ** kwargs )  

        splits = [[ SubDataset ( self ,  i )  for  i in  datasets ]  for  datasets in  

splits ]  

        return  splits  

 

class  DatasetDataset( BaseDataset ):  

    def  __init__ ( self ,  dir,  file ="info.csv" ,  Tensor =None,  mode="shuffle" ,  

train ="synth" ,  test ="val" ,  value ="synth_value" ,  real_value ="real_value" ,  

drop_first_column =False,  dtypes =None,  all= "all" ,  ** kwargs ):  

        super(). __init__ (all=all,  ** kwargs )  

        self . _dir = dir  

        self .dir  = dir  

        self . info_all = pd . read_csv ( os . path . join (dir,  file ))  

        self . info = self . info_all . to_dict ( "records" )  

        self . Tensor = Tensor  

        self . train = train  

        self . test = test  

        self . value = value  

        self . real_value = real_value or  value  

         

        assert  mode in  ( "shuffle" ,  "sort" )  

        self . mode = mode 

        self . drop_first_column = drop_first_column  

        self . dtypes = dtypes  
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    def  __len__ ( self ):  

        return  len( self . info )  

 

    def  __getitem__ ( self ,  idx ):  

        if  torch . is_tensor ( idx ):  

            idx = idx . tolist ()  

        if  hasattr( idx ,  "__iter__" ):  

            return  stack_samples ([ self [id]  for  id  in  idx ])  

 

        info = self . info [ idx ]  

        test = pd . read_csv ( os . path . join ( self .dir,  fix_path ( info [ self . test ])))  

        train = pd . read_csv ( os . path . join ( self .dir,  fix_path ( info [ self . train ])))  

 

        if  self . dtypes :  

            test = test . astype ( self . dtypes )  

            train = train . astype ( self . dtypes )  

 

        #drop index  

        if  "" in  list( test . columns )  or  self . drop_first_column :  

            test . drop ( test . columns [ 0],  axis =1,  inplace =True)  

        if  len( train . columns )  > len( test . columns )  or  "" in  list( train . columns )  

or  self . drop_first_column :  

            train . drop ( train . columns [ 0],  axis =1,  inplace =True)  

 

        y = info [ self . value ]  

        y_real = info [ self . real_value ]  

 

        if  self . mode == "shuffle" :  

            train ,  test = shuffle_df ( train ),  shuffle_df ( test )  

        elif  self . mode == "sort" :  

            train ,  test = sort_df ( train ),  sort_df ( test )  

 

        sample = train ,  test ,  y ,  y_real  

 

        sample = to_tensor ( sample ,  self . Tensor )  

 

        return  sample  

     

class  WrapperDataset( BaseDataset ):  

    def  __init__ ( self ,  dataset ,  copy =True,  ** kwargs ):  

        super(). __init__ (** kwargs )  

        self . dataset = dataset . try_copy ()  if  copy else  dataset  

        self . wrapper_kwargs = kwargs  

 

    def  items ( self ):  

        return  self . dataset . items ()  
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    def  __len__ ( self ):  

        return  len( self . dataset )  

     

    def  __getitem__ ( self ,  idx ):  

        return  self . dataset [ idx ]  

     

    def  must_copy ( self ):  

        return  self . dataset . must_copy ()  

     

    def  try_copy ( self ):  

        if  self . must_copy ():  

            return  WrapperDataset ( self . dataset ,  ** self . wrapper_kwargs )  

        return  self  

 

class  SubDataset( WrapperDataset ):  

    def  __init__ ( self ,  dataset ,  index ,  ** kwargs ):  

        super(). __init__ ( dataset =dataset ,  ** kwargs )  

        if  isinstance( index ,  pd . Series )  or  isinstance( index ,  pd . Index ):  

            index = index . to_numpy ()  

        if  not  isinstance( index ,  np . ndarray ):  

            index = np . array ( index )  

        index = index . astype (int)  

        self . sub_kwargs = kwargs  

        self . index_ = index  

 

    def  items ( self ):  

        return  [( k ,  SubDataset ( v ,  self . index_ ,  ** self . sub_kwargs ))  for  k ,  v in  

self . dataset . items ()]  

 

    def  __len__ ( self ):  

        return  len( self . index_ )  

 

    def  __getitem__ ( self ,  idx ):  

        try:  

            return  self . dataset [ self . index_ [ idx ]]  

        except  IndexError  as  ex :  

            print( "SubDataset" ,  type( self ),  idx ,  self . index_ [ idx ],  len( self ),  

self . index_ )  

            raise  

     

    def  try_copy ( self ):  

        if  self . must_copy ():  

            return  SubDataset ( self . dataset ,  index =self . index_ ,  

** self . sub_kwargs )  

        return  self  

     

 

class  PreprocessedDataset( WrapperDataset ):  
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    def  __init__ ( self ,  dataset ,  preprocessor ,  model =None,  Tensor =Tensor ,  

dtype =float,  as_dict =False,  ** kwargs ):  

        super(). __init__ ( dataset =dataset ,  ** kwargs )  

        assert  model or  preprocessor . model  

        self . preprocessor = preprocessor  

        self . model = model  

        self . Tensor = Tensor  

        self . dtype = dtype  

        self . kwargs = kwargs  

        self . as_dict = as_dict  

 

    def  items ( self ):  

        return  [( self . model ,  self . copy_non_dict ())]  

 

    def  __getitem__ ( self ,  idx ):  

        if  torch . is_tensor ( idx ):  

            idx = idx . tolist ()  

        if  isinstance( idx ,  str):  

            assert  idx == self . model  

            return  self . copy_non_dict ()  

        if  hasattr( idx ,  "__iter__" ):  

            return  stack_samples ([ self [id]  for  id  in  idx ])  

         

        sample = self . dataset [ idx ]  

        sample = preprocess_sample ( sample ,  self . preprocessor ,  self . model )  

        sample = to_dtype ( sample ,  self . dtype )  

        sample = to_tensor ( sample ,  self . Tensor )  

 

        if  self . as_dict :  

            sample = { self . model :  sample }  

 

        return  sample  

     

    def  copy ( self ):  

        return  PreprocessedDataset ( self . dataset ,  preprocessor =self . preprocessor ,  

model =self . model ,  Tensor =self . Tensor ,  dtype =self . dtype ,  as_dict =self . as_dict ,  

** self . kwargs )  

     

    def  try_copy ( self ):  

        if  self . must_copy ():  

            return  self . copy ()  

        return  self  

     

    def  copy_non_dict ( self ):  

        ret = self . copy ()  

        ret . as_dict = False  

        return  ret  
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def  collate_fn ( samples ):  

    sample = samples [ 0]  

    if  isinstance( sample ,  dict):  

        return  stack_sample_dicts ( samples )  

    if  isinstance( sample ,  tuple)  or  isinstance( sample ,  list):  

        return  stack_samples ( samples )  

    raise  ValueError( f"Invalid sample type: { type( sample ) }" )  

 

class  ConcatDataset( BaseDataset ):  

    def  __init__ ( self ,  datasets ,  copy =True,  ** kwargs ):  

        super(). __init__ (** kwargs )  

        self . datasets = [ dataset . try_copy ()  if  copy else  dataset for  dataset in  

datasets ]  

        self . concat_kwargs = kwargs  

 

        self . dataset_count = len( self . datasets )  

        self . counts = [len( dataset )  for  dataset in  datasets ]  

        self . cumulatives = np . cumsum( self . counts )  

        self . count = sum( self . counts )  

 

    def  items ( self ):  

        dataset_dicts = [dict( d. items ())  for  d in  self . datasets ]  

        return  [  

            (  

                k ,  

                ConcatDataset (  

                    [ d[ k ]  for  d in  dataset_dicts ],  

                    ** self . concat_kwargs ,  

                )  

            )  

            for  k in  dataset_dicts [ 0]. keys ()  

        ]  

 

    @property  

    def  index ( self ):  

        return  list(range(len( self )))  

 

    def  __len__ ( self ):  

        return  self . count  

     

    def  __getitem__ ( self ,  idx ):  

        if  torch . is_tensor ( idx ):  

            idx = idx . tolist ()  

        if  hasattr( idx ,  "__iter__" ):  

            return  stack_sample_dicts ([ self [id]  for  id  in  idx ])  

        assert  idx < len( self )  

        prev = 0 
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        for  i ,  ci in  enumerate( self . cumulatives ):  

            if  idx < ci :  

                break  

            prev = ci  

        try:  

            return  self . datasets [ i ][ idx - prev ]  

        except  IndexError  as  ex :  

            print( "ConcatDataset" ,  type( self ),  idx ,  idx - prev ,  

len( self . datasets [ i ]),  self . counts [ i ],  self . cumulatives [ i ])  

            raise  

     

    def  must_copy ( self ):  

        return  np . array ([ dataset . must_copy ()  for  dataset in  

self . datasets ]).any()  

     

    def  try_copy ( self ):  

        if  self . must_copy ():  

            return  ConcatDataset ( self . datasets ,  ** self . concat_kwargs )  

        return  self  

 

def  load_dataset (  

    dataset_dir ,  

    preprocessor ,  

    start =0,  

    stop =None,  

    step =1,  

    model =None,  

    ratio =0.2 ,  

    seed =42 ,  

    random =False,  

    val =False,  

    all= "all" ,   

    df =None,  

    drop_first_column =False,  

    reverse_split =True,  

    ** kwargs ,  

):  

    dtypes = df . dtypes . to_dict ()  if  df is  not  None else  None 

    dataset = DatasetDataset (  

        dataset_dir ,  

        all=all,   

        dtypes =dtypes ,  

        drop_first_column =drop_first_column ,  

        ** kwargs ,  

    )  

    dataset = dataset .slice( start =start ,  stop =stop ,  step =step )  

    dataset = PreprocessedDataset (  

        dataset ,   
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        preprocessor ,   

        model =model ,  

        as_dict =True,  

    )  

    if  ratio is  None:  

        return  dataset  

    datasets = dataset . split_ratio (  

        ratio =ratio ,   

        val =val ,   

        seed =seed ,   

        random =random ,   

        reverse_index =reverse_split  

    )  

    #print([len(d) for d in datasets])  

    return  datasets  

 

def  load_dataset_2 (  

    dataset_kwargs_dicts ,  

):  

    datasets_list = []  

    for  kwargs in  dataset_kwargs_dicts :  

        datasets = load_dataset (** kwargs )  

        if  "ratio" in  kwargs and  kwargs [ "ratio" ]  is  not  None:  

            print( kwargs [ "dataset_dir" ],  [len( d)  for  d in  datasets ])  

        else:  

            print( kwargs [ "dataset_dir" ],  len( datasets ))  

        datasets_list . append ( datasets )  

     

    if  isinstance( datasets_list [ 0],  (list,  tuple)):  

        datasetsn = [  

            ConcatDataset ([  

                datasets [ i ]  

                for  datasets in  datasets_list  

            ])  for  i in  range(len( datasets_list [ 0]))  

        ]  

        print([len( d)  for  d in  datasetsn ])  

        return  datasetsn  

    else:  

        datasets = ConcatDataset ( datasets_list )  

        return  datasets  

 

Kode 4.16 Data Loading Estimator (Disederhanakan) 

Kode 4.16 adalah kode dataset loading untuk estimator ML utility, termasuk 

objek Dataset yang digunakan. Sebuah satuan data training terdiri dari dua buah 

dataset, train dan test, serta sebuah nilai ML Utility . Dalam implementasinya, 

sebuah satuan data training memiliki dua nilai ML utility, tapi nilai kedua, yaitu 
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nilai ML utility dataset asli, tidak digunakan. BaseDataset adalah abstract 

superclass agar semuanya memiliki antarmuka umum. DatasetDataset adalah 

dataset dasar yang memuat satuan data training yang utamanya berbentuk dataset. 

WrapperDataset adalah abstract superclass dataset turunan dari sebuah dataset. 

SubDataset adalah dataset turunan yang merupakan subset dari sebuah dataset. 

PreprocessedDataset adalah dataset turunan yang merupakan dataset dengan 

preprocessing tertentu. ConcatDataset adalah kelas yang dapat menggabungkan 

beberapa dataset menjadi satu. Fungsi load_dataset menyediakan pipeline 

pemuatan dataset mulai dari DatasetDataset, preprocessing menjadi 

PreprocessedDataset, dan splitting menjadi SubDataset. Fungsi load_dataset_2 

menyediakan pipeline pemuatan lebih dari satu dataset yang kemudian 

digabungkan menjadi ConcatDataset. 
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========================================================================================================================  

Layer (type:depth - idx)                                                 Output Shape              Param #  

========================================================================================================================  

MLUtilitySingle                                                        [2, 1071, 15200]          --  

ƊƄAdapter: 1- 1                                                         [2, 1071, 15200]          --  

ƅ    ƈƄEmbedding: 2- 1                                                  [2, 1071, 19, 800]        (440,800)  

ƅ    ƈƄTensorInductionPoint: 2- 2                                       [19, 1]                   19  

ƅ    ƈƄSequential: 2- 3                                                 [2, 1071, 256]            --  

ƅ    ƅ    ƈƄFeedForward: 3- 1                                           [2, 1071, 1024]           --  

ƅ    ƅ    ƅ    ƈƄLinear: 4- 1                                           [2, 1071, 1024]           820,224  

ƅ    ƅ    ƅ    ƈƄReLU6: 4- 2                                            [2, 1071, 1024]           --  

ƅ    ƅ    ƈƄFeedForward: 3- 2                                           [2, 1071, 1024]           --  

ƅ    ƅ    ƅ    ƈƄLinear: 4- 3                                           [2, 1071, 1024]           1,049,600  

ƅ    ƅ    ƅ    ƈƄReLU6: 4- 4                                            [2, 1071, 1024]           --  

ƅ    ƅ    ƈƄFeedForward: 3- 3                                           [2, 1071, 1024]           --  

ƅ    ƅ    ƅ    ƈƄLinear: 4- 5                                           [2, 1071, 1024]           1,049,600  

ƅ    ƅ    ƅ    ƈƄReLU6: 4- 6                                            [2, 1071, 1024]           --  

ƅ    ƅ    ƈƄFeedForward: 3- 4                                           [2, 1071, 1024]           --  

ƅ    ƅ    ƅ    ƈƄLinear: 4- 7                                           [2, 1071, 1024]           1,049,600  

ƅ    ƅ    ƅ    ƈƄReLU6: 4- 8                                            [2, 1071, 1024]           --  

ƅ    ƅ    ƈƄFeedForward: 3- 5                                           [2, 1071, 1024]           --  

ƅ    ƅ    ƅ    ƈƄLinear: 4- 9                                           [2, 1071, 1024]           1,049,600  

ƅ    ƅ    ƅ    ƈƄReLU6: 4- 10                                           [2, 1071, 1024]           --  

ƅ    ƅ    ƈƄFeedForward: 3- 6                                           [2, 1071, 1024]           --  

ƅ    ƅ    ƅ    ƈƄLinear: 4- 11                                          [2, 1071, 1024]           1,049,600  

ƅ    ƅ    ƅ    ƈƄReLU6: 4- 12                                           [2, 1071, 1024]           --  

ƅ    ƅ    ƈƄFeedForward: 3- 7                                           [2, 1071, 1024]           --  

ƅ    ƅ    ƅ    ƈƄLinear: 4- 13                                          [2, 1071, 1024]           1,049,600  

ƅ    ƅ    ƅ    ƈƄReLU6: 4- 14                                           [2, 1071, 1024]           --  



123 

 

ƅ    ƅ    ƈƄFeedForward: 3- 8                                           [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƈƄLinear: 4- 15                                          [2, 1071, 256]            262,400  

ƅ    ƅ    ƅ    ƈƄLeakyHardtanh: 4- 16                                   [2, 1071, 256]            --  

ƊƄAdapter: 1- 2                                                         [2, 267, 15200]           (recursive)  

ƊƄTwinEncoder: 1- 3                                                     [2, 2048]                 --  

ƅ    ƈƄEncoder: 2- 7                                                    [2, 8, 256]               --  

ƅ    ƅ    ƈƄModuleList: 3- 18                                           --                         (recursive)  

ƅ    ƅ    ƅ    ƈƄEncoderLayer: 4- 33                                    [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƅ    ƈƄSimpleInducedSetAttention: 5- 1                   [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄTensorInductionPoint: 6- 1                   [2, 32, 256]              8,192  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄMultiHeadAttention: 6- 2                     [2, 32, 256]              --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 1                            [2, 32, 256]              65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 2                            [2, 1071, 256]            65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 3                            [2, 1071, 256]            65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄScaledDotProductAttention: 7- 4         [2, 64, 32, 4]            --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄSoftmax: 8- 1                      [2, 64, 32, 1071]         --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 5                            [2, 32, 256]              65,792  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLeakyHardtanh: 7- 6                     [2, 32, 256]              --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄMultiHeadAttention: 6- 3                     [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 7                            [2, 1071, 256]            65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 8                            [2, 32, 256]              65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 9                            [2, 32, 256]              65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄScaledDotProductAttention: 7- 10        [2, 64, 1071, 4]          --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄSoftmax: 8- 2                      [2, 64, 1071, 32]         --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 11                           [2, 1071, 256]            65,792  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLeakyHardtanh: 7- 12                    [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƅ    ƈƄDoubleFeedForward: 5- 2                           [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 6- 4                                 [2, 1071, 512]            131,584  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄReLU6: 6- 5                                  [2, 1071, 512]            --  
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ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 6- 6                                 [2, 1071, 256]            131,328  

ƅ    ƅ    ƅ    ƈƄEncoderLayer: 4- 34                                    [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƅ    ƈƄSimpleInducedSetAttention: 5- 3                   [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄTensorInductionPoint: 6- 7                   [2, 32, 256]              8,192  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄMultiHeadAttention: 6- 8                     [2, 32, 256]              --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 13                           [2, 32, 256]              65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 14                           [2, 1071, 256]            65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 15                           [2, 1071, 256]            65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄScaledDotProductAttention: 7- 16        [2, 64, 32, 4]            --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄSoftmax: 8- 3                      [2, 64, 32, 1071]         --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 17                           [2, 32, 256]              65,792  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLeakyHardtanh: 7- 18                    [2, 32, 256]              --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄMultiHeadAttention: 6- 9                     [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 19                           [2, 1071, 256]            65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 20                           [2, 32, 256]              65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 21                           [2, 32, 256]              65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄScaledDotProductAttention: 7- 22        [2, 64, 1071, 4]          --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄSoftmax: 8- 4                      [2, 64, 1071, 32]         --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 23                           [2, 1071, 256]            65,792  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLeakyHardtanh: 7- 24                    [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƅ    ƈƄDoubleFeedForward: 5- 4                           [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 6- 10                                [2, 1071, 512]            131,584  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄReLU6: 6- 11                                 [2, 1071, 512]            --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 6- 12                                [2, 1071, 256]            131,328  

ƅ    ƅ    ƅ    ƈƄEncoderLayer: 4- 35                                    [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƅ    ƈƄSimpleInducedSetAttention: 5- 5                   [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄTensorInductionPoint: 6- 13                  [2, 32, 256]              8,192  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄMultiHeadAttention: 6- 14                    [2, 32, 256]              --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 25                           [2, 32, 256]              65,536  
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ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 26                           [2, 1071, 256]            65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 27                           [2, 1071, 256]            65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄScaledDotProductAttention: 7- 28        [2, 64, 32, 4]            --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄSoftmax: 8- 5                      [2, 64, 32, 1071]         --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 29                           [2, 32, 256]              65,792  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLeakyHardtanh: 7- 30                    [2, 32, 256]              --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄMultiHeadAttention: 6- 15                    [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 31                           [2, 1071, 256]            65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 32                           [2, 32, 256]              65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 33                           [2, 32, 256]              65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄScaledDotProductAttention: 7- 34        [2, 64, 1071, 4]          --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄSoftmax: 8- 6                      [2, 64, 1071, 32]         --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 35                           [2, 1071, 256]            65,792  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLeakyHardtanh: 7- 36                    [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƅ    ƈƄDoubleFeedForward: 5- 6                           [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 6- 16                                [2, 1071, 512]            131,584  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄReLU6: 6- 17                                 [2, 1071, 512]            --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 6- 18                                [2, 1071, 256]            131,328  

ƅ    ƅ    ƅ    ƈƄEncoderLayer: 4- 36                                    [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƅ    ƈƄSimpleInducedSetAttention: 5- 7                   [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄTensorInductionPoint: 6- 19                  [2, 32, 256]              8,192  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄMultiHeadAttention: 6- 20                    [2, 32, 256]              --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 37                           [2, 32, 256]              65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 38                           [2, 1071, 256]            65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 39                           [2, 1071, 256]            65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄScaledDotProductAttention: 7- 40        [2, 64, 32, 4]            --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄSoftmax: 8- 7                      [2, 64, 32, 1071]         --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 41                           [2, 32, 256]              65,792  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLeakyHardtanh: 7- 42                    [2, 32, 256]              --  
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ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄMultiHeadAttention: 6- 21                    [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 43                           [2, 1071, 256]            65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 44                           [2, 32, 256]              65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 45                           [2, 32, 256]              65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄScaledDotProductAttention: 7- 46        [2, 64, 1071, 4]          --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄSoftmax: 8- 8                      [2, 64, 1071, 32]         --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 47                           [2, 1071, 256]            65,792  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLeakyHardtanh: 7- 48                    [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƅ    ƈƄDoubleFeedForward: 5- 8                           [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 6- 22                                [2, 1071, 512]            131,584  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄReLU6: 6- 23                                 [2, 1071, 512]            --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 6- 24                                [2, 1071, 256]            131,328  

ƅ    ƅ    ƅ    ƈƄEncoderLayer: 4- 37                                    [2, 8, 256]               --  

ƅ    ƅ    ƅ    ƅ    ƈƄSimpleInducedSetAttention: 5- 9                   [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄTensorInductionPoint: 6- 25                  [2, 32, 256]              8,192  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄMultiHeadAttention: 6- 26                    [2, 32, 256]              --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 49                           [2, 32, 256]              65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 50                           [2, 1071, 256]            65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 51                           [2, 1071, 256]            65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄScaledDotProductAttention: 7- 52        [2, 64, 32, 4]            --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄSoftmax: 8- 9                      [2, 64, 32, 1071]         --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 53                           [2, 32, 256]              65,792  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLeakyHardtanh: 7- 54                    [2, 32, 256]              --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄMultiHeadAttention: 6- 27                    [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 55                           [2, 1071, 256]            65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 56                           [2, 32, 256]              65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 57                           [2, 32, 256]              65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄScaledDotProductAttention: 7- 58        [2, 64, 1071, 4]          --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄSoftmax: 8- 10                     [2, 64, 1071, 32]         --  
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ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 59                           [2, 1071, 256]            65,792  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLeakyHardtanh: 7- 60                    [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƅ    ƈƄDoubleFeedForward: 5- 10                          [2, 1071, 256]            --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 6- 28                                [2, 1071, 512]            131,584  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLeakyHardsigmoid: 6- 29                      [2, 1071, 512]            --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 6- 30                                [2, 1071, 256]            131,328  

ƅ    ƅ    ƅ    ƅ    ƈƄPoolingByMultiheadAttention: 5- 11                [2, 8, 256]               --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄTensorInductionPoint: 6- 31                  [2, 8, 256]               2,048  

ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄSimpleMultiHeadAttention: 6- 32              [2, 8, 256]               --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 61                           [2, 8, 256]               65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 62                           [2, 1071, 256]            65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 63                           [2, 1071, 256]            65,536  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄScaledDotProductAttention: 7- 64        [2, 64, 8, 4]             --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄSoftmax: 8- 11                     [2, 64, 8, 1071]          --  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLinear: 7- 65                           [2, 8, 256]               65,792  

ƅ    ƅ    ƅ    ƅ    ƅ    ƅ    ƈƄLeakyHardtanh: 7- 66                    [2, 8, 256]               --  

ƅ    ƈƄEncoder: 2- 8                                                    [2, 8, 256]               (recursive)  

ƊƄHead: 1- 4                                                            [2]                       --  

ƅ    ƈƄSequential: 2- 9                                                 [2, 1]                    --  

ƅ    ƅ    ƈƄFeedForward: 3- 19                                          [2, 256]                  --  

ƅ    ƅ    ƅ    ƈƄLinear: 4- 43                                          [2, 256]                  524,544  

ƅ    ƅ    ƅ    ƈƄReLU6: 4- 44                                           [2, 256]                  --  

ƅ    ƅ    ƈƄFeedForward: 3- 20                                          [2, 256]                  --  

ƅ    ƅ    ƅ    ƈƄLinear: 4- 45                                          [2, 256]                  65,792  

ƅ    ƅ    ƅ    ƈƄReLU6: 4- 46                                           [2, 256]                  --  

ƅ    ƅ    ƈƄFeedForward: 3- 21                                          [2, 256]                  --  

ƅ    ƅ    ƅ    ƈƄLinear: 4- 47                                          [2, 256]                  65,792  

ƅ    ƅ    ƅ    ƈƄReLU6: 4- 48                                           [2, 256]                  --  

ƅ    ƅ    ƈƄFeedForward: 3- 22                                          [2, 256]                  --  
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ƅ    ƅ    ƅ    ƈƄLinear: 4- 49                                          [2, 256]                  65,792  

ƅ    ƅ    ƅ    ƈƄReLU6: 4- 50                                           [2, 256]                  --  

ƅ    ƅ    ƈƄFeedForward: 3- 23                                          [2, 256]                  --  

ƅ    ƅ    ƅ    ƈƄLinear: 4- 51                                          [2, 256]                  65,792  

ƅ    ƅ    ƅ    ƈƄReLU6: 4- 52                                           [2, 256]                  --  

ƅ    ƅ    ƈƄFeedForward: 3- 24                                          [2, 256]                  --  

ƅ    ƅ    ƅ    ƈƄLinear: 4- 53                                          [2, 256]                  65,792  

ƅ    ƅ    ƅ    ƈƄReLU6: 4- 54                                           [2, 256]                  --  

ƅ    ƅ    ƈƄFeedForward: 3- 25                                          [2, 256]                  --  

ƅ    ƅ    ƅ    ƈƄLinear: 4- 55                                          [2, 256]                  65,792  

ƅ    ƅ    ƅ    ƈƄReLU6: 4- 56                                           [2, 256]                  --  

ƅ    ƅ    ƈƄFeedForward: 3- 26                                          [2, 256]                  --  

ƅ    ƅ    ƅ    ƈƄLinear: 4- 57                                          [2, 256]                  65,792  

ƅ    ƅ    ƅ    ƈƄReLU6: 4- 58                                           [2, 256]                  --  

ƅ    ƅ    ƈƄFeedForward: 3- 27                                          [2, 1]                    --  

ƅ    ƅ    ƅ    ƈƄLinear: 4- 59                                          [2, 1]                    257  

ƅ    ƅ    ƅ    ƈƄSoftsign: 4- 60                                        [2, 1]                    --  

========================================================================================================================  

Total params: 13,050,356  

Trainable params: 12,609,556  

Non- trainable params: 440,800  

Total mult - adds (M): 50.06  

========================================================================================================================  

Input size (MB): 0.20  

Forward/backward pass size (MB): 693.89  

Params size (MB): 52.20  

Estimated Total Size (MB): 746.30  

Kode 4.17 Contoh Detail Layer dan Parameter Model Estimator untuk Realtabformer-Insurance (Disederhanakan) 
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4.5 Evaluasi Model ML Utility  (Estimator) 

4.5.1 Estimasi 

Untuk setiap model, estimator dilatih hingga maksimal 1 jam dan diambil 

checkpoint dengan validation loss terkecil. Evaluasi dilakukan menggunakan Kode 

4.18, Kode 4.19, dan Kode 4.20. Kode 4.18 adalah kode loop untuk eksekusi 

evaluasi semua pasangan model-dataset. Kode 4.19 adalah kode untuk evaluasi 

sebuah estimator. Kode 4.20 adalah kode untuk memuat dataset untuk training dan 

evaluasi. Tingkat kesalahan estimator dilampirkan pada Tabel 4.11. Nilai RMSE 

mungkin rendah, tapi ini karena jangkauan nilai targetnya, yaitu ML utility, kecil. 

Khususnya untuk dataset Insurance, nilai RMSE terlihat rendah karena nilainya 

terpusat di antara -0.1 hingga 0.13 (Gambar 4.3). Akan tetapi, estimator TabDDPM 

untuk dataset Insurance memiliki tingkat kesalahan yang tinggi.  

Box plot prediksi test set dilampirkan pada Gambar 4.17, Gambar 4.18, dan 

Gambar 4.19 untuk dataset Contraceptive, Insurance, dan Treatment, secara 

berurutan. Prediksi ML utility berpusat pada rata-rata yang mendekati rata-rata nilai 

ML utility sebenarnya, tapi memprediksi outlier nilai buruk terlalu banyak. 

Sebaliknya, tampak bahwa tingkat kesalahan besar estimator TabDDPM dataset 

Insurance berasal dari ketidakmampuan model dalam memprediksi nilai negatif 

yang besar. 

Tabel 4.11 Nilai RMSE Estimator 

Estimator untuk 

Synthesizer 

RMSE 

Contraceptive Insurance Treatment 

LCT-GAN 0.0419 0.0156 0.0430 

Realtabformer 0.0415 0.0161 0.0443 

TabDDPM 0.0396 0.1506 0.0386 

TVAE 0.0396 0.0153 0.0424 

Rata-Rata 0.0406 0.0494 0.0421 
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Gambar 4.17 Box Plot Prediksi ML Utility  untuk Dataset Contraceptive 

 

Gambar 4.18 Box Plot Prediksi ML Utility  untuk Dataset Insurance. 

 

Gambar 4.19 Box Plot Prediksi ML Utility  untuk Dataset Treatment. 
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#Parameters  

import  os  

import  pandas as  pd 

from  ml_utility_loss . util import  seed ,  filter_dict ,  transpose_dict  

from  ml_utility_loss . loss_learning . estimator . pipeline import  load_dataset_3 ,  

load_dataset_4 ,  create_model ,  train_2 ,  eval  

from  ml_utility_loss . tuning import  map_parameters  

from  ml_utility_loss . loss_learning . estimator . model . pipeline import  

remove_non_model_params  

from  ml_utility_loss . loss_learning . estimator . process import  pred_2  

import  ml_utility_loss . loss_learning . estimator . params2 as  PARAMS 

 

path_prefix = ...  

dataset_dir = ...  

dataset_name = ...  

single_model = ...  

random_seed = 0 

gp = True  

gp_multiply = True  

 

preprocessor = ...  

 

if  random_seed is  not  None:  

    seed ( random_seed )  

 

train_set ,  val_set = datasetsn = load_dataset_3  (  

    dataset_dir =os . path . join ( path_prefix ,  "ml - utility - loss/" ),  

    dataset_name =dataset_name ,  

    preprocessor =preprocessor ,  

    model =single_model ,  

    cache_dir =path_prefix ,  

)  

 

test_set = load_dataset_4 (  

    dataset_dir =os . path . join ( path_prefix ,  "ml - utility - loss/" ),  

    dataset_name =dataset_name ,  

    preprocessor =preprocessor ,  

    model =single_model ,  

    cache_dir =path_prefix ,  

)  

 

param_space = {  

    **getattr( PARAMS,  dataset_name ). PARAM_SPACE,  

}  

params = getattr( PARAMS,  dataset_name ). BEST_DICT[ gp ][ gp_multiply ][ single_model ]  

params = {  

    **getattr( PARAMS,  dataset_name ). DEFAULTS,  
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    ** params ,  

}  

 

if  gp :  

    params [ "gradient_penalty_mode" ]  = "ALL"  

    params [ "mse_mag" ]  = True  

    if  gp_multiply :  

        params [ "mse_mag_multiply" ]  = True  

    else:  

        params [ "mse_mag_multiply" ]  = False  

else:  

    params [ "gradient_penalty_mode" ]  = "NONE" 

    params [ "mse_mag" ]  = False  

if  single_model :  

    params [ "fixed_role_model" ]  = single_model  

    params [ "single_model" ]  = True  

    params [ "models" ]  = [ single_model ]  

params [ "max_seconds" ]  = 3600  

 

params = map_parameters ( params ,  param_space =param_space )  

 

params2 = remove_non_model_params ( params )  

adapters = filter_dict ( preprocessor . adapter_sizes ,  params [ "models" ])  

 

model = create_model (  

    adapters =adapters ,  

    ** params2 ,  

)  

 

train_results = train_2 (  

    [ train_set ,  val_set ,  test_set ],  

    preprocessor =preprocessor ,  

    log_dir ="logs" ,  

    checkpoint_dir =None,  

    verbose =True,  

    allow_same_prediction =allow_same_prediction ,  

    ** params  

)  

model = train_results [ "whole_model" ]  

opt = train_results [ "optim" ]  

 

eval_loss = eval(  

    test_set ,  model ,  

    batch_size =params [ "batch_size" ],  

)  

 

metrics = pd . DataFrame ( eval_loss [ "model_metrics" ]). T 

metrics . to_csv ( "eval.csv" )  
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y = pred_2 ( model ,  test_set ,  batch_size =params [ "batch_size" ])  

 

os . makedirs ( "pred" ,  exist_ok =True)  

y2 = transpose_dict ( y)  

for  k ,  v in  y2 . items ():  

    df = pd . DataFrame ( v)  

    df . to_csv ( f"pred/{k}.csv" )  

 

  

Kode 4.18 Eksekusi Evaluasi Estimator (Disederhanakan) 

Kode 4.18 adalah notebook eksekusi evaluasi estimator, dengan bagian 

preprocessing (Kode 4.2) dihilangkan. Dataset training dan validasi dimuat dengan 

fungsi load_datasets_3 yang menghasilkan preprocessed dataset. Sementara 

dataset testing dimuat dengan fungsi load_datasets_4. Keduanya hanyalah fungsi 

bantuan untuk meringkas penggunaan load_datasets_2 (Kode 4.20). Parameter 

dimuat ke dalam variabel params sesuai dataset_name dan digunakan atau tidaknya 

gradient penalty. Beberapa parameter juga disesuaikan berdasarkan digunakan 

atau tidaknya gradient penalty. Kemudian, durasi training maksimal dibuat 1 jam. 

Model dibuat dengan fungsi create_model dan dilatih dengan fungsi train_2 (Kode 

4.15). Evaluasi dilakukan dengan fungsi eval (Kode 4.19). Terakhir, prediksi 

dilakukan pada test set dengan fungsi pred_2 (Kode 4.19) dan disimpan dalam 

bentuk CSV.  

 

 

import  torch  

import  torch . nn . functional as  F 

from  ... util import  clear_memory ,  filter_dict  

from  ... metrics import  rmse ,  mae,  mape 

import  numpy as  np 

from  torch . utils . data import  DataLoader ,  Dataset  

from  . data import  collate_fn  

from  contextlib import  nullcontext  

 

def  eval (  

    whole_model ,   

    eval_loader ,   

    loss_fn =F. mse_loss ,  

    grad_loss_fn =F. mse_loss ,  

    reduction =torch . mean,  
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    models =None,  

    allow_same_prediction =True,  

    fixed_role_model =None,  

    eps =1e- 8,  

):  

    grad_cm = nullcontext ()  

 

    with  grad_cm :  

        models = models or  whole_model . models  

 

        whole_model .eval()  

        n_size = 0 

        n_batch = 0 

         

        avg_losses = { model :  0 for  model in  models }  

        avg_g_mag_losses = { model :  0 for  model in  models }  

 

        preds = { model :  []  for  model in  models }  

        ys = { model :  []  for  model in  models }  

        gs = { model :  []  for  model in  models }  

        grads = { model :  []  for  model in  models }  

 

        clear_memory ()  

 

        for  batch ,  batch_dict in  enumerate( eval_loader ):  

            clear_memory ()  

 

            batch_dict = filter_dict ( batch_dict ,  models )  

 

            clear_memory ()  

 

            batch_size = 1 

            # Compute prediction and loss for all adapters  

            for  model ,  ( train ,  test ,  y ,  y_real )  in  batch_dict . items ():  

                batch_size = y . shape [ 0]  if  y . dim ()  > 0 else  1 

 

                ys [ model ]. extend ( y . detach (). cpu ())  

 

                train = train . to ( whole_model . device )  

                test = test . to ( whole_model . device )  

                y = y . to ( whole_model . device )  

                y_real = y_real . to ( whole_model . device )  

 

 

                train . requires_grad_ ()  

                train ,  pred = whole_model (  

                    train ,  test ,  model  

                )  
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                # We reduce directly because no further need for shape  

                loss = loss_fn ( pred ,  y ,  reduction ="none" )  

                error = pred -  y 

                dbody_dx = calc_gradient ( train ,  loss )  

 

                g = get_g ( error =error )  

                g_mag_loss = calc_g_loss (  

                    dbody_dx =dbody_dx ,  

                    error =error ,  

                    grad_loss_fn =grad_loss_fn ,  

                    reduction =reduction ,  

                    eps =eps ,  

                )  

                # The gradient is of shape (batch, size, dim)  

                # Sum gradient over the size dimension, resulting in (batch, 

dim)  

                dbody_dx = torch .sum( dbody_dx ,  dim =- 2)  

                # Calculate the magnitude of the gradient  

                # No keep_dim, so this results in (batch)  

                dbody_dx_norm = dbody_dx . norm ( 2,  dim =- 1)  

                 

                preds [ model ]. extend ( pred . detach (). cpu ())  

                grads [ model ]. extend ( dbody_dx_norm . detach (). cpu ())  

                gs [ model ]. extend ( g. detach (). cpu ())  

 

                n_mul = ( batch_size if  reduction == torch . mean else  1)  

                loss = reduction ( loss ). item ()  

                avg_losses [ model ]  += loss *  n_mul  

                g_mag_loss = reduction ( g_mag_loss ). item ()  

                avg_g_mag_losses [ model ]  += g_mag_loss *  n_mul  

 

            n_size += batch_size  

            n_batch += 1 

 

 

        n = n_size  

 

        preds = { k :  torch . stack ( v)  for  k ,  v in  preds . items ()}  

        ys = { k :  torch . stack ( v)  for  k ,  v in  ys . items ()}  

        gs = { k :  torch . stack ( v)  for  k ,  v in  gs . items ()}  

        grads = { k :  torch . stack ( v)  for  k ,  v in  grads . items ()}  

 

        avg_losses = {  

            model :  ( loss / n)   

            for  model ,  loss in  avg_losses . items ()  

        }  

        avg_g_mag_losses = {  

            model :  ( g_mag_loss / n)   
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            for  model ,  g_mag_loss in  avg_g_mag_losses . items ()  

        }  

        # determine role model (adapter) by minimum loss  

        role_model ,  min_loss = min(  

            avg_losses . items (),   

            key =lambda  item :  item [ - 1]  # it's already reduced and item  

        )  

 

        pred_metrics = { model :  calc_metrics ( preds [ model ],  ys [ model ],  

prefix ="pred" )  for  model in  models }  

        grad_metrics = { model :  calc_metrics ( grads [ model ],  gs [ model ],  

prefix ="grad" )  for  model in  models }  

 

        def  calculate_avg (  

            avg_losses ,  

            avg_g_mag_losses ,  

        ):  

            return  dict(  

                avg_loss = mean( avg_losses . values ()),  

                avg_g_mag_loss = mean( avg_g_mag_losses . values ()),  

            )  

         

        metrics = (  

            avg_losses ,  

            avg_g_mag_losses ,  

        )  

 

        model_metrics = {  

            model :  {  

                "avg_loss" :  avg_losses [ model ],  

                "avg_g_mag_loss" :  avg_g_mag_losses [ model ],  

                ** pred_metrics [ model ],  

                ** grad_metrics [ model ],  

            }  

            for  model in  models  

        }  

 

        min_metrics = model_metrics [ role_model ]  

        role_model_metrics = model_metrics [ fixed_role_model or  role_model ]  

        avg_metrics = calculate_avg (* metrics )  

        fixed_role_model = fixed_role_model or  role_model  

 

        clear_memory ()  

        return  {  

            "role_model" :  role_model ,   

            "n_size" :  n_size ,  

            "n_batch" :  n_batch ,  

            "role_model_metrics" :  role_model_metrics ,  
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            "avg_metrics" :  avg_metrics ,  

            "min_metrics" :  min_metrics ,  

            "model_metrics" :  model_metrics ,  

        }  

 

def  calc_metrics ( pred ,  y ,  prefix ="" ):  

    return  {  

        f"{prefix}_rmse" :  rmse ( pred ,  y). item (),  

    }  

 

def  pred (  

    model ,   

    batch ,   

    loss_fn =F. mse_loss ,  

    grad_loss_fn =F. mse_loss ,   

    eps =1e- 8,  

):  

    grad_cm = nullcontext ()  

 

    with  grad_cm :  

 

        model .eval()  

 

        train ,  test ,  y ,  y_real = batch  

 

        train = train . to ( model . device )  

        test = test . to ( model . device )  

        y = y . to ( model . device )  

        y_real = y_real . to ( model . device )  

 

        train . requires_grad_ ()  

        train ,  pred = model (  

            train ,  test  

        )  

        # We reduce directly because no further need for shape  

        loss = loss_fn ( pred ,  y ,  reduction ="none" )  

        error = pred -  y 

        dbody_dx = calc_gradient ( train ,  loss )  

        g_mag_loss = calc_g_loss (  

            dbody_dx =dbody_dx ,  

            error =error ,  

            grad_loss_fn =grad_loss_fn ,  

            #reduction=None,  

            eps =eps ,  

        )  

        # The gradient is of shape (batch, size, dim)  

        # Sum gradient over the size dimension, resulting in (batch, dim)  

        dbody_dx = torch .sum( dbody_dx ,  dim =- 2)  
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        # Calculate the magnitude of the gradient  

        # No keep_dim, so this results in (batch)  

        dbody_dx_norm = dbody_dx . norm ( 2,  dim =- 1)  

        # expected gradient is 2*sqrt(loss)  

        g = get_g ( error =error )  

 

        pred = pred . detach (). cpu (). numpy()  

        loss = loss . detach (). cpu (). numpy()  

        dbody_dx_norm = dbody_dx_norm . detach (). cpu (). numpy()  

        g_mag_loss = g_mag_loss . detach (). cpu (). numpy()  

        y = y . detach (). cpu (). numpy()  

        g = g. detach (). cpu (). numpy()  

        y_real = y_real . detach (). cpu (). numpy()  

 

        clear_memory ()  

        return  {  

            "pred" :  pred ,   

            "grad" :  dbody_dx_norm ,  

            "y" :  y ,  

            "g" :  g,  

            "error" :  ( pred - y),  

            "y_real" :  y_real ,  

        }  

 

def  pred_1 ( model ,  inputs ,  batch_size =4,  ** kwargs ):  

    if  not  batch_size and  not  isinstance( inputs ,  ( Dataset ,  DataLoader )):  

        return  pred ( model ,  inputs ,  ** kwargs )  

 

    if  not  isinstance( inputs ,  DataLoader ):  

        if  not  isinstance( inputs ,  Dataset )  and  hasattr( inputs ,  "__iter__" ):  

            inputs = Dataset ( inputs )  

        inputs = DataLoader ( inputs ,  batch_size =batch_size ,  

collate_fn =collate_fn )  

 

    outputs = None 

    for  batch ,  batch_dict in  enumerate( inputs ):  

        clear_memory ()  

        if  isinstance( batch_dict ,  dict):  

            batch_dict = batch_dict [ model . name]  

        outputs_i = pred ( model ,  batch_dict ,  ** kwargs )  

        if  outputs is  None:  

            outputs = outputs_i  

        else:  

            outputs = {  

                k :  np . append ( outputs [ k ],  outputs_i [ k ])  

                for  k in  outputs_i . keys ()  

            }  

    return  outputs  
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def  pred_2 ( whole_model ,  batch_dict ,  ** kwargs ):  

    batch_dict = filter_dict ( batch_dict ,  whole_model . models )  

    clear_memory ()  

    return  { m:  pred_1 ( whole_model [ m],  s ,  ** kwargs )  for  m,  s in  

batch_dict . items ()}  

  

Kode 4.19 Evaluasi dan Prediksi Estimator (Disederhanakan) 

Kode 4.19 berisi kode evaluasi dan prediksi estimator. Forward pass 

dilakukan seperti pada saat training (Kode 4.14). Evaluasi dilakukan dengan root 

mean squared error (RMSE).  

 

 

import  os  

from  . data import  ConcatDataset  

 

DATASET_TYPES_NO_VAL = [ "synth" ,  "train" ,  "test" ]  

DATASET_TYPES_VAL = [ "synth" ,  "train" ,  "val" ,  "test" ]  

DATASET_INFO_COLS = [* DATASET_TYPES_VAL,  "synth_value" ,  "real_value" ]  

 

DEFAULT_REAL_TRAIN = 5 

DEFAULT_SYNTH_TRAIN_VAL = 1000  

MAX_SYNTH = 1500  

DEFAULT_SYNTH_VAL = 200  

DEFAULT_SYNTH_VAL_RATIO = DEFAULT_SYNTH_VAL/ DEFAULT_SYNTH_TRAIN_VAL 

 

def  load_dataset_3 (  

    dataset_dir ,  

    dataset_name ,  

    preprocessor ,  

    model =None,  

    starts =[ 0,  0],  

    stops =[ DEFAULT_SYNTH_TRAIN_VAL,  DEFAULT_REAL_TRAIN],   

    ratios =[ DEFAULT_SYNTH_VAL_RATIO,  0],  

    cache_dir =".." ,  

    synth_dir ="synthetics" ,  

    real_step =4,  

    ** kwargs ,  

):  

    print( dataset_dir ,  synth_dir ,  dataset_name )  

    datasetsn = load_dataset_2 ([  

        dict(  

            dataset_dir =os . path . join ( dataset_dir ,  synth_dir ,  dataset_name ),  

            preprocessor =preprocessor ,  

            cache_dir =os . path . join ( cache_dir ,  dataset_name ,  "_cache_synth" ),  
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            start =starts [ 4],  

            stop =stops [ 4],  

            ratio =ratios [ 4],  

            #step=steps[4],  

            val =False,  

            drop_first_column =True,  

            model =model ,  

            ** kwargs ,  

        ),  

        dict(  

            dataset_dir =os . path . join ( dataset_dir ,  synth_dir ,  dataset_name ),  

            preprocessor =preprocessor ,  

            cache_dir =os . path . join ( cache_dir ,  dataset_name ,  "_cache_real" ),  

            start =starts [ 5],  

            stop =stops [ 5],  

            ratio =ratios [ 5],  

            step =real_step ,  

            val =False,  

            drop_first_column =True,  

            model =model ,  

            train ="train" ,   

            test ="test" ,   

            value ="real_value" ,  

            ** kwargs ,  

        ),  

    ])  

    if  None in  ratios :  

        print(len( datasetsn ))  

    else:  

        print([len( d)  for  d in  datasetsn ])  

    return  datasetsn  

 

 

def  load_dataset_4 (  

    dataset_dir ,  

    dataset_name ,  

    preprocessor ,  

    model =None,  

    starts =[ DEFAULT_SYNTH_TRAIN_VAL],  

    stops =[  MAX_SYNTH],   

    ratios =[None],  

    cache_dir =".." ,  

    synth_dir ="synthetics" ,  

    ** kwargs ,  

):  

    print( dataset_dir ,  synth_dir ,  dataset_name )  

    datasetsn = load_dataset_2 ([  

        dict(  
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            dataset_dir =os . path . join ( dataset_dir ,  synth_dir ,  dataset_name ),  

            preprocessor =preprocessor ,  

            cache_dir =os . path . join ( cache_dir ,  dataset_name ,  

"_cache_synth_test" ),  

            start =starts [ 2],  

            stop =stops [ 2],  

            ratio =ratios [ 2],  

            #step=steps[2],  

            val =False,  

            drop_first_column =True,  

            model =model ,  

            ** kwargs ,  

        ),  

    ])  

    if  None in  ratios :  

        #assert len(datasetsn) == 450  

        print(len( datasetsn ))  

    else:  

        print([len( d)  for  d in  datasetsn ])  

    return  datasetsn  

 

Kode 4.20 Data Loading Evaluasi Estimator (Disederhanakan) 

Kode 4.20 hanyalah fungsi bantuan untuk meringkas penggunaan 

load_datasets_2 untuk keperluan training dan testing.  

4.5.2 Gradien 

Secara ideal, sebuah loss function yang baik menghasilkan gradien yang 

linear (Arjovsky et al., 2017) dengan ukuran yang besar ketika loss besar dan kecil 

ketika loss kecil (Yoa et al., 2021). Estimator sebelumnya dilatih dengan gradient 

penalty (Gulrajani et al., 2017). Untuk melihat dampak gradient penalty, evaluasi 

diulang untuk estimator tanpa gradient penalty. Perbedaan nilai RMSE dilampirkan 

pada Tabel 4.12. Sebanyak 8 dari 12 estimator tanpa gradient penalty memiliki 

RMSE yang lebih besar, tapi perbedaannya kecil.  

Tabel 4.12 Perbedaan Nilai RMSE Estimator tanpa Gradient Penalty (Positif Berarti 

Nilai RMSE Lebih Besar) 

Estimator untuk Synthesizer Contraceptive Insurance Treatment 

LCT-GAN 0.0013 0.0007 0.0009 

Realtabformer 0.0027 -0.0009 -0.0027 

TabDDPM 0.0011 -0.0017 0.0005 

TVAE -0.0001 0.0021 0.0003 

Rata-Rata 0.0013 0.0001 -0.0003 
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Gradien estimator untuk dataset Contraceptive dengan dan tanpa gradient 

penalty digambarkan pada Gambar 4.20, Gambar 4.21, Gambar 4.22, dan Gambar 

4.23. Sumbu x adalah tingkat kesalahan (error), dan sumbu y adalah besaran 

gradien. Tiap garis adalah fungsi linear yang di-fit ke titik-titik error-gradien. 

Gradien dengan dan tanpa gradient penalty tidak terlihat berbeda. Hanya saja 

gradien tanpa gradient penalty cenderung sedikit lebih besar.  

 

 

(a) 

 

(b) 

Gambar 4.20 Gradien Estimator LCT-GAN pada Test Set Contraceptive (a) dengan dan 

(b) tanpa Gradient Penalty 

 

(a) 

 

(b) 

Gambar 4.21 Gradien Estimator Realtabformer pada Test Set Contraceptive (a) dengan 

dan (b) tanpa Gradient Penalty 
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(a) 

 

(b) 

Gambar 4.22 Gradien Estimator TabDDPM pada Test Set Contraceptive (a) dengan dan 

(b) tanpa Gradient Penalty 

 

(a) 

 

(b) 

Gambar 4.23 Gradien Estimator TVAE pada Test Set Contraceptive (a) dengan dan (b) 

tanpa Gradient Penalty 

4.6 Integrasi Model ML Utility  (Estimator) 

Integrasi estimator ML utility sebagai learned loss function digambarkan 

pada Gambar 4.24. Backpropagation dari estimator ML utility dilakukan setiap 

beberapa epoch atau step, tergantung model sintesis data (synthesizer). Ini 

dilakukan dengan menyintesis beberapa data dari synthesizer, lalu menambahkan 

beberapa data asli untuk mencapai jumlah yang sama dengan dataset asli. 

Keduanya dilakukan karena proses sintesis data bisa memerlukan waktu yang 

cukup lama dan memori yang cukup besar, tergantung modelnya. Kemudian, 

gabungan dataset ini diberikan kepada estimator untuk mengestimasi nilai ML 

Utility  dataset tersebut. Nilai ML utility estimasi ini dibandingkan dengan nilai ML 

utility yang diharapkan, lalu kesalahannya dipropagasi kembali. Proses ini bisa 

diulang beberapa kali. Frekuensi step, jumlah perulangan, jumlah data sintetis, dan 
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pilihan nilai pembanding adalah hyperparameter yang ditentukan melalui tuning. 

Dataset yang diestimasi tidak sepenuhnya sintetis karena proses sintesis dataset 

ukuran utuh memerlukan waktu yang lama dan graph yang diperlukan untuk 

backpropagation memakan sangat banyak memori. Dataset sintetis diasumsikan 

tidak dapat memiliki nilai ML Utility  lebih tinggi daripada target, sehingga jika 

dataset sintetis diestimasi memiliki nilai lebih tinggi, ini dianggap sebagai 

kesalahan estimasi dan backpropagation tidak dilakukan. 

 

 

Gambar 4.24 Ilustrasi Training Model Sintesis Data (Synthesizer) dengan Integrasi Model 

ML Utility  (Estimator) 

Model ML utility digunakan untuk training synthesizer menggunakan 

sebuah wrapper (Kode 4.21). Kode training synthesizer dimodifikasi untuk 

menggunakan wrapper tersebut; dilampirkan pada Kode 4.22, Kode 4.23, Kode 

4.24, Kode 4.25, dan Kode 4.26 untuk Autoencoder LCT-GAN, GAN LCT-GAN, 

Realtabformer, TabDDPM, dan TVAE. Untuk menggunakan ML Utility dalam 

proses sintesis data, wrapper estimator hanya perlu diberikan sebagai parameter 

ñmlu_trainerò (Kode 4.27). Contoh eksekusi training synthesizer dengan ML 

Utility estimator dilampirkan pada Gambar 4.25, Gambar 4.26, Gambar 4.27, dan 

Gambar 4.28 untuk autoencoder LCT-GAN, GAN LCT-GAN, TabDDPM, dan 
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TVAE. Contoh Realtabformer tidak dilampirkan karena output penuh oleh log asli 

Realtabformer.  

 

Gambar 4.25 Contoh Eksekusi Training TVAE dengan Integrasi ML Utility  

 

Gambar 4.26 Contoh Eksekusi Training Autoencoder LCT-GAN dengan Integrasi ML 

Utility  
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Gambar 4.27 Contoh Eksekusi Training GAN LCT-GAN dengan Integrasi ML Utility 

 

Gambar 4.28 Contoh Eksekusi Training TabDDPM dengan Integrasi ML Utility 
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import  torch  

import  torch . nn . functional as  F 

from  ... data import  FastDataLoader as  DataLoader  

from  . data import  collate_fn  

from  itertools import  cycle  

import  pandas as  pd 

 

class  MLUtilityTrainer:  

    def  __init__ (  

        self ,  

        model ,  

        dataset ,  

        n_samples =1024 ,  

        target =None,  

        t_steps =5,  

        t_start =0,  

        t_end =None,  

        t_range =None,  

        n_steps =1,  

        n_inner_steps =1,  

        n_inner_steps_2 =1,  

        loss_fn =F. mse_loss ,  

        loss_mul =1.0 ,  

        sample_batch_size =512 ,  

        Optim =torch . optim . AdamW,  

        lr =1e- 3,  

        div_batch =False,  

        forgive_over =False,  

        n_real =None,  

        ** optim_kwargs  

    ):  

        for  param in  model . parameters ():  

            param . requires_grad = False  

 

        self . model = model  

        self . t_steps = t_steps  

        if  not  t_start :  

            t_start = 0 

        if  (not  t_end )  and  isinstance( t_range ,  (int,  float)):  

            t_end = t_start + t_range  

        print( f"mlu step every {t_steps} starting {t_start} until {t_end}" )  

        self . t_start = t_start  

        self . t_end = t_end  

        print( f"mlu step times {n_steps}*{n_inner_steps}*{n_inner_steps_2}" )  

        self . n_steps = n_steps  

        self . n_inner_steps = n_inner_steps  

        self . n_inner_steps_2 = n_inner_steps_2  
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        dataset_size = dataset [ 0][ model . name][ 0]. shape [ 0]  

        n_samples = min( n_samples ,  dataset_size )  

        self . n_samples = n_samples  

        self . loss_fn = loss_fn  

        self . target = target  

        self . loss_mul = loss_mul  

        self . sample_batch_size =sample_batch_size  

        self . div_batch = div_batch  

        self . forgive_over = forgive_over  

        n_real = n_real or  dataset_size  

        n_real = max( n_samples ,  n_real )  

        self . n_real = n_real  

        print( "mlu samples" ,  n_samples ,  "/" ,  n_real )  

         

        self . dataloader = DataLoader (  

            dataset ,   

            batch_size =1,   

            shuffle =True,   

            collate_fn =collate_fn ,  

        )  

        self . dataloader = cycle ( self . dataloader )  

        self . parameters = None 

        self . optim = None 

        self . Optim = Optim  

        self . optim_kwargs = {  

            **dict(  

                lr =lr ,  

            ),  

            ** optim_kwargs ,  

        }  

        self . dim = 3 

        if  "realtabformer" in  model . name. lower ():  

            self . dim = 4 

            self . model . adapter . use_embedding = False  

 

 

    def  set_embedding ( self ,  embedding ):  

        self . model . adapter . embedding = embedding  

 

    def  create_optim ( self ,  parameters ,  Optim =None,  ** kwargs ):  

        Optim = Optim or  self . Optim  

        parameters = list( parameters )  

        parameters = [ p for  p in  parameters if  p. requires_grad ]  

        self . parameters = parameters  

        optim_kwargs = {  

            ** self . optim_kwargs ,   

            ** kwargs  

        }  
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        self . optim = Optim ( parameters ,  ** optim_kwargs )  

 

    def  should_step ( self ,  x):  

        x = x+1 

        return  x >= self . t_start and  x%self . t_steps == 0 and  ((not  self . t_end )  

or  x <= self . t_end )  

 

    def  step ( self ,  samples ):  

        self . i_step += 1 

        assert  self . optim  

        assert  samples . grad_fn  

        if  samples . dim ()  < self . dim :  

            samples = samples . unsqueeze ( 0)  

        device = samples . device  

             

        batch = next( self . dataloader )  

        if  isinstance( batch ,  dict):  

            batch = batch [ self . model . name]  

 

        self . optim . zero_grad ()  

        self . model . to ( device )  

 

        samples_0 = samples  

 

        grads = 0 

        total_loss = 0 

        n_samples = self . n_samples  

 

        for  i in  range( self . n_inner_steps ):  

             

            train ,  test ,  y ,  y_real = batch  

            assert  y == y_real  

             

            if  train . dtype !=  samples_0 . dtype :  

                samples_0 = samples_0 .type( train . dtype )  

 

            train = train . to ( device )  

            test = test . to ( device )  

            if  self . model . adapter . embedding and  train . dim ()  < 4:  

                train = self . model . adapter . embedding ( train . to ( torch .int))  

                test = self . model . adapter . embedding ( test . to ( torch .int))  

 

            for  j in  range( self . n_inner_steps_2 ):  

                samples = samples_0  

 

                n = min( self . n_real ,  train . shape [ 1])  

                n_samples = samples . shape [ 1]  

                n_remain = max( 0,  n- n_samples )  
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                if  n_remain :  

                    idx = torch . randperm ( n)[: n_remain ]  

                    samples = torch . cat ([ samples ,  train [:,  idx ]],  dim =1)  

 

                samples ,  est = self . model ( samples ,  test )  

                yi = y . flatten (). item ()  

                target = self . target or  yi  

                if  target <= 0.1 :  

                    target = yi + target  

                target = max( target ,  yi )  

                target = torch . full ( est . shape ,  target ,  device =est . device )  

                if  self . forgive_over :  

                    est = torch . clamp ( est ,  max=target )  

                loss = self . loss_mul *  self . loss_fn (  

                    est ,   

                    target ,  

                )  

 

                grads = grads + torch . autograd . grad (  

                    inputs =samples_0 ,  

                    outputs =loss ,  

                )[ 0]  

 

                total_loss += torch . mean( loss ). detach (). cpu (). item ()  

 

        grads = grads /  ( self . n_inner_steps *  self . n_inner_steps_2 )  

        if  self . div_batch :  

            grads = grads /  n_samples  

        total_loss = total_loss /  ( self . n_inner_steps *  self . n_inner_steps_2 )  

 

        samples_0 . backward ( gradient =grads )  

 

        for  param in  self . parameters :  

            assert  torch . isfinite ( param . grad ).all(),  "Grad is not populated"  

 

        self . optim . step ()  

 

        return  total_loss  

     

Kode 4.21 Wrapper ML Utility Estimator (Disederhanakan) 

Kode 4.21 adalah kode wrapper ML utility estimator. Integrasi ML utility 

memerlukan dataset asli untuk digabungkan dengan dataset sintetis karena data 

tidak disintesis dengan ukuran utuh. Integrasi ML utility akan mengulang 

penggunaan dataset ini dengan dengan cycle. Integrasi ML utility juga 

menggunakan optimizer terpisah. Untuk Realtabformer, adapter ML utility 



151 

 

estimator akan menggunakan embedding layer yang sedang dilatih. Step integrasi 

ML utility dilakukan tiap beberapa epoch atau step synthesizer, yang dicek melalui 

fungsi should_step. Proses sintesis data untuk step ML utility dilakukan di luar,  

yaitu di fungsi training masing-masing synthesizer. Satu step ML utility bisa 

memiliki perulangan internal yang terdiri dari dua jenis perulangan. Perulangan 

pertama dilakukan pada tingkat pengambilan dataset asli, sehingga tiap iterasi 

menggunakan fold dataset asli yang berbeda. Perulangan kedua dilakukan pada 

tingkat sampling dataset asli untuk penggabungan, sehingga tiap iterasi 

menggunakan fold dataset asli yang sama, tapi dengan sampel yang berbeda. Kedua 

jenis perulangan menggunakan dataset sintetis yang sama. Gradien dihitung pada 

tiap iterasi, dan di akhir step, gradien ini di-rata-rata dan backpropagation 

dilakukan melalui dataset sintetis, dengan memberikan gradien tersebut. Terakhir, 

gradien pada parameter synthesizer diperiksa untuk memastikan bahwa 

backpropagation berjalan dengan semestinya.  

 

 

import  pandas as  pd 

from  . ctabgan import  Sampler ,  Condvec  

 

from  tqdm import  tqdm  

import  torch  

import  numpy as  np 

from  torch . nn import  functional as  F 

from  torch import  optim  

from  contextlib import  nullcontext  

 

 

class  AutoEncoder(object):  

 

    def  __init__ ( self ,  mlu_trainer =None,  ** kwargs ):  

        self . kwargs = kwargs  # has to have 'embedding_size' and 'cuda' = True  

        self . device = "cuda" if  torch . cuda . is_available ()  else  "cpu"  

        self . model = None 

        self . cond_generator = None 

        self . last_loss = None 

        self . mlu_trainer = mlu_trainer  

        self . tensor_type = "torch.cuda.FloatTensor" if  "cuda" in  self . device 

else  "torch.FloatTensor"  
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    def  train ( self ,  data ,  output_dim :  int,  output_info ,  epochs ,  batch_size ,  

lr =1e- 3):  

 

        data_sampler = Sampler ( data ,  output_info )  

        cond_generator = Condvec ( data ,  output_info )  

 

        col_size_d = output_dim  

        self . input_size = col_size_d  

 

        self . model = AENetwork ( input_dim =col_size_d ,  ** self . kwargs )  

        self . model . to ( self . device )  

        self . optimizer = optim . Adam( self . model . parameters (),  lr =lr )  

        if  self . mlu_trainer :  

            self . mlu_trainer . create_optim ( self . model . parameters ())  

 

        self . model . train ()  

        train_loss = 0 

 

        last_loss = 0 

 

        steps = int(len( data )  /  batch_size )  

        data_2 = torch . from_numpy ( data . astype ( 'float32' )). to ( self . device )  

        for  e in  range( epochs ):  

            epoch_loss = 0 

            for  i in  range( steps ):  

                _,  _,  col ,  opt = cond_generator . sample_train ( batch_size )  

 

                perm = np . arange ( batch_size )  

                np . random . shuffle ( perm )  

                idx = data_sampler . sample_idx ( batch_size ,  col [ perm ],  opt [ perm ])  

                batch = data_2 [ idx ]  

 

                self . optimizer . zero_grad ()  

 

                recon_batch = self . model ( batch ). to ( self . device )  

 

                loss = self . loss_function ( recon_batch ,  batch ,  

input_size =self . input_size )  

                loss . backward ()  

 

                train_loss += loss . item ()  

                self . optimizer . step ()  

 

                epoch_loss = ( loss . item ()  /  len( batch ))  

            last_loss = epoch_loss  

 

            if self.mlu_trainer:  

                if self.mlu_trainer.should_step(e):  
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                    total_mlu_loss = 0  

                    for i in range(self.mlu_trainer.n_steps):  

                        n_samples = self.mlu_trainer.n_samples  

                        samples = []  

                        indices = np.random.choice(np.arange(len(data)), 

n_samples)  

                        i = 0  

                        while len(samples) < n_samples:  

                            sample = 

data[indices[i*batch_size:(i+1)*batch_size]]  

                            sample = self.encode(sample)  

                            sample = self.decode(sample)  

                            samples.append(sample)  

                        samples = samples[:n_samples]  

                        samples = torch.cat(samples, dim=0)  

                        mlu_loss = self.mlu_trainer.step(samples, 

batch_size=batch_size)  

                        total_mlu_loss += mlu_loss  

                    total_mlu_loss /= self.mlu_trainer.n_steps  

 

Kode 4.22 Training Autoencoder dari LCT-GAN Mengintegrasikan ML Utility  

(Disederhanakan) 

Kode 4.22 adalah kode training autoencoder LCT-GAN dengan 

mengintegrasikan ML Utility . Training autoencoder tidak menghasilkan data 

sintetis, hanya melakukan encoding dan decoding dari data. Step ML utility 

dilakukan dengan sampel dataset asli, yang di-encode dan decode menggunakan 

autoencoder yang  sedang dilatih.  

 

 

import  numpy as  np 

import  torch  

 

from  torch . autograd import  Variable  

from  . modules import  FCDiscriminator ,  FCGenerator  

from  . ctabgan import  Condvec ,  Sampler  

from  contextlib import  nullcontext  

 

Tensor = torch . cuda . FloatTensor if  torch . cuda . is_available ()  else  

torch . FloatTensor  

 

class  LatentGAN:  

    def  __init__ (  

        self ,   

        input_size ,   
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        latent_dim ,   

        transformer_output_info ,   

        batch_size =256 ,   

        lr =0.0002 ,   

        b1=0.5 ,   

        b2=0.999 ,   

        n_critic =5,   

        decoder =None,  

        scaler =None,  

        mlu_trainer =None,  

    ):  

        self . input_size = input_size  

        self . generator = None 

        self . discriminator = None 

        self . latent_dim = latent_dim  

        self . measurements = []  

        # Loss weight for gradient penalty  

        self . lambda_gp = 10 

        self . device = torch . device ( "cuda" if  torch . cuda . is_available ()  else  

"cpu" )  

        self . transformer_output_info =transformer_output_info  

        self . batch_size =batch_size  

        self . lr =lr  

        self . b1=b1 

        self . b2=b2 

        self . n_critic =n_critic  

        self . decoder =decoder  

        self . scaler =scaler  

        self . mlu_trainer = mlu_trainer  

        self . log_every = 10 

 

        self . prepare_training ()  

 

    def  prepare_training ( self ):  

        self . generator = FCGenerator ( self . input_size ,  self . latent_dim )  

        self . discriminator = FCDiscriminator ( self . input_size ,  

batch_size =self . batch_size )  

 

        self . generator . to ( self . device )  

        self . discriminator . to ( self . device )  

 

        if  torch . cuda . is_available ():  

            self . generator . cuda ()  

            self . discriminator . cuda ()  

        # Optimizers  

        self . optimizer_G = torch . optim . Adam( self . generator . parameters (),  

lr =self . lr ,  betas =( self . b1 ,  self . b2))  
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        self . optimizer_D = torch . optim . Adam( self . discriminator . parameters (),  

lr =self . lr ,  betas =( self . b1 ,  self . b2))  

 

        if  self . mlu_trainer :  

            self . mlu_trainer . create_optim ( self . parameters ())  

 

    def  parameters ( self ):  

        parameters = []  

        parameters . extend ( self . generator . parameters ())  

        parameters . extend ( self . discriminator . parameters ())  

        if  self . decoder :  

            decoder_params = self . decoder . parameters ()  

            parameters . extend ([ p for  p in  decoder_params if  p. requires_grad ])  

        return  parameters  

 

    def  fit (  

        self ,   

        latent_data ,   

        original_data ,   

        epochs =5,   

    ):  

         

        assert  len( latent_data )  == len( original_data )  

         

        cond_generator = Condvec ( original_data ,  self . transformer_output_info )  

        data_sampler = Sampler ( original_data ,  self . transformer_output_info )  

 

        self . cond_generator = cond_generator  

        self . data_sampler = data_sampler  

         

        steps = (len( latent_data )  //  self . batch_size )  + 1 

 

        loss_g  = torch . tensor ([ 1.0 ])   

        loss_d = torch . tensor ([ 1.0 ])   

 

        for  epoch in  range( epochs ):  

 

            total_loss_d = 0 

            total_loss_g = 0 

            g_step_count = 0 

 

            for  i in  range( steps ):  

                 

                cond_vecs = cond_generator . sample_train ( self . batch_size )  

                c ,  m,  col ,  opt = cond_vecs  

                c = torch . from_numpy ( c). to ( self . device )  

                m = torch . from_numpy ( m). to ( self . device )  
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                original_idx = data_sampler . sample_idx ( self . batch_size ,  col ,  

opt )  

                real = latent_data [ original_idx ]  

                if  isinstance( real ,  np . ndarray ):  

                    real = torch . from_numpy ( real . astype ( 'float32' ))  

                real = real . to ( self . device )  

                 

                ### TRAIN DISCRIMINATOR  

                self . optimizer_D . zero_grad ()  

 

                z = Tensor ( np . random . uniform ( 0,  1,  ( self . batch_size ,  

self . latent_dim ))). to ( self . device )  

                z = torch . cat ([ z ],  dim =1). to ( self . device )  

                z = Variable ( z). to ( self . device )  

 

                fake = self . generator ( z). to ( self . device )  

                 

                fake_cat_d = torch . cat ([ fake ],  dim =1). to ( self . device )  

                real_cat_d = torch . cat ([ Variable ( real .type( Tensor ))],  

dim =1). to ( self . device )  

 

                real_probability = 

self . discriminator ( real_cat_d ). to ( self . device )  

                fake_probability = 

self . discriminator ( fake_cat_d ). to ( self . device )  

 

                # Gradient penalty  

                # gradient_penalty = 

self.compute_gradient_penalty(self.discriminator, real_cat_d.data, 

fake_cat_d.data)  

                gradient_penalty = 0 

                loss_d = - torch . mean( real_probability )  + 

torch . mean( fake_probability )  + self . lambda_gp *  gradient_penalty  

                loss_d . backward ()  

 

                total_loss_d += loss_d . item ()  

 

                self . optimizer_D . step ()  

 

                self . optimizer_G . zero_grad ()  

 

                if  i % self . n_critic == 0:  

                    fake = self . generator ( z). to ( self . device )  

                    fake_probability = self . discriminator ( torch . cat ([ fake ],  

dim =1). to ( self . device ))  

 

                    loss_g = - torch . mean( fake_probability )  

                    loss_g . backward ()  
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                    self . optimizer_G . step ()  

 

                    g_step_count += 1 

                    total_loss_g += loss_g . item ()  

 

            total_loss_d /=  steps  

            total_loss_g /=  g_step_count  

            total_loss  = total_loss_g + total_loss_d  

                     

            if self.mlu_trainer:  

                if self.mlu_trainer.should_step(epoch):  

                    total_mlu_loss = 0  

                    for i in range(self.mlu_trainer.n_steps):  

                        n_samples = self.mlu_trainer.n_samples  

                        samples = self.sample(n_samples, raw=True)  

                        mlu_loss = self.mlu_trainer.step(samples, 

batch_size=self.batch_size)  

                        total_mlu_loss += mlu_loss  

                    total_mlu_loss /= self.mlu_trainer.n_steps  

 

            if  ( epoch +1)  % self . log_every == 0:  

                print( "[Epoch %d/%d] [D loss: %f] [G loss: %f]"  

                    % ( epoch + 1,  epochs ,  loss_d . item (),  loss_g . item ())  

                )  

 

    def  sample ( self ,  n,  raw =False):  

         

        steps = ( n //  self . batch_size )  + 1 

        data = []  

        for  _ in  range( steps ):  

            z = Tensor ( np . random . uniform ( 0,  1,  ( self . batch_size ,  

self . latent_dim )))  

            z = torch . cat ([ z ],  dim =1). to ( self . device )  

 

            fake = self . generator ( z)  

            if not raw:  

                fake = fake . cpu (). detach (). numpy()  

            data . append ( fake )  

 

        if not raw:  

            data = np.concatenate(data)  

        else:  

            data = torch.cat(data)  

 

        if  self . scaler :  

            data = self . scaler . inverse_transform ( data )  

            if  self . decoder :  
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                data = self . decoder . decode ( data ,  batch =True,  raw=raw )  

 

        if  len( data . shape )  > 2:  

            if not raw:  

                data = np.concatenate(data)  

            elif torch.is_tensor(data):  

                data = torch.flatten(data, end_dim= - 2)  

            else:  

                data = torch.cat(data)  

        data = data [: n]  

 

        return  data  

 

Kode 4.23 Training GAN dari LCT-GAN Mengintegrasikan ML Utility  (Disederhanakan) 

Kode 4.23 adalah kode training GAN LCT-GAN dengan mengintegrasikan 

ML Utility. Dataset sintetis dihasilkan dengan fungsi sample. Fungsi sample telah 

dimodifikasi untuk menghasilkan data sintetis dalam bentuk tensor GPU (tanpa 

postprocessing dan tanpa dipindah ke CPU) jika parameter raw bernilai True.  

 

 

from  typing import   Union  

import  torch  

from  torch import  nn 

from  transformers import  (  

    PreTrainedModel ,  

    Trainer ,  

    TrainerCallback ,  

    TrainerControl ,  

    TrainerState ,  

    TrainingArguments ,  

)  

 

class  MLUtilityCallback( TrainerCallback ):  

    """This callback forces a checkpoint save at each epoch end."""  

 

    def  __init__ ( self ,  sampler ,  mlu_trainer =None,  batch_size =8,  mlu_tries =3,  

mlu_max_consecutive_fails =3):  

        super(). __init__ ()  

        self . mlu_trainer = mlu_trainer  

        self . sampler = sampler  

        self . epoch = - 1 

        self . batch_size = batch_size  

        self . mlu_tries = mlu_tries  

        self . mlu_max_consecutive_fails = mlu_max_consecutive_fails  
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        self . mlu_fail_counter = 0 

 

    def  on_epoch_end (  

        self ,  

        args :  TrainingArguments ,  

        state :  TrainerState ,  

        control :  TrainerControl ,  

        ** kwargs ,  

    ):  

        self . epoch += 1 

        if  self . mlu_trainer :  

            if  self . mlu_trainer . should_step ( self . epoch ):  

                total_mlu_loss = 0 

                mlu_success = 0 

                for  i in  range( self . mlu_trainer . n_steps ):  

                    n_samples = self . mlu_trainer . n_samples  

                    batch_size = self . batch_size  

                    counter = self . mlu_tries  

                    while  True:  

                        try:  

                            samples = self . sampler . sample (  

                                n_samples =n_samples ,  

                                gen_batch =batch_size ,  

                                raw =True,  

                            )  

                            mlu_loss = self . mlu_trainer . step ( samples ,  

batch_size =self . batch_size )  

                            total_mlu_loss += mlu_loss  

                            mlu_success += 1 

                            break  

                        except  AssertionError  as  ex :  

                            if  "Mismatching shapes" in  str( ex )  and  counter > 0:  

                                counter - = 1 

                                continue  

                            print( "Failed MLU step" )  

                            return  

                total_mlu_loss /=  self . mlu_trainer . n_steps  

                 

                if  mlu_success :  

                    self . mlu_fail_counter = 0 

                else:  

                    self . mlu_fail_counter += 1 

                    if  self . mlu_fail_counter > self . mlu_max_consecutive_fails :  

                        raise  RuntimeError( f"Consecutive MLU fail exceeded max 

{self . mlu_fail_counter}/{self . mlu_max_consecutive_fails}" )  

 

class  ResumableTrainer( Trainer ):  
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    def  __init__ (  

        self ,  

        target_epochs :  int  = None,  

        save_epochs :  int  = None,  

        model :  Union [ PreTrainedModel ,  nn . Module ]  = None,  

        ...  

        mlu_trainer=None,  

        sampler =None,  

        batch_size =8,  

    ):  

        # Declare here for typing  

        self . lr_scheduler :  torch . optim . lr_scheduler . LambdaLR = None 

 

        if  callbacks is  None:  

            callbacks = []  

 

        callbacks . append ( SaveEpochEndCallback ( save_epochs =save_epochs ))  

        mlu_callback = None  

        if mlu_trainer:  

            mlu_callback = MLUtilityCallback(sampler, mlu_trainer, 

batch_size=batch_size)  

            callbacks.append(mlu_callback)  

 

        super(). __init__ (  

            model ,  

            ...  

        )  

        self . target_epochs = target_epochs  

        model = self . model or  model  

        if mlu_callback:  

            mlu_callback.mlu_trainer.create_optim(model.parameters())  

            mlu_callback.mlu_trainer.set_embedding(model.transformer.wte)  

 

class  TabularSampler( REaLSampler ):  

    """Sampler class for tabular data generation."""  

 

    def  sample_tabular (  

        self ,  

        n_samples :  int,  

        ...  

        raw =False,  

        ** generate_kwargs ,  

    )  - > pd . DataFrame :  

        device = torch . device ( device )  

 

        if  self . model . device !=  device :  

            self . model = self . model . to ( device )  
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        if not raw:  

            self.model.eval()  

        else:  

            self.model.train()  

 

        synth_df = None 

 

        if  seed_input is  None:  

            generated = torch . tensor (  

                [ self . vocab [ "token2id" ][ SpecialTokens . BOS]  for  _ in  range( 1)]  

            ). unsqueeze ( 0)  

        else:  

            generated = self . _process_seed_input ( seed_input =seed_input )  

 

        generated = generated . to ( self . model . device )  

 

        #with tqdm(total=n_samples) as pbar:  

        pbar_num_gen = 0 

        num_generated = 0 

        empty_limit = continuous_empty_limit  

 

        while  num_generated < n_samples :  

            # https://huggingface.co/docs/transformers/internal/generation_utils  

            sample_outputs = self . _generate (  

                device =device ,  

                as_numpy =not  raw ,  

                constrain_tokens_gen =constrain_tokens_gen ,  

                inputs =generated ,  

                do_sample =True,  

                max_length =self . max_length ,  

                num_return_sequences =gen_batch ,  

                bos_token_id =self . vocab [ "token2id" ][ SpecialTokens . BOS],  

                pad_token_id =self . vocab [ "token2id" ][ SpecialTokens . PAD],  

                eos_token_id =self . vocab [ "token2id" ][ SpecialTokens . EOS],  

                suppress_tokens =suppress_tokens ,  

                forced_decoder_ids =forced_decoder_ids ,  

                raw =raw ,  

                ** generate_kwargs ,  

            )  

 

            self . total_gen_samples += len( sample_outputs )  

 

            if raw:  

                synth_sample = sample_outputs  

            else:  

                self . invalid_gen_samples += len( sample_outputs )  

                try:  

                    sample_outputs_1 = sample_outputs  
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                    if  torch . is_tensor ( sample_outputs_1 ):  

                        sample_outputs_1 = 

sample_outputs_1 . detach (). cpu (). numpy()  

                    synth_sample = self . processes_sample (  

                        sample_outputs =sample_outputs_1 ,  

                        vocab =self . vocab ,  

                        validator =validator ,  

                    )  

                    empty_limit = continuous_empty_limit  

                    self . invalid_gen_samples - = len( synth_sample )  

                    if raw:  

                        idx = synth_sample.index.values.astype(int)  

                        synth_sample = sample_outputs[idx]  

 

                except  SampleEmptyError as  exc :  

                    logging . warning ( "This batch returned an empty valid 

synth_sample!" )  

                    empty_limit - = 1 

                    if  empty_limit <= 0:  

                        raise  SampleEmptyLimitError (  

                            f"The model has generated empty sample batches for 

{continuous_empty_limit} consecutive rounds!"  

                        )  from  exc  

                    continue  

 

            if  synth_df is  None:  

                synth_df = synth_sample  

            else:  

                if not raw:  

                    synth_df = pd.concat([synth_df, synth_sample])  

                else:  

                    try:  

                        synth_df = torch.cat([synth_df, synth_sample])  

                    except RuntimeError as ex:  

                        msg = str(ex)  

                        if "Sizes of tensors must match" in msg:  

                            continue  

                        else:  

                            raise  

 

            num_generated += len( synth_sample )  

 

            pbar_num_gen = num_generated  

 

        if not raw:  

            synth_df = synth_df.sample(  

                n=n_samples, replace=False, random_state=self.random_state  

            )  
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            synth_df = synth_df.reset_index(drop="index")  

        else:  

            idx =  torch.randperm(synth_df.shape[0])[:n_samples]  

            synth_df = synth_df[idx]  

 

        if not raw:  

            print(  

                f"Generated {self . invalid_gen_samples} invalid samples out of 

total {self . total_gen_samples} samples generated. Sampling efficiency is: {100 *  

( 1 -   self . invalid_gen_samples /  self . total_gen_samples ) :.4f}%"  

            )  

 

        return  synth_df  

 

Kode 4.24 Training Realtabformer Mengintegrasikan ML Utility (Disederhanakan) 

Kode 4.24 adalah kode training Realtabformer dengan mengintegrasikan 

ML Utility . Realtabformer menggunakan sistem training dari library transformers 

dari Hugginface, sehingga step ML utility dilakukan melalui TrainerCallback yang 

dieksekusi di akhir tiap epoch. Dataset sintetis dihasilkan dengan fungsi sample dari 

objek REaLSampler. Fungsi sample telah dimodifikasi untuk menghasilkan data 

sintetis dalam bentuk tensor GPU (tanpa postprocessing dan tanpa dipindah ke 

CPU) jika parameter raw bernilai True. Terkadang dataset sintetis yang dihasilkan 

memiliki bentuk yang tidak cocok, sehingga proses ini diulang secara otomatis 

ketika gagal hingga maksimal 3 kali.  

 

 

from  copy import  deepcopy  

import  numpy as  np 

import  delu as  zero  

import  pandas as  pd 

from  ... util import  clear_memory  

import  torch  

from  undecorated import  undecorated  

from  types import  MethodType  

 

DEFAULT_DEVICE = torch . device ( 'cuda:0' if  torch . cuda . is_available ()  else  "cpu" )  

 

 

class  Trainer:  

    def  __init__ ( self ,  diffusion ,  train_iter ,  lr ,  weight_decay ,  steps ,  

device =DEFAULT_DEVICE,  mlu_trainer =None,  batch_size =1024 ,  mlu_tries =3,  

mlu_max_consecutive_fails =3):  
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        self . diffusion = diffusion  

        self . ema_model = deepcopy ( self . diffusion . _denoise_fn )  

        for  param in  self . ema_model . parameters ():  

            param . detach_ ()  

 

        self . train_iter = train_iter  

        self . steps = steps  

        self . init_lr = lr  

        self . optimizer = torch . optim . AdamW( self . diffusion . parameters (),  lr =lr ,  

weight_decay =weight_decay )  

        self . device = device  

        self . loss_history = pd . DataFrame ( columns =[ 'step' ,  'mloss' ,  'gloss' ,  

'loss' ])  

        self . log_every = 1000  

        self . print_every = 1000  

        self . ema_every = 1000  

        self . mlu_trainer = mlu_trainer  

        self . mlu_tries = mlu_tries  

        self . mlu_max_consecutive_fails = mlu_max_consecutive_fails  

        self . mlu_fail_counter = 0 

        if  mlu_trainer :  

            mlu_trainer . create_optim ( diffusion . parameters ())  

        self . batch_size = batch_size  

 

    def  run_loop ( self ):  

        step = 0 

        curr_loss_multi = 0.0  

        curr_loss_gauss = 0.0  

 

        curr_count = 0 

 

        while  step < self . steps :  

            x ,  y = next( self . train_iter )  

            out_dict = { 'y' :  y}  

            batch_loss_multi ,  batch_loss_gauss = self . _run_step ( x ,  out_dict )  

 

            self . _anneal_lr ( step )  

 

            curr_count += len( x)  

            curr_loss_multi += batch_loss_multi . item ()  *  len( x)  

            curr_loss_gauss += batch_loss_gauss . item ()  *  len( x)  

 

            if  ( step + 1)  % self . log_every == 0:  

                mloss = np . around ( curr_loss_multi /  curr_count ,  4)  

                gloss = np . around ( curr_loss_gauss /  curr_count ,  4)  

                sum_loss = mloss +gloss  

                if  ( step + 1)  % self . print_every == 0:  
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                    print( f'Step { ( step + 1) }/{self . steps} MLoss: {mloss} GLoss: 

{gloss} Sum: {sum_loss}' )  

                self . loss_history . loc [len( self . loss_history )]  =[ step + 1,  mloss ,  

gloss ,  sum_loss ]  

                curr_count = 0 

                curr_loss_gauss = 0.0  

                curr_loss_multi = 0.0  

 

            update_ema ( self . ema_model . parameters (),  

self . diffusion . _denoise_fn . parameters ())  

 

            if self.mlu_trainer:  

                if  self.mlu_trainer.should_step(step):  

                    total_mlu_loss = 0  

                    mlu_success = 0  

                    for i in range(self.mlu_trainer.n_steps):  

                        clear_memory()  

                        n_samples = self.mlu_trainer.n_samples  

                        batch_size = self.batch_size  

                        counter = self.mlu_tries  

                        while True:  

                            try:  

                                samples = sample(  

                                    self.diffusion,  

                                    batch_size=batch_size,  

                                    num_samples=n_samples,  

                                    raw=True  

                                )  

                                mlu_loss = self.mlu_trainer.step(samples, 

batch_size=self.batch_size)  

                                del samples  

                                total_mlu_loss += mlu_loss  

                                mlu_success += 1  

                                break  

                            except AssertionError as ex:  

                                if "Grad is not populated" in str(ex) and 

counter > 0:  

                                    counter - = 1  

                                    continue  

                                print("Failed MLU step")  

                                break  

                    total_mlu_loss /= self.mlu_trainer.n_steps  

                    clear_memory()  

                    if mlu_success:  

                        self.mlu_fail_counter = 0  

                    else:  

                        self.mlu_fail_counter += 1  
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                        if self.mlu_fail_counter > 

self.mlu_max_consecutive_fails:  

                            raise RuntimeError(f"Consecutive MLU fail exceeded 

max {self.mlu_fail_counter}/{self.mlu_max_consecutive_fails}")  

 

            step += 1 

 

def  sample (  

    diffusion ,  

    batch_size = 1024 ,  

    num_samples = 10 ,  

    disbalance = None,  

    seed =None,  

    raw =False,  

):  

    if  seed is  not  None:  

        zero . improve_reproducibility ( seed )  

 

    batch_size = min( batch_size ,  num_samples )  

 

    empirical_class_dist = diffusion . empirical_class_dist  

     

    if  disbalance == 'fix' :  

        empirical_class_dist [ 0],  empirical_class_dist [ 1]  = 

empirical_class_dist [ 1],  empirical_class_dist [ 0]  

        x_gen, y_gen = diffusion.sample_all(num_samples, batch_size, 

empirical_class_dist.float(), ddim=False, raw=raw)  

 

    elif  disbalance == 'fill' :  

        ix_major = empirical_class_dist . argmax (). item ()  

        val_major = empirical_class_dist [ ix_major ]. item ()  

        x_gen ,  y_gen = [],  []  

        for  i in  range( empirical_class_dist . shape [ 0]):  

            if  i == ix_major :  

                continue  

            distrib = torch . zeros_like ( empirical_class_dist )  

            distrib [ i ]  = 1 

            num_samples = val_major -  empirical_class_dist [ i ]. item ()  

            x_temp, y_temp = diffusion.sample_all(num_samples, batch_size, 

distrib.float(), ddim=False, raw=raw)  

            x_gen . append ( x_temp )  

            y_gen . append ( y_temp )  

         

        x_gen = torch . cat ( x_gen ,  dim =0)  

        y_gen = torch . cat ( y_gen ,  dim =0)  

 

    else:  
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        x_gen, y_gen = diffusion.sample_all(num_samples, batch_size, 

empirical_class_dist.float(), ddim=False, raw=raw)  

 

    if raw:  

        return torch.cat([x_gen, y_gen.reshape( - 1, 1)], dim= - 1)  

 

    X_gen ,  y_gen = x_gen . cpu (). numpy(),  y_gen . cpu (). numpy()  

 

    X_num,  X_cat ,  y_gen = diffusion . transformer . inverse_transform ( X_gen ,  y_gen )  

 

    df = pd . DataFrame (  

        np . concatenate ([ X_num,  X_cat ,  y_gen . reshape ( - 1,  1)],  axis =1),  

        columns =diffusion . cols  

    )  

    df = df [ diffusion . real_cols ]  

    df = df . astype ( diffusion . dtypes )  

 

    return  df  

     

class  GaussianMultinomialDiffusion( torch . nn . Module ):  

 

    @torch . no_grad ()  

    def  sample_ddim ( self ,  num_samples ,  y_dist ,  raw =False):  

        b = num_samples  

        device = self . log_alpha . device  

        z_norm = torch . randn (( b,  self . num_numerical_features ),  device =device )  

 

        has_cat = self . num_classes [ 0]  !=  0 

        log_z = torch . zeros (( b,  0),  device =device ).float()  

        if  has_cat :  

            uniform_logits = torch . zeros (( b,  len( self . num_classes_expanded )),  

device =device )  

            log_z = self . log_sample_categorical ( uniform_logits )  

 

        y = torch . multinomial (  

            y_dist ,  

            num_samples =b,  

            replacement =True  

        )  

        out_dict = { 'y' :  y . long (). to ( device )}  

        for  i in  reversed(range( 0,  self . num_timesteps )):  

            #print(f'Sample timestep ddim {i:4d}', end=' \ r')  

            t = torch . full (( b,),  i ,  device =device ,  dtype =torch . long )  

            model_out = self . _denoise_fn (  

                torch . cat ([ z_norm ,  log_z ],  dim =1).float(),  

                t ,  

                ** out_dict  

            )  
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            model_out_num = model_out [:,  : self . num_numerical_features ]  

            model_out_cat = model_out [:,  self . num_numerical_features :]  

            z_norm = self . gaussian_ddim_step ( model_out_num ,  z_norm ,  t ,  

clip_denoised =False)  

            if  has_cat :  

                log_z = self . multinomial_ddim_step ( model_out_cat ,  log_z ,  t ,  

out_dict )  

 

        print()  

        z_ohe = torch . exp ( log_z ).round()  

        z_cat = log_z  

        if  has_cat :  

            z_cat = ohe_to_categories ( z_ohe ,  self . num_classes )  

        sample = torch . cat ([ z_norm ,  z_cat ],  dim =1)  

        if not raw:  

            sample = sample.cpu()  

        return  sample ,  out_dict  

     

 

    @torch . no_grad ()  

    def  sample ( self ,  num_samples ,  y_dist ,  raw =False):  

        b = num_samples  

        device = self . log_alpha . device  

        z_norm = torch . randn (( b,  self . num_numerical_features ),  device =device )  

 

        has_cat = self . num_classes [ 0]  !=  0 

        log_z = torch . zeros (( b,  0),  device =device ).float()  

        if  has_cat :  

            uniform_logits = torch . zeros (( b,  len( self . num_classes_expanded )),  

device =device )  

            log_z = self . log_sample_categorical ( uniform_logits )  

 

        y = torch . multinomial (  

            y_dist ,  

            num_samples =b,  

            replacement =True  

        )  

        out_dict = { 'y' :  y . long (). to ( device )}  

        for  i in  reversed(range( 0,  self . num_timesteps )):  

            #print(f'Sample timestep {i:4d}', end=' \ r')  

            t = torch . full (( b,),  i ,  device =device ,  dtype =torch . long )  

            model_out = self . _denoise_fn (  

                torch . cat ([ z_norm ,  log_z ],  dim =1).float(),  

                t ,  

                ** out_dict  

            )  

            model_out_num = model_out [:,  : self . num_numerical_features ]  

            model_out_cat = model_out [:,  self . num_numerical_features :]  
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            z_norm = self . gaussian_p_sample ( model_out_num ,  z_norm ,  t ,  

clip_denoised =False)[ 'sample' ]  

            if  has_cat :  

                log_z = self . p_sample ( model_out_cat ,  log_z ,  t ,  out_dict )  

 

        #print()  

        z_ohe = torch . exp ( log_z ).round()  

        z_cat = log_z  

        if  has_cat :  

            z_cat = ohe_to_categories ( z_ohe ,  self . num_classes )  

        sample = torch . cat ([ z_norm ,  z_cat ],  dim =1)  

        if not raw:  

            sample = sample.cpu()  

        return  sample ,  out_dict  

     

    def  sample_all ( self ,  num_samples ,  batch_size ,  y_dist ,  ddim =False,  

raw =False):  

        if  ddim :  

            print( 'Sample using DDIM.' )  

            sample_fn = self . sample_ddim  

        else:  

            sample_fn = self . sample  

 

        if raw:  

            sample_fn = MethodType(undecorated(sample_fn), self)  

         

        b = batch_size  

 

        all_y = []  

        all_samples = []  

        num_generated = 0 

        while  num_generated < num_samples :  

            sample ,  out_dict = sample_fn ( b,  y_dist ,  raw =raw )  

            mask_nan = torch .any( sample . isnan (),  dim =1)  

            sample = sample [~ mask_nan ]  

            out_dict [ 'y' ]  = out_dict [ 'y' ][~ mask_nan ]  

 

            all_samples . append ( sample )  

            all_y . append ( out_dict [ 'y' ])  

            if  sample . shape [ 0]  !=  b:  

                raise  FoundNANsError  

            num_generated += sample . shape [ 0]  

 

        x_gen = torch . cat ( all_samples ,  dim =0)[: num_samples ]  

        y_gen = torch . cat ( all_y ,  dim =0)[: num_samples ]  

 

        return  x_gen ,  y_gen  

Kode 4.25 Training TabDDPM Mengintegrasikan ML Utility  (Disederhanakan) 
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Kode 4.25 adalah kode training TabDDPM dengan mengintegrasikan ML 

Utility . Dataset sintetis dihasilkan dengan fungsi sample. Semua fungsi sample 

telah dimodifikasi untuk menghasilkan data sintetis dalam bentuk tensor GPU 

(tanpa postprocessing dan tanpa dipindah ke CPU) dengan kalkulasi gradien aktif 

jika parameter raw bernilai True. Sebagian fungsi sample menggunakan decorator 

torch.no_grad, sehingga decorator ini perlu dihilangkan untuk step ML utility agar 

gradien bisa mengalir hingga synthesizer saat backpropagation dilakukan. 

Terkadang dataset sintetis yang dihasilkan memiliki bentuk yang tidak cocok, 

sehingga proses ini diulang secara otomatis ketika gagal hingga maksimal 3 kali.  

 

 

import  torch  

from  torch . optim import  Adam 

import  numpy as  np 

 

def  train (  

    model ,   

    transformer ,   

    loader ,   

    loss_factor =2,  

    l2scale =1e- 5,  

    epochs =300 ,  

    Optimizer =Adam,  

    mlu_trainer =None,  

    batch_size =512 ,  

):  

 

    optimizerAE = Optimizer (  

        model . parameters (),  

        weight_decay =l2scale )  

 

    for  i in  range( epochs ):  

        epoch_loss = 0 

        counter = 0 

        for  id_ ,  data in  enumerate( loader ):  

            optimizerAE . zero_grad ()  

            real = data [ 0]. to ( model . device )  

            rec ,  sigmas ,  mu,  logvar = model ( real )  

            loss_1 ,  loss_2 = loss_function (  

                rec ,  real ,  sigmas ,  mu,  logvar ,  

                transformer . output_info_list ,  loss_factor  

            )  

            loss = loss_1 + loss_2  
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            loss . backward ()  

            optimizerAE . step ()  

            model . decoder . sigma . data . clamp_ ( 0.01 ,  1.0 )  

            epoch_loss += loss . item ()  *  len( data )  

            counter += len( data )  

 

        epoch_loss /=  counter  

                     

        if mlu_trainer:  

            if mlu_trainer.should_step(i):  

 

                total_mlu_loss = 0  

                for _ in range(mlu_trainer.n_steps):  

                    n_samples = mlu_trainer.n_samples  

                    samples = sample(model=model, transformer=transformer, 

samples=n_samples, batch_size=batch_size, raw=True)  

                    mlu_loss = mlu_trainer.step(samples, batch_size=batch_size)  

 

                    total_mlu_loss += mlu_loss  

                total_mlu_loss /= mlu_trainer.n_steps  

 

    return  loss_1 . item (),  loss_2 . item ()  

 

 

def  sample (  

    model ,   

    transformer ,   

    samples ,   

    batch_size =500 ,  

    raw =False,  

):  

 

    steps = samples //  batch_size + 1 

    data = []  

    for  _ in  range( steps ):  

        mean = torch . zeros ( batch_size ,  model . embedding_dim )  

        std = mean + 1 

        noise = torch . normal ( mean=mean,  std =std ). to ( model . device )  

        fake ,  sigmas = model . decoder ( noise )  

        fake = torch . tanh ( fake )  

        if not raw:  

            fake = fake.detach().cpu().numpy()  

        data . append ( fake )  

 

    if not raw:  

        data = np.concatenate(data, axis=0)  

    else:  

        data = torch.cat(data, dim=0)  
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    data = data [: samples ]  

 

    if raw:  

        return data  

 

    sigmas = sigmas . detach (). cpu (). numpy()  

    if  not  transformer :  

        return  data  

    return  postprocess (  

        transformer =transformer ,  

        data =data ,  

        sigmas =sigmas  

    )  

Kode 4.26 Training TVAE Mengintegrasikan ML Utility (Disederhanakan) 

Kode 4.26 adalah kode training TVAE dengan mengintegrasikan ML 

Utility . Dataset sintetis dihasilkan dengan fungsi sample. Semua fungsi sample 

telah dimodifikasi untuk menghasilkan data sintetis dalam bentuk tensor GPU 

(tanpa postprocessing dan tanpa dipindah ke CPU) jika parameter raw bernilai 

True.  

 

 

from  ml_utility_loss . loss_learning . estimator . pipeline import  create_model ,  

load_dataset  

import  ml_utility_loss . loss_learning . estimator . params2 as  PARAMS 

from  ml_utility_loss . tuning import  map_parameters  

from  ml_utility_loss . util import  clear_memory  

import  torch  

import  ml_utility_loss . synthesizers .{ single_model }. params2 as  MLU_PARAMS 

from  ml_utility_loss . loss_learning . estimator . model . pipeline import  

remove_non_model_params  

from  ml_utility_loss . loss_learning . estimator . wrapper import  MLUtilityTrainer  

 

clear_memory ()  

param_space = {  

    **getattr( PARAMS,  dataset_name ). PARAM_SPACE,  

    #**getattr(PARAMS, dataset_name).PARAM_SPACE_2  

}  

params = getattr( PARAMS,  dataset_name ). BEST_DICT[ gp ][ gp_multiply ][ single_model ]  

params [ "single_model" ]  = False  

if  single_model :  

    params [ "fixed_role_model" ]  = single_model  

    params [ "single_model" ]  = True  

    params [ "models" ]  = [ single_model ]  

params = map_parameters ( params ,  param_space =param_space )  
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params2 = remove_non_model_params ( params )  

 

mlu_model = create_model (  

    adapters =preprocessor . adapter_sizes ,  

    ** params2 ,  

)  

print( mlu_model . models ,  len( mlu_model . adapters ))  

 

mlu_params0 = getattr( MLU_PARAMS,  dataset_name )  

mlu_params = mlu_params0 . BEST_DICT[ gp ][ gp_multiply ]  

if  isinstance( mlu_params ,  (list,  tuple)):  

    mlu_params = mlu_params [ param_index ]  

mlu_params = map_parameters ( mlu_params ,  param_space =mlu_params0 . PARAM_SPACE)  

mlu_params [ "target" ]  = mlu_params . pop ( "mlu_target" ,  mlu_params . pop ( "target" ,  

None))  

mlu_params [ "lr" ]  = mlu_params . pop ( "mlu_lr" ,  mlu_params . pop ( "lr" ,  None))  

mlu_params [ "loss_fn" ]  = mlu_params . pop ( "mlu_loss_fn" ,  mlu_params . pop ( "loss_fn" ,  

None))  

mlu_params [ "Optim" ]  = mlu_params . pop ( "mlu_Optim" ,  mlu_params . pop ( "Optim" ,  None))  

mlu_params . pop ( "gradient_penalty_kwargs" ,  None)  

print( mlu_params )  

 

if  mlu_run is  True:  

    mlu_run = mlu_params [ "mlu_run" ]  

mlu_params . pop ( "mlu_run" ,  None)  

mlu_model_dir_2 = os . path . join ( mlu_model_dir ,  dataset_name ,  mlu_model_name ,  

str( mlu_run ))  

mlu_model_path = os . path . join ( mlu_model_dir_2 ,  f"model.pt" )  

 

mlu_model . load_state_dict ( torch . load ( mlu_model_path ))  

 

dataset = load_dataset (  

    dataset_dir =os . path . join ( path_prefix ,  "ml - utility - loss/" ,  "synthetics" ,  

dataset_name ),  

    preprocessor =preprocessor ,  

    val =False,  

    ratio =None,  

    drop_first_column =True,  

    model =single_model ,  

    train ="train" ,  test ="test" ,  value ="real_value" ,  

    file ="info_2.csv" ,  

)  

 

mlu_trainer = MLUtilityTrainer (  

    model =mlu_model [ single_model ],  

    dataset =dataset ,  

    ** mlu_params ,  
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)  

model_params [ "mlu_trainer" ]  = mlu_trainer  

 

Kode 4.27 Penyiapan ML Utility Estimator untuk Sintesis Data (Disederhanakan) 

Kode 4.27 adalah kode penyiapan ML utility estimator untuk sintesis data. 

Parameter dimuat sesuai synthesizer dan dataset sebagai mlu_params untuk 

estimator dan params untuk integrasi ML utility. Beberapa parameter perlu 

disesuaikan namanya, karena sebelumnya nama parameter dibuat berbeda ketika 

tuning karena bertabrakan. Kemudian, model estimator yang telah dilatih 

sebelumnya dimuat. Dataset asli juga dimuat untuk step ML utility, dengan nilai 

real. Terakhir, objek MLUtilityTrainer dibuat dan diberikan sebagai parameter 

mlu_trainer agar digunakan dalam training synthesizer.  

4.7 Evaluasi Integrasi ML Utility  

4.7.1 Evaluasi 

Pada tahap ini, dampak integrasi ML utility dievaluasi dengan 

membandingkan ML utility dari tiap synthesizer dengan dan tanpa integrasi ML 

utility. Synthesizer yang digunakan adalah TVAE (L. Xu et al., 2019), LCT-GAN 

(Velev, 2022), TabDDPM (Kotelnikov, Baranchuk, Rubachev, & Babenko, 2023), 

dan REaLTabFormer (Solatorio & Dupriez, 2023). Selain itu, dampak integrasi ini 

juga dievaluasi terhadap metrik lain yang mungkin terdampak negatif, yaitu 

kemiripan distribusi, perbedaan korelasi antar fitur, dan jarak terkecil terhadap data 

asli (privasi). Evaluasi metrik lain juga dilakukan dengan membandingkan nilai dari 

tiap synthesizer dengan dan tanpa integrasi ML utility. Penelitian ini menggunakan 

metrik yang umum digunakan dalam penelitian sebelumnya; dilampirkan pada 

Tabel 4.13.  

Evaluasi dilakukan dengan sebanyak 5-fold dengan indeks fold sebagai seed 

model. Tiap model yang dihasilkan oleh sebuah fold digunakan untuk menyintesis 

30 dataset sehingga diperoleh 150 dataset sintetis untuk tiap pasangan model-

dataset (Gambar 4.29). Evaluasi dilakukan menggunakan Kode 4.28, Kode 4.29, 

dan Kode 4.30. Kode 4.28 digunakan untuk eksekusi evaluasi secara keseluruhan, 

yaitu loop pada Gambar 4.29. Kode 4.29 adalah kode evaluasi kumpulan dataset, 
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yaitu bagian evaluate dari Gambar 4.29. Kode 4.29 adalah Kode 4.8 yang ditambahi 

metrik lain. Kode 4.30 adalah kode untuk menghitung metrik lain tersebut.  

 

Gambar 4.29 Alur Evaluasi Model Sintesis Data Tabular (Synthesizer) 

Tabel 4.13 Metrik Evaluasi 

Penilaian Metrik  Nilai  

Min Max Arah 

ML Utility / 

Efficacy 

Regresi R2 -Ð 1 Max 

Klasifikasi F1-score 0 1 Max 

Kemiripan 

Distribusi 

Numerik Wasserstein Distance (WD) 0 Ð Min 

Kategori Jensen-Shannon 

Divergence (JSD) 

0 1 Min 

Korelasi Difference in Pairwise 

Correlation (Diff. Corr) 

0 2 Min 

Privasi Distance to Closest Record 

(DCR) 

0 Ð Max 

 

import  papermill as  pm 

from  pathlib import  Path  

import  shutil  

import  os  

 

folder = "eval"  

datasets = [  

    "contraceptive" ,  

    "insurance" ,  

    "treatment" ,  

]  

models = [  

    "tvae" ,  

    "lct_gan" ,    

    "tab_ddpm" ,   

    "realtabformer" ,  

]  
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gp = True  

mlu_trainer = True  

dfs = [ 0,  1,  2,  3,  4]  

 

for  dataset in  datasets :  

    for  model in  models :  

        file = f"{model}_eval.ipynb"  

        for  i in  dfs :  

            %cd / kaggle / working  

            dir  = os . path . join ( folder ,  dataset ,  model ,  f"{ i }" )  

            path = os . path . join (dir,  file )  

            Path (dir). mkdir ( parents =True,  exist_ok =True)  

            shutil . copy ( file ,  path )  

             

            params = dict(  

                dataset_name =dataset ,  

                gp=gp ,  

                df_name =i ,  

                folder =folder ,  

                path =dir,  

            )  

            if  not  mlu_trainer :  

                params [ "mlu_run" ]  = None 

            pm. execute_notebook (  

                path ,   

                path ,   

                local_execution =True,   

                name=path ,  

                parameters =params ,  

            )  

Kode 4.28 Eksekusi Evaluasi Integrasi ML Utility (Disederhanakan) 

Kode 4.28 mengeksekusi Jupyter notebook sintesis data untuk setiap dataset 

dan synthesizer menggunakan papermill, seperti pada saat pembuatan dataset 

training untuk estimator. Notebook yang dieksekusi berbeda tergantung 

synthesizer. Parameter dalam notebook sintesis data diubah dengan injeksi melalui 

dictionary parameters. Parameter mlu_trainer bernilai True berarti sintesis data 

dilakukan dengan integrasi ML Utility . Parameter ini diteruskan ke notebook 

sintesis data sebagai mlu_run yang menentukan checkpoint estimator mana yang 

digunakan. Dfs adalah indeks fold dari dataframe, dengan df_name adalah fold yang 

sedang dieksekusi.   



177 

 

 

import  pandas as  pd 

import  os  

from  .. estimator . pipeline import  DATASET_TYPES_VAL 

from  .. ml_utility . pipeline import  eval_ml_utility  

from  . metrics import  jsd ,  wasserstein ,  diff_corr ,  privacy_dist  

from  pandas . errors import  IntCastingNaNError  

 

def  score_datasets ( data_dir ,  subfolders ,  info ,  ml_utility_params ={},  

save_info ="info.csv" ,  drop_first_column =True):  

    target = info [ "target" ]  

    task = info [ "task" ]  

    cat_features = info [ "cat_features" ]  

    info_path = os . path . join ( data_dir ,  save_info )  

 

    info_out = pd . DataFrame ()  

 

    indices = []  

    objs = []  

 

    for  index in  subfolders :  

        index = str( index )  

        dataset_types = DATASET_TYPES_VAL 

        obj = { t :  os . path . join ( index ,  f"{t}.csv" )  for  t in  dataset_types }  

        df_train = pd . read_csv ( os . path . join ( data_dir ,  obj [ "train" ]))  

        df_synth = pd . read_csv ( os . path . join ( data_dir ,  obj [ "synth" ]))  

        df_val = pd . read_csv ( os . path . join ( data_dir ,  obj [ "val" ]))  

        df_test = pd . read_csv ( os . path . join ( data_dir ,  obj [ "test" ]))  

 

        if  drop_first_column :  

            df_train . drop ( df_train . columns [ 0],  axis =1,  inplace =True)  

            df_synth . drop ( df_synth . columns [ 0],  axis =1,  inplace =True)  

            df_val . drop ( df_val . columns [ 0],  axis =1,  inplace =True)  

            df_test . drop ( df_test . columns [ 0],  axis =1,  inplace =True)  

 

        try:  

            df_synth = df_synth . astype ( df_train . dtypes )  

        except  IntCastingNaNError as  ex :  

            raise  RuntimeError( f"{index} df_synth has NaN or Inf: 

{df_synth . isna ().sum( axis =0) }" )  

 

        #assert len(df_synth) == len(df_train)  

             

        synth_value = eval_ml_utility (  

            ( df_synth ,  df_val ),  

            task ,  

            target =target ,  

            cat_features =cat_features ,  
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            ** ml_utility_params  

        )  

        real_value = eval_ml_utility (  

            ( df_train ,  df_test ),  

            task ,  

            target =target ,  

            cat_features =cat_features ,  

            ** ml_utility_params  

        )  

        obj [ "synth_value" ]  = synth_value  

        obj [ "real_value" ]  = real_value  

        obj["jsd"] = jsd(df_train, df_synth, cat_features)  

        obj["wasserstein"] = wasserstein(df_train, df_synth, cat_features)  

        obj["diff_corr"] = diff_corr(df_train, df_synth, cat_features)  

        obj["dcr_rf"], obj["nndr_rf"] = privacy_dist(df_train, df_synth, 

cat_cols=cat_features)  

        obj["dcr_rr"], obj["nndr_rr"] = privacy_dist(df_train, 

cat_cols=cat_features)  

        obj["dcr_ff"], obj["nndr_ff"] = privacy_dist(df_synth, 

cat_cols=cat_features)  

 

        objs . append ( obj )  

        indices . append ( index )  

 

    df = pd . DataFrame ( objs ,  index =indices )  

    info_out = pd . concat ([ info_out ,  df ],  axis =0)  

    info_out [~ info_out . index . duplicated ( keep ='last' )]  

    info_out . to_csv ( info_path )  

 

    return  info_out  

 

Kode 4.29 Evaluasi Integrasi ML Utility (Disederhanakan) 

Kode 4.29 adalah Kode 4.8 yang ditambahi metrik lain, yaitu Jensen-

Shannon Divergence (JSD), Wasserstein Distance (WD), Difference in Pairwise 

Correlation (diff. corr.), dan Distance to Closest Record (DCR). Kode 4.30 adalah 

kode untuk menghitung metrik-metrik tersebut, diambil dari repository LCT-GAN 

(Velev, 2022), CTAB-GAN+ (Zhao, Kunar, et al., 2022), dan TabDDPM 

(Kotelnikov, Baranchuk, Rubachev, & Babenko, 2023), dan dimodularisasi untuk 

perhitungan satuan dalam pemeriksaan sampel dataset. 

 

import  numpy as  np 

import  pandas as  pd  

from  sklearn import  metrics  
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from  sklearn . preprocessing import  MinMaxScaler , StandardScaler ,  OneHotEncoder  

from  dython . nominal import  associations  

from  scipy . stats import  wasserstein_distance  

from  scipy . spatial import  distance  

 

 

def  jsd_single ( real ,  fake ):  

  # Computing the real and synthetic probabibility mass distributions (pmf) for 

each categorical column  

  real_pmf =( real . value_counts ()/ real . value_counts ().sum())  

  fake_pmf =( fake . value_counts ()/ fake . value_counts ().sum())  

  categories = ( fake . value_counts ()/ fake . value_counts ().sum()). keys (). tolist ()  

         

  # Ensuring the pmfs of real and synthetic data have the categories within a 

column in the same order  

  sorted_categories = sorted( categories )  

         

  real_pmf_ordered = []   

  fake_pmf_ordered = []  

 

  for  i in  sorted_categories :  

    real_pmf_ordered . append ( real_pmf [ i ])  

    fake_pmf_ordered . append ( fake_pmf [ i ])  

         

  # If a category of a column is not generated in the synthetic dataset, pmf of 

zero is assigned  

  if  len( real_pmf )!=len( fake_pmf ):  

    zero_cats = set( real . value_counts (). keys ()) - set( fake . value_counts (). keys ())  

    for  z in  zero_cats :  

      real_pmf_ordered . append ( real_pmf [ z ])  

      fake_pmf_ordered . append ( 0)  

 

  # Computing the statistical similarity between real and synthetic pmfs  

  return  distance . jensenshannon ( real_pmf_ordered , fake_pmf_ordered ,  2.0 )  

 

 

def  jsd ( real , fake , cat_cols =None, Stat_dict =None, mean=True):  

  Stat_dict = Stat_dict if  Stat_dict is  not  None else  {}   

 

  real = real . copy ()  

  fake = fake . copy ()  

 

  cat_stat = []  

     

  for  column in  real . columns :  

    if  cat_cols is  None or  column in  cat_cols :  

      # Computing the statistical similarity between real and synthetic pmfs  

      Stat_dict [ column ]=  jsd_single ( real [ column ],  fake [ column ])  



180 

 

      cat_stat . append ( Stat_dict [ column ])    

 

  if  not  mean:  

    return  cat_stat  

  return  np . mean( cat_stat )  

 

def  wasserstein_single ( real ,  fake ):  

  # Scaling the real and synthetic numerical column values between 0 and 1 to 

obtained normalized statistical similarity  

  scaler = MinMaxScaler ()  

  scaler . fit ( real . values . reshape ( - 1, 1))  

  l1 = scaler . transform ( real . values . reshape ( - 1, 1)). flatten ()  

  l2 = scaler . transform ( fake . values . reshape ( - 1, 1)). flatten ()  

         

  # Computing the statistical similarity between scaled real and synthetic 

numerical distributions  

  return  wasserstein_distance ( l1 , l2 )  

 

def  wasserstein ( real , fake , cat_cols =None, Stat_dict =None, mean=True):  

  Stat_dict = Stat_dict if  Stat_dict is  not  None else  {}   

     

  # Lists to store the results of statistical similarities for categorical and 

numeric columns respectively  

  num_stat = []  

     

  for  column in  real . columns :  

    if  cat_cols is  None or  column not  in  cat_cols :  

      dist = wasserstein_single ( real [ column ],  fake [ column ])  

      # Computing the statistical similarity between scaled real and synthetic 

numerical distributions  

      Stat_dict [ column ]=  dist  

      num_stat . append ( dist )  

  if  not  mean:  

    return  num_stat  

  return  np . mean( num_stat )  

 

def  corr ( df ,  cat_cols =None):  

  return  associations ( df ,  nominal_columns =cat_cols ,  nom_nom_assoc ="theil" ,  

compute_only =True)[ 'corr' ]. astype ( "float" )  

 

def  diff_corr ( real , fake , cat_cols =None):  

 

  # Computing the real and synthetic pair - wise correlations  

  real_corr = corr ( real ,  cat_cols =cat_cols )  

  fake_corr = corr ( fake ,  cat_cols =cat_cols )  

 

  # Computing the squared norm of the difference between real and synthetic 

pair - wise correlations  
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  corr_dist = np . linalg . norm ( real_corr -  fake_corr )  

 

  return  corr_dist  

 

def  encode ( X,  enc ):  

  cols = enc . feature_names_in_  

  df = pd . concat ([  

      X. drop ( cols ,  axis =1),  

      pd . DataFrame ( enc . transform ( X[ cols ]),  columns =enc . get_feature_names_out ())  

  ],  axis =1,  join ="inner" )  

  return  df  

 

def  privacy_dist ( a,  b=None,  cat_cols =None,  frac =1.0 ,  random_state =42 ,  

return_detail =False):  

  assert  cat_cols is  not  None 

 

  ohe = OneHotEncoder ( sparse =False,  handle_unknown ='ignore' )  

  ohe . fit ( a[ cat_cols ])  

  a = encode ( a,  ohe )  

  scaler = StandardScaler (). fit ( a)  

      

  # Sampling smaller sets of a and synthetic data to reduce the time complexity 

of the evaluation  

  a. loc [:,  :]  = scaler . transform ( a)  

  if  frac ==1.0 :  

    a_sampled = a 

  else:  

    a_sampled = a. sample ( n=int(len( a)*( frac )),  

random_state =random_state ). to_numpy ()  

  assert  len( a_sampled )  > 0 

 

  if  b is  not  None:  

    b = encode ( b,  ohe )  

    b. loc [:,  :]  = scaler . transform ( b)  

    if  frac ==1.0 :  

      b_sampled = b 

    else:  

      b_sampled = b. sample ( n=int(len( b)*( frac )),  

random_state =random_state ). to_numpy ()  

    # Computing pair - wise distances between a and b  

    dist = metrics . pairwise_distances ( a_sampled ,  Y=b_sampled ,  

metric ='minkowski' ,  n_jobs =- 1)  

  else:  

    # Computing pair - wise distances between a  

    dist = metrics . pairwise_distances ( a_sampled ,  Y=None,  metric ='minkowski' ,  

n_jobs =- 1)   

    dist = dist [~ np . eye ( dist . shape [ 0], dtype =bool)]. reshape ( dist . shape [ 0], - 1)  

  assert  len( dist )  > 1 
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  # Computing first and second smallest nearest neighbour distances  

  smallest_two_indexes = [ dist [ i ]. argsort ()[: 2]  for  i in  range(len( dist ))]  

  smallest_two = [ dist [ i ][ smallest_two_indexes [ i ]]  for  i in  range(len( dist ))]   

  assert  len( smallest_two )  > 1       

 

  # Computing 5th percentiles for DCR and NNDR between and within a and 

synthetic datasets  

  min_dist = np . array ([ i [ 0]  for  i in  smallest_two ])  

  fifth_perc = np . percentile ( min_dist , 5)  

  nn_ratio = np . array ([ i [ 0]/ i [ 1]  for  i in  smallest_two ])  

  nn_ratio = np . nan_to_num ( nn_ratio ,  nan=0)  

  nn_fifth_perc = np . percentile ( nn_ratio , 5)  

 

  if  return_detail :  

    return  smallest_two ,  smallest_two_indexes  

  return  fifth_perc ,  nn_fifth_perc #dcr, nndr  

 

Kode 4.30 Metrik Lain Data Sintetis   

4.7.2 ML Utility  

Nilai ML Utility  dataset asli dan dataset sintetis tanpa integrasi dilampirkan 

pada Tabel 4.14. Selanjutnya, nilai dari dataset sintetis tanpa integrasi ini akan 

disebut baseline. Realtabformer menghasilkan data sintetis Treatment yang 

memiliki nilai ML Utility  setara dengan dataset Treatment yang asli. Selain itu, 

LCT-GAN secara umum menghasilkan dataset sintetis yang buruk dibanding 

synthesizer lain, terutama untuk dataset Insurance dengan nilai ML utility negatif. 

Nilai ML Utility untuk Insurance diukur menggunakan metrik R2 sehingga bisa 

negatif.  

Perubahan rata-rata nilai ML Utility dataset sintetis dengan integrasi ML 

utility dilampirkan pada Tabel 4.15. Nilai ini  ( ὢ  dihitung dengan 

mengurangkan rata-rata nilai ML utility dataset sintetis integrasi (ὢ ) 

dengan rata-rata nilai baseline (ὢ ) (Persamaan (4.1)). Nilai perubahan 

positif berarti integrasi berhasil meningkatkan nilai ML Utility  rata-rata. Integrasi 

ML utility meningkatkan nilai ML utility dataset sintetis pada 7 dari 12 pasangan 

model-dataset.  T-test satu arah dilakukan untuk menguji signifikansi peningkatan 

ML utility. Nilai P dilampirkan pada Tabel 4.16 dengan nilai bold berarti 

peningkatan signifikan. Hanya 5 dari 12 pasangan model-dataset yang mengalami 
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peningkatan signifikan, yaitu LCT-GAN untuk ketiga dataset dan Realtabformer 

untuk dataset Contraceptive dan Insurance.   

Tabel 4.14 Rata-Rata Nilai ML Utility Dataset Asli dan Dataset Sintetis tanpa Integrasi 

ML Utility  (Nilai Baseline) 

Jenis 

Dataset 

Synthesizer Rata-Rata ML Utility  

Contraceptive  Insurance  Treatment  

(F1) (R2) (F1) 

Sintetis LCT-GAN 0.3442 -0.0932 0.3943 

Realtabformer 0.4454 0.1274 0.6224 

TabDDPM 0.4710 0.1321 0.5983 

TVAE 0.4790 0.1127 0.5533 

Asli 0.5120 0.1390 0.6220 

 

ὢ ὢ ὢ   (4.1) 

Tabel 4.15 Perubahan Rata-Rata Nilai ML Utility  Dataset Sintetis setelah Integrasi ML 

Utility  

Synthesizer Perubahan Rata-Rata ML  Utility  

Contraceptive  Insurance  Treatment  

(F1) (R2) (F1) 

LCT-GAN 0.0158 0.0310 0.0561 

Realtabformer 0.0200 0.0024 -0.0136 

TabDDPM 0.0033 0.0000 -0.2211 

TVAE -0.0048 -0.0153 -0.0038 

 

Tabel 4.16 Nilai P T-Test Satu Arah untuk Perubahan Rata-Rata Nilai ML Utility  Dataset 

Sintetis setelah Integrasi ML Utility  (alpha=0.05) 

Synthesizer Nilai P T-Test Satu Arah 

Contraceptive Insurance Treatment 

LCT-GAN 0.0177 0.0126 0.0000 

Realtabformer 0.0001 0.0268 - 

TabDDPM 0.2311 0.4948 - 

TVAE - - - 

 

4.7.3 Metrik Lainnya  

Untuk pembahasan metrik lainnya, dipilih dataset sintetis yang 

peningkatannya signifikan berdasarkan Tabel 4.16 (nilai bold). Nilai rata-rata 

dataset sintetis awal tanpa integrasi (baseline) dilampirkan pada Tabel 4.17. 



184 

 

Jensen-Shannon Divergence (JSD), Wasserstein Distance (WD), dan Difference in 

Pairwise Correlation (Diff. Corr.) adalah metrik yang apabila nilainya semakin 

kecil maka performa metode semakin baik, sedangkan Distance to Closest Record 

(DCR) adalah metrik yang apabila nilainya semakin besar maka performa metode 

semakin baik. Dataset sintetis yang dihasilkan Realtabformer memiliki nilai DCR 

yang sangat kecil, yang berarti baris data secara individu sangat mirip dengan data 

asli. Dataset sintetis yang dihasilkan LCT-GAN memiliki nilai Diff. Corr. yang 

besar, yang berarti dataset yang dihasilkan memiliki korelasi antar kolom yang 

cukup jauh berbeda dari data asli. 

Tabel 4.17 Rata-Rata Nilai ML Utility  dan Metrik Lainnya untuk Dataset Sintetis tanpa 

Integrasi (Nilai Baseline) 

Dataset Synthesizer ML 

Utility  

Distribusi  Diff. 

Corr. 

Privasi 

JSD 

(Kat.) 

WD 

(Num.) 

DCR 

(+) (-) (-) (-) (+) 

Contraceptive LCT-GAN F1 0.344 0.243 0.079 2.311 1.098 

Insurance LCT-GAN R2 -

0.093 

0.191 0.110 1.883 0.405 

Treatment LCT-GAN F1 0.394 0.087 0.058 2.836 0.867 

Contraceptive Realtabformer F1 0.445 0.065 0.021 0.421 0.008 

Insurance Realtabformer R2 0.127 0.067 0.025 0.229 0.068 

 

Perubahan nilai rata-rata dataset sintetis dengan integrasi ML Utility  

dilampirkan pada Tabel 4.18. Perubahan nilai ini (ὢ  dihitung dengan 

mengurangkan rata-rata nilai tiap metrik dataset sintetis integrasi (ὢ ) 

dengan rata-rata nilai baseline tiap metrik (ὢ )  (Persamaan (4.1)). JSD, 

WD, dan Diff. Corr. adalah metrik yang apabila nilainya semakin kecil maka 

performa metode semakin baik, sehingga perubahan negatif berarti nilainya 

menjadi lebih baik. Sementara DCR adalah metrik yang apabila nilainya semakin 

besar maka performa metode semakin baik, sehingga perubahan positif berarti 

nilainya menjadi lebih baik.  

Keempat metrik mengalami perubahan dengan arah yang tidak konsisten. 

T-Test dua arah dilakukan untuk mengetahui signifikansi perubahan (Tabel 4.19). 

Hampir semua perubahan nilai ini signifikan, meskipun arahnya tidak konsisten. 
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Sebagai tambahan, korelasi nilai antara perubahan nilai ML Utility  dan perubahan 

metrik lainnya diukur dengan Pearson correlation (Tabel 4.20). Tampak bahwa 

JSD dan WD selalu berkorelasi negatif dengan nilai ML Utility, yang berarti nilai 

ML Utility  meningkat seiring dengan peningkatan kualitas distribusi yang menjadi 

lebih mirip dengan data asli. Sementara untuk nilai Diff. Corr. dan DCR, arah 

korelasi tetap tidak konsisten dan justru ada yang bertentangan dengan arah 

perubahan rata-rata metrik.  

Tabel 4.18 Perubahan Rata-Rata Nilai ML Utility dan Metrik Lainnya untuk dataset 

Sintetis setelah Integrasi ML Utility  

Dataset Synthesizer Perubahan Metrik 

ML 

Utility  

Distribusi  Diff.  

Corr. 

Privasi 

JSD 

(Kat.) 

WD 

(Num.) 

DCR 

(+) (-) (-) (-) (+) 

Contraceptive LCT-GAN F1 0.016 0.008 0.010 -

0.187 

-0.539 

Insurance LCT-GAN R2 0.031 0.014 -0.013 -

0.205 

-0.024 

Treatment LCT-GAN F1 0.056 -0.008 -0.003 0.182 0.028 

Contraceptive Realtabformer F1 0.020 0.010 0.003 0.027 0.005 

Insurance Realtabformer R2 0.002 -0.010 -0.003 -

0.014 

-0.007 

 

Tabel 4.19 Nilai P T-Test Dua Arah untuk Perubahan Rata-Rata Nilai Metrik Lain 

Dataset Sintetis setelah Integrasi ML Utility  (Alpha=0.05) 

Dataset Synthesizer Nilai P T-Test Dua Arah 

Distribusi  Diff.  

Corr.  

Privasi 

JSD 

(Kat.) 

WD 

(Num.) 

DCR 

Contraceptive LCT-GAN 0.201 0.002 0.004 0.000 

Insurance LCT-GAN 0.030 0.000 0.000 0.015 

Treatment LCT-GAN 0.093 0.009 0.016 0.007 

Contraceptive Realtabformer 0.000 0.001 0.005 0.222 

Insurance Realtabformer 0.000 0.000 0.007 0.009 
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Tabel 4.20 Nilai Korelasi Pearson antara Perubahan Nilai Metrik Lain dan Perubahan ML 

Utility   

Dataset Synthesizer Korelasi dengan Perubahan ML Utility  

Distribusi  Diff.  

Corr.  

Privasi 

JSD 

(Kat.) 

WD 

(Num.) 

DCR 

Contraceptive LCT-GAN -0.643 -0.327 -0.167 -0.791 

Insurance LCT-GAN -0.450 -0.093 -0.248 0.536 

Treatment LCT-GAN -0.724 -0.519 -0.716 -0.794 

Contraceptive Realtabformer -0.129 -0.100 0.126 -0.122 

Insurance Realtabformer -0.886 -0.876 -0.448 0.641 

 

4.8 Pemeriksaan Sampel Dataset Sintetis 

Dataset dari LCT-GAN dipilih untuk dibahas karena LCT-GAN mengalami 

peningkatan yang signifikan pada ketiga dataset. Sebuah dataset sintetis diambil 

sebagai contoh dengan memilih dataset dengan integrasi MLU dengan nilai ML 

Utility  tertinggi, berpasangan dengan dataset sintetis tanpa integrasi MLU 

(baseline) dengan seed dan split yang sama. Dataset baseline dipilih dengan seed 

dan split yang sama agar pasangan dataset yang dibandingkan berasal dari 

parameter yang sama, hanya berbeda perlakuan adanya integrasi atau tidak. 

Perubahan terhadap korelasi dan distribusi data dilihat lebih dalam. Untuk korelasi, 

nilai Diff. Corr. tiap fitur dihitung dan dibandingkan (dikurangi) dalam matriks 

korelasi. Untuk distribusi, nilai tiap fitur ditampilkan dan grafik distribusi untuk 

sebagian fitur ditampilkan. Perubahan metrik tiap pasang dataset dilampirkan pada 

Tabel 4.21. 
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Tabel 4.21 Perbedaan Metrik dan DCR Tiap Pasang Dataset Sampel  

Dataset Synth-

esizer 

Perbedaan Metrik  DCR 

(MLU)  ML 

Utility  

Distribusi  Diff.  

Corr. 

Priv. 

JSD 

(Kat.) 

WD 

(Num.) 

DCR 

(+) (-) (-) (-) (+) 

Contraceptive LCT-

GAN 

F1 0.168 -

0.153 

-0.001 0.137 -

2.505 

0.123 

Insurance LCT-

GAN 

R2 0.221 -

0.115 

-0.004 -

0.680 

-

0.073 

0.352 

Treatment LCT-

GAN 

F1 0.424 -

0.090 

-0.025 -

1.176 

-

0.217 

0.843 

 

4.8.1 LCT -GAN ï Contraceptive 

Matriks perbedaan nilai diff. corr. antar fitur dilampirkan pada Gambar 4.30. 

Nilai-nilai dalam matriks dihitung dengan persamaan (4.2). Sebanyak 23 dari 45 

diff. corr. mengalami peningkatan (merah), dan 20 dari 45 mengalami penurunan 

(biru). Secara keseluruhan, nilai diff. corr. meningkat sebanyak 0.137 (memburuk). 

Akan tetapi, rata-rata nilai korelasi fitur terhadap variabel target menurun 

(membaik), khususnya 2 dari 3 nilai yang terpenting (Tabel 4.22). Nilai feature 

importance diperoleh dari rata-rata feature importance model CatBoost yang dilatih 

dengan 5 fold data asli. Nilai ini dihitung dengan propagasi bobot feature di tiap 

node Catboost dikali jumlah data yang mendukungnya, dan hasilnya dinormalisasi 

sehingga berjumlah 100% (CatBoost Team, 2024b, 2024a). Jika nilai feature 

importance ini digunakan untuk memboboti nilai perubahan diff. corr. tersebut, 

maka secara keseluruhan nilai ini menurun (membaik). 

Ὀὅ ὅ ὅ ὅ ὅ   

Ὀὅ Ὀὅ Ὀὅ   

(4.2) 
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Gambar 4.30 Matriks Perbedaan Nilai Diff. Corr. per Variabel untuk Sampel Dataset 

Sintetis Contraceptive oleh LCT-GAN dengan Integrasi ML Utility 

Tabel 4.22 Feature Importance dan Perbedaan Diff. Corr. pada Sampel Dataset 

Contraceptive terhadap Variabel Target Contraceptive 

Feature Importance 

(%)  

Perbedaan Diff . 

Corr. 

Perbedaan 

Diboboti 

n_children 35.15 -0.3927 -0.1380 

age 31.48 -0.0434 -0.0136 

education 22.66 0.2264 0.0513 

living_standard 4.91 -0.4053 -0.0199 

partner_education 4.77 -0.0250 -0.0012 

islam 1.03 0.1169 0.0012 

working 0.00 0.1045 0.0000 

husband_occupation 0.00 -0.0750 0.0000 

media_exposure 0.00 -0.0757 0.0000 

Jumlah 100.00 -0.5694 -0.1203 

Rata-rata - -0.0633 - 

 

Pasangan data sintetis ini memiliki perbedaan nilai JSD -0.153 dan WD -

0.001, yang berarti secara keseluruhan distribusi variabel kategorinya (JSD) lebih 

mendekati data asli sedangkan distribusi variabel numeriknya (WD) relatif setara. 
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Ini dapat dilihat dengan lebih detail di tingkat fitur pada Tabel 4.23 dan Tabel 4.24. 

Integrasi ML Utility  membuat variabel kategori target contraceptive menjadi lebih 

mendekati distribusi sebenarnya, khususnya untuk kelas kedua (long-term) yang 

jumlahnya sangat mirip dataset asli dan kelas ketiga (short-term) di mana dataset 

sintetis baseline tidak menghasilkan kelas tersebut sama sekali (Gambar 4.34). 

Untuk variabel numerik, distribusi n_children Synth MLU (dengan integrasi MLU) 

memiliki distribusi dengan pusat yang lebih mirip dengan data asli (Gambar 4.31). 

Fitur education juga memiliki distribusi yang lebih beririsan dengan data asli 

(Gambar 4.33). Sementara untuk fitur age, distribusi Synth MLU memiliki lebih 

sedikit area yang beririsan dengan distribusi real dengan terlalu banyak nilai 25 

(Gambar 4.32).  

Pasangan data sintetis ini memiliki perbedaan DCR yang besar dan negatif, 

yaitu -0.857. Ini berarti data makin mendekati data asli. Sampel data sintetis yang 

dihasilkan oleh LCT-GAN baseline ini memiliki nilai DCR 1.301 sedangkan 

sampel yang dihasilkan dengan integrasi ML utility memiliki nilai DCR 0.443. Dua 

baris data yang paling mirip dengan data asli diambil dari masing-masing dataset 

sebagai contoh dan dilampirkan pada Tabel 4.31 dan Tabel 4.32 untuk dataset dari 

LCT-GAN tanpa dan dengan integrasi, secara berurutan. Terlihat bahwa dua baris 

data dari dataset LCT-GAN baseline masih cukup berbeda dari data asli, sedangkan 

dua baris data dari dataset LCT-GAN dengan integrasi sama persis dengan nilai 

jarak 0. Jarak ini dihitung dengan jarak euclidean dengan variabel kategori diubah 

menjadi numerik dengan one-hot encoding (Kotelnikov, Baranchuk, Rubachev, & 

Babenko, 2023; Zhao et al., 2021). Ini mungkin terjadi karena hampir semua fitur 

dalam dataset Contraceptive adalah variabel kategori atau bilangan bulat dengan 

variasi rendah.  

Tabel 4.23 Detail Perbedaan Wasserstein Distance Tiap Fitur dalam Contoh Dataset 

Sintetis Contraceptive oleh LCT-GAN 

Sintetis N_children Age Mean 

Baseline 0.064 0.089 0.076 

MLU 0.045 0.105 0.075 

Diff  -0.018 0.017 -0.001 
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Tabel 4.24 Detail Perbedaan Jensen-Shannon Divergence Tiap Fitur dalam Contoh 

Dataset Sintetis Contraceptive oleh LCT-GAN 

Sin- 

tetis 

Con-

tra-

cep-

tive 

Edu-

cat-

ion 

Liv -

ing_ 

sta-

nda-

rd  

Part-

ner_ 

edu-

cat-

ion 

Is-

lam 

Wor-

king 

Husb-

and_ 

occu-

pat- 

ion 

Me-

dia_ 

ex-

pos-

ure 

Me-

an 

Base-

line 

0.45 0.68 0.46 0.27 0.29 0.20 0.45 0.04 0.36 

MLU 0.15 0.12 0.35 0.34 0.04 0.01 0.43 0.19 0.20 

Diff  -0.30 -0.56 -0.11 0.06 -0.25 -0.19 -0.02 0.15 -0.15 

 

 

Gambar 4.31 Perbandingan Distribusi Variabel Numerik N_children dalam Contoh 

Dataset Sintetis Contraceptive oleh LCT-GAN 
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Gambar 4.32 Perbandingan Distribusi Variabel Numerik Age dalam Contoh Dataset 

Sintetis Contraceptive oleh LCT-GAN 

 

 

Gambar 4.33 Perbandingan Distribusi Variabel Ordinal Education dalam Contoh Dataset 

Sintetis Contraceptive oleh LCT-GAN 
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Tidak pakai Jangka panjang Jangka pendek 

contraceptive 

Gambar 4.34 Perbandingan Distribusi Variabel Kategori Target Contraceptive dalam 

Contoh Dataset Sintetis Contraceptive oleh LCT-GAN 

4.8.2 LCT -GAN ï Insurance 

Matriks perbedaan nilai diff. corr. antar fitur dilampirkan pada Gambar 4.35. 

Sebanyak 12 dari 21 diff. corr. mengalami penurunan (biru), meskipun 8 dari 21 

mengalami peningkatan (merah). Secara keseluruhan, nilai diff. corr. menurun 

sebanyak -0.680 (membaik). Nilai korelasi terhadap variabel target menurun 

(membaik), khususnya 2 dari 3 fitur yang terpenting, serta nilai weighted sum 

korelasi terhadap variabel target juga menurun (Tabel 4.25).  

Pasangan data sintetis ini memiliki perbedaan nilai JSD -0.115 dan WD -

0.004, yang berarti secara keseluruhan distribusi variabel kategorinya dan distribusi 

variabel numeriknya lebih mendekati data asli. Ini dapat dilihat dengan lebih detail 

di tingkat fitur pada Tabel 4.26 dan Tabel 4.27. Integrasi ML Utility  membuat 

variabel kategori smoker menjadi lebih mendekati distribusi sebenarnya, khususnya 

untuk kelas yes di mana dataset sintetis baseline tidak menghasilkan kelas tersebut 

sama sekali (Gambar 4.39). Untuk variabel numerik, distribusi charges dan bmi 

Synth MLU (dengan integrasi MLU) memiliki distribusi dengan yang terlihat jelas 

lebih mirip dengan data asli (Gambar 4.36 dan Gambar 4.37). Sementara untuk fitur 

age, distribusi Synth MLU memiliki lebih sedikit area yang beririsan dengan 
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distribusi real dengan terlalu banyak nilai di dekat 60 dan terlalu sedikit nilai di 

bawah 40 (Gambar 4.38).  

 

Gambar 4.35 Matriks Perbedaan Nilai Diff. Corr. per Variabel untuk Sampel Dataset 

Sintetis Insurance oleh LCT-GAN dengan Integrasi ML Utility 

Tabel 4.25 Feature Importance dan Perbedaan Diff. Corr. pada Sampel Dataset 

Insurance terhadap Variabel Target Charges 

Feature Importance (%) Perbedaan Diff . Corr. Perbedaan Diboboti 

smoker 75.81 -0.4768 -0.3615 

bmi 13.37 -0.0242 -0.0032 

age 9.88 0.1479 0.0146 

children 0.94 -0.2644 -0.0025 

sex 0.00 -0.1169 0.0000 

region 0.00 -0.2333 0.0000 

Jumlah 100.00 -0.9676 -0.3526 

Rata-rata - -0.1613 - 

 

Pasangan data sintetis ini memiliki perbedaan DCR yang negatif, yaitu -

0.073. Ini berarti data lebih mendekati data asli. Sampel data sintetis yang 

dihasilkan oleh LCT-GAN baseline ini memiliki nilai DCR 0.425 sedangkan 

sampel yang dihasilkan dengan integrasi ML utility memiliki nilai DCR 0.352. Dua 


































































































